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Abstract

The diagnosis of chronic kidney diseases through histopathological analysis involves
challenges such as inter-observer variability and the high time required for analysis.
From a computational perspective, the automatic modeling of these lesions is further
hindered by severe class imbalance and the scarcity of representative samples of rare
lesions. This dissertation investigates the use of Self-Supervised Learning (SSL) te-
chnigues to build an automatic classi er of glomerular lesions, aiming to overcome
limitations of supervised methods that depend on large amounts of labeled data.
A total of 12,524 renal tissue images were used, distributed across eleven distinct
lesions and obtained from multiple histological stains: hematoxylin and eosin (HE),
periodic acid{Schi (PAS), and Azan{Mallory (Azan). SSL methods such as Self-
Distillation with No Labels (DINO) and Simple Framework for Contrastive Lear-
ning of Visual Representations (SIMCLR) were evaluated with di erent backbones
(ResNet and Vision Transformers), considering data augmentation and balancing
strategies. The results demonstrate that SSL methods outperformed supervised ap-
proaches in multiclass classi cation tasks under imbalanced data scenarios. The
DINO method, in particular, stood out in this context, achieving an F1-micro score
of 58.27% compared to 43.47% for the ImageNet-pretrained baseline. In contrast,
SIimCLR showed superior performance in binary classi cation for several classes,
highlighting its discriminative power in speci c lesion classi cation tasks.

Keywords: self-supervised learning, computational pathology, renal histopathology,
image classi cation, deep learning.



Resumo

O diagrostico de doercas renais crobnicas por meio da aralise histopatobgica en-
volve desa os como a variabilidade interobservador e o elevado tempo de aralise.
Do ponto de vista computacional, a modelagem autornatica dessas leseese adicio-
nalmente di cultada pelo desbalanceamento severo entre classes e pela escassez de
amostras representativas de lesees raras. Esta dissertacao investiga o uso de tc-
nicas de Aprendizado Auto-Supervisionado (Self-Supervised Learning, SSL) para
construir um classi cador automatico de lesees glomerulares, buscando superar li-
mitacees dos nmetodos supervisionados que dependem de muitos dados rotulados.
Foram utilizadas 12.524 imagens de tecido renal, distribudas em onze lesoees dis-
tintas e obtidas a partir de nultiplas coloracees histobgicas: hematoxilina e eosina
(HE), acido perbdico de Schi (PAS) e Azan{Mallory (Azan). Avaliaram-se ne-
todos de SSL, como Self-Distillation with No Labels (DINO) e Simple Framework
for Contrastive Learning of Visual Representations (SimCLR), com diferentes back-
bones (ResNet e Vision Transformers), considerando aumentos e balanceamento de
dados. Os resultados demonstram que os netodos de SSL superaram as abordagens
supervisionadas em tarefas de classi cacao multiclasse em cerarios de dados desba-
lanceados. O netodo DINO, em particular, destacou-se nesse contexto, alcancando
um F1-micro de 58,27% em comparacao com 43,47% do baseline pe-treinado no
ImageNet. Em contrapartida, o SIMCLR apresentou um desempenho superior na
classi cacao biraria para diversas classes, evidenciando seu poder discriminativo em
tarefas espec cas de classi cacao de lesoes.

Palavras-chave: aprendizado auto-supervisionado, patologia computacional, histo-
patologia renal, classi cacao de imagens, deep learning.
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\A busca da verdade comea com a
duvida."
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Alinhamento com a Linha de Pesquisa

Linha de Pesquisa:Software e Sistemas Computacionais

A presente dissertacao esh alinhadaa linha de pesquisdoftware e Sistemas Com-
putacionais, pois investiga o desenvolvimento e a aplicacao de netodos avarcados de
aprendizado auto-supervisionado no contexto da classi cacao de imagens histopato-
bgicas. O trabalho propee solucees computacionais que envolvem desde a modela-
gem e implementacao de arquiteturas de redes neurais profundas ate a aralise de
desempenho e robustez em cerarios reais. Com isso, contribui para o aprimoramento
de sistemas inteligentes de apoio ao diagrostico nedico, evidenciando a relevancia da
pesquisa na construcao de sistemas computacionais e cientes, escahveis e voltados
para aplicacees crticas.
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Captulo 1

Introduc-ao

\A medicinae uma ciéncia da
incerteza e uma arte da
probabilidade."

{ William Osler

As doercas renais cronicas afetam cerca de 10% da populacao mundial, represen-
tando um importante desa o de saude publica (Haas et al., 2020). Dentro desse
contexto, a aralise histopatobgica dos glonerulos renais desempenha papel central
no diagrostico das nefropatias, impactando diretamente as condutas terap@uticas
adotadas.

Apesar de sua relevancia, o diagrostico histopatobgico enfrenta obstaculos impor-
tantes. Entre os principais desa os estao a variabilidade interobservador que com-
promete a consisténcia entre diferentes especialistas, o tempo elevado de aralise por
amostra, e a di culdade na identi cacao de lesoes raras.

Adicionalmente, a coloracao das laminas histobgicas, etapa essencial na preparacao
das amostras, introduz uma variacao signi cativa entre os dados. Esse processo,
embora fundamental para reakar estruturas espec cas do tecido renal, pode variar

de acordo com o protocolo adotado em cada laborabrio. Tal variabilidade in uencia
diretamente na aparéncia das imagens, di cultando a padronizacao e, consequente-
mente, impactando a consisténcia dos diagrosticos. Para modelos computacionais,
essa diversidade representa um desa o adicional, pois aumenta a complexidade dos
dados usados no treinamento e compromete a capacidade de generalizacao das solu-
coes desenvolvidas (Tiard et al., 2022).

Nesse cerario, 0 uso de tcnicas de aprendizado de nmaquina tem se mostrado pro-
missor, especialmente no contexto da Patologia Computacional | campo voltado
ao desenvolvimento de solucees computacionais para a aralise de imagens histopa-
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tobgicas. Iniciativas como o PathoSpottet (Oliveira et al., 2022) exempli cam esse
avarco, ao buscarem reduzir a subjetividade diagrostica por meio de classi cadores
automatizados de lesees glomerulares. No entanto, a e @cia desses sistemas de-
pende fortemente da disponibilidade de bases de dados extensivamente anotadas, o
gue representa um obsaculo signi cativoa sua implementacao em larga escala.

A constricao dessas bases de dados anotadas representa um processo particular-
mente oneroso para patologistas, demandando: (1) conhecimento especializado para
identi cacao precisa de padrees histobgicos, (2) aralise morfobgica detalhada de
cada lamina digitalizada, e (3) tempo consideavel para marcacao pixel-a-pixel de
estruturas relevantes. O problema se agrava pela escassez de patologistas especia-
lizados e pelos altos custos associados, tornando o desenvolvimento de sistemas ro-
bustos nanceiramente invavel sem alternativas. Esse esfoirco manual se intensi ca
exponencialmente no contexto de lesees raras, onde a escassez de casos clinicamente
con rmados obriga os especialistas a revisarem centenas de amostras para identi-
car poucos exemplos \alidos, frequentemente com necessidade de consenso entre
nultiplos avaliadores para garantir con abilidade.

Adicionalmente, a natureza morfobgica complexa e, por vezes, sutil de algumas
lesees raras, que podem se assemelhar a padrees normais ou a outras patologias mais
comuns, torna sua identi cacao um desa o0 signi cativo, mesmo para patologistas
experientes. Para modelos computacionais, isso adiciona uma camada de di culdade
na extracao de caractersticas discriminativas.

O aprendizado auto-supervisionadoSelf-Supervised Learnind SSL) surge como

uma abordagem promissora para superar esses desa 0s. Por nao depender direta-
mente de otulos manuais, o SSL permite 0 uso e ciente de grandes volumes de
dados nao anotados, extraindo representaceesuteis que podem ser aplicadas em ta-
refas espec cas de classi cacao (Stacke et al., 2021b; Taleb et al., 2020). Embora a
aplicado com sucesso em outrasareas da medicina que utilizam imagens, seu uso na
nefropatologia digital aindae incipiente, especialmente no que diz respeitoa robus-
tez frentea variacao de coloracees ea e @cia na deteccao de lesees pouco frequentes
(Huang et al., 2023; Wang et al., 2023).

Dessa forma, este trabalho propee a investigacao e o desenvolvimento de netodos
baseados em SSL para a classi cacao automatica de lesees em glonerulos renais,
considerando os desa os relacionadosa coloracao histobgica, ao desbalanceamento
severo de dados ea necessidade de maior precisao na identi cacao de lesoes raras.
Este trabalho buscou preencher essa lacuna, oferecendo uma abordagem inovadora
para superar as barreiras de anotacao manual e da variabilidade de dados no domnio
da nefropatologia.

As principais perguntas que norteiam este estudo sao: Quais ecnicas de SSL sao
mais e cazes na deteacao de lesees glomerulares em cerarios com desbalanceamento

Ihttps://pathospotter.bahia. ocruz.br/
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de dados? E ainda, como diferentes estratgias de aumento de dados afetam o
desempenho desses modelos na deteaao de lesoes raras?

1.1 Objetivos

1.1.1 Objetivo Geral

Investigar e implementar ecnicas baseadas em aprendizado auto-supervisionado
para a classi cacao de lesees em glonerulos renais em imagens histopatobgicas
com diferentes coloracees, buscando superar as limitacoees das abordagens chssicas
baseadas em redes convolucionais supervisionadas e alcarncar melhor desempenho na
deteacao de lesoes em cerarios com forte desbalanceamento de classes.

1.1.2 Objetivos Espec cos

A

Estruturar e preparar um conjunto de dados contendo amostras representativas
de doze tipos distintos de lesees glomerulares.

Implementar e comparar diferentes ecnicas de SSL em cerarios com dados
desbalanceados.

Avaliar o impacto de estratgias de aumento de dados no desempenho dos
modelos, com foco no F1-score.

Analisar as causas das diferercas de desempenho entre diferentes tcnicas de
SSL aplicadasa classi cacao de lesees glomerulares, visando identi car fatores
gue possam orientar o aprimoramento dos netodos de classi cacao.

Avaliar o impacto no uso de diferentes corantes para realizar o treinamento,
averiguando se um corante em espec co possui melhor desempenho que o uso
de todos os corantes.

1.2 Contribucees

Este trabalho traz uma contribucao cient ca para o campo da Patologia Compu-
tacional e do Aprendizado Auto-supervisionado (SSL), ao realizar uma comparacao
sistematica de diferentes nmetodos avarcados de SSL em um conjunto de dados his-
topatobgicos desa ador, caracterizado pela preserca de multiplas coloracees e pelo
severo desbalanceamento entre classes. A relevancia dessa contribucao est associ-
adaa complexidade diagrostica das imagens analisadas, bem comoa proposta de
estraegias espec cas para normalizecao digital e ponderacao das classes, visando
melhorar a generalizacao e robustez dos modelos implementados. Essas abordagens
buscam preencher lacunas metodobgicas frequentemente destacadas na literatura
especializada. As principais contribucees incluem:



Captulo 1. Introducao 4

Indicacao do melhor entre os diferentes metodos d&SL, aplicadosa tarefa de
classi cacao de lesees glomerulares, analisando seu desempenho em cerarios
multiclasse e birarios, e destacando sua robustez em condicees de desbalance-
amento severo de dados..

Organizacao e curadoria de um subconjunto representativo de imagens his-
topatobgicas com multiplas coloracees, focando em lesees de alta relevancia
clnica | como necrose brinoide, amiloidose, awmulo de neuto los e de-
positos hialinos | devidoa sua gravidade, baixa incidéncia e complexidade
diagrostica.

Proposcao e avaliacao de estrakgias de normalizacao digital e ecnicas de pon-
deracao de classes, com o objetivo de reduzir os efeitos do desbalanceamento
entre classes e da variabilidade introduzida pelas diferentes colorecees.

Disponibilizacao dos experimentos e ®digos em um reposibrio de acesso
aberto, promovendo a reprodutibilidade e incentivando a continuidade das
pesquisas por parte da comunidade cient ca.

1.3 Organizacao do Trabalho

O Captulo 2 apresenta uma revisao dos fundamentos teoricos sobre aprendizado
auto-supervisionado e sua aplicacao em histopatologia. O Captulo 3 descreve os
nmetodos propostos, a construcao dalataset e os procedimentos de avaliacao. Os

resultados experimentais sao discutidos no Captulo 4, seguidos pela aralise crtica
no Captulo 5. Por m, o Captulo 6 apresenta as conclusees alcarcadas neste

trabalho.
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Revisao Biblioga ca

\Knowing how things work is the
basis for appreciation, and is thus a
source of civilized delight.”

{ William Sare

Este captulo apresenta uma revisao abrangente dos fundamentos, avarcos e apli-
cacoes do aprendizado auto-supervisionad&€lf-Supervised Learning SSL) no
contexto da aralise de imagens nedicas, com &nfase na Patologia Computacional.
Inicialmente, sao discutidos 0s princpios teoricos que sustentam o SSL, seguidos
pela descrcao de suas principais abordagens e, por m, suas aplicacees espec cas
na patologia computacional.

2.1 Patologia Computacional

A Patologia Computacionale umaarea interdisciplinar emergente que integra ec-
nicas avarcadas de ciéncia da computacao, processamento de imagens digitais e
aralise quantitativa para revolucionar a patica da patologia diagrostica. Estaarea
representa uma evolucao natural da patologia tradicional, aproveitando o poder
computacional para extrair informacees objetivas e quantitativas de imagens his-
topatobgicas que podem nao ser perceptveis ao olho humano. Diferentemente da
patologia digital, que se limitaa digitalizacao e visualizacao de laminas, a pato-
logia computacional engloba o desenvolvimento de algoritmos so sticados capazes
de realizar aralises automatizadas, identi car padrees complexos e fornecer suporte
inteligente ao diagrostico nedico.

O surgimento da patologia computacional foi impulsionado pela convergéncia de
multiplos fatores tecnobgicos: o desenvolvimento de escéneres de alta resolucao
capazes de digitalizar laminas inteirasWhole Slide Imaging WSI), o aumento ex-
ponencial da capacidade computacional, e os avarcos em algoritmos de aprendizado

5
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de maquina e visao computacional. Esta transformacao digital permitiu que labo-
rabrios de patologia processem e analisem grandes volumes de dados histobgicos
de forma sistenatica e reprodutvel, estabelecendo novos paradigmas para a patica
diagrostica.

A importancia da patologia computacional transcende a mera automacao de pro-
cessos. Ela oferece a possibilidade de identi car biomarcadores quantitativos sutis,
correlacionar caractersticas morfobgicas com desfechos clnicos, e desenvolver sis-
temas de apoioa decisao que podem reduzir signi cativamente a variabilidade inter
e intra-observador. Aem disso, esta abordagem computacional permite a aralise
de caractersticas em escalas multiplas, desde detalhes celulares microsmpicos at
padrees arquiteturais complexos em toda a extensao do tecido.

2.1.1 Processo de Obtercao das Amostras

O uxo de trabalho em patologia computacional inicia-se com a obtercao adequada
das amostras teciduais. No contexto da patologia renal, este processo geralmente
envolve a realizacao de bbpsias renais, procedimentos minimamente invasivos que
permitem a coleta de fragmentos representativos do tecido renal para aralise diag-
rostica. A bopsia renale frequentemente realizada sob orientacao ultrassonogia ca

ou tomoga ca, utilizando agulhas especializadas que preservam a arquitetura te-
cidual e minimizam artefatos que poderiam comprometer a aralise posterior Haas
et al. (2020); Fogo e Kashgarian (2003). Um exemplo visual deste procedimento
pode ser observado na Figura 2.1.

O material obtido por meio de bbpsia passa por um rigoroso processo de preparo
histoecnico, como apresentado por Fogo e Kashgarian (2003); De Ruijter et al.
(2015). Inicialmente, as amostras sao xadas em formalina tamponada a 10%, um
processo que interrompe a degradacao tecidual e preserva as estruturas celulares
e extracelulares. Esta etapa de xacaoe crtica, pois determina a qualidade nal

das imagens e a con abilidade dos resultados analticos, in uenciando diretamente

a consisténcia e a generalizacao de modelos computacionais. Subsequentemente, o
tecidoe processado atrawes de etapas sequenciais de desidratacao emalcoois de con-
centracoes crescentes, clari cacao em xilol, e emblocamento em para na, resultando
em blocos lidos que podem ser seccionados com precisao micromnetrica.

2.1.2 Tecnicas de Coloracao e Suas Aplicacees

A coloracao histobgica representa uma etapa fundamental na preparacao das amos-
tras para aralise computacional Gurina e Simms (2023); Fallatah et al. (2024). Di-
ferentes ecnicas de coloracao revelam aspectos espec cos da morfologia tecidual,
sendo essencial para o diagrostico diferencial de lesees renais. A coloracao por Hema-
toxilina e Eosina (HE) constitui o metodo padrao, onde a hematoxilina cora rucleos
celulares em azul-violeta e a eosina cora citoplasmas e matriz extracelular em tons
rosados Gurina e Simms (2023); Fallatah et al. (2024). Esta coloracao fornece uma
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Figura 2.1: Representacao esquemnmatica do procedimento de bopsia renal, desta-
cando a utilizacao de ultrassonogra a para orientacao da agulha de bopsia e a coleta
de fragmentos do tecido renal. Este procedimento invasivoe crucial para a obtercao
de amostras representativas para aralise diagrostica em patologia computacional
Schwarz et al. (2022). Esta gura foi adaptada a partir de uma representacao dich-
tica de procedimento clnico publicada pela Mayo Clinic may (2023)

visao geral da arquitetura tecidual e permite a identi cacao de alteracoes celulares
kasicas.

A coloracao peloAcido Perodico de Schi (PAS)e particularmente valiosa na pa-
tologia renal, pois destaca especi camente carboidratos complexos, glicoprotenas e
mucinas presentes na membrana basal glomerular e na matriz mesangial Gurina e
Simms (2023); Fallatah et al. (2024). Esta tcnica permite a avaliacao detalhada da
integridade da barreira de lItracao glomerular e a identi cacao de espessamentos
ou duplicacees da membrana basal, caractersticas de diversas glomerulopatias. A
coloracao AZAN (Azul de Anilina) ou Tricrdmico de Masson complementa este ar-
senal, evidenciando bras cohgenas em azul brilhante e permitindo a quanti cacao
precisa de brose intersticial e esclerose glomerular Gurina e Simms (2023); Fallatah
et al. (2024).

Coloracees especiais adicionais podem ser empregadas conforme a suspeita diagros-
tica. A coloracao com Vermelho Congoe espec ca para depsitos amiloides, exi-
bindo birrefringéncia verde-maca caracterstica sob luz polarizada Gurina e Simms
(2023); Fallatah et al. (2024). A coloracao com Prata Metenamina destaca fungos e

a membrana basal glomerular, sendoutil no diagrostico diferencial de glomerulopa-
tias Gurina e Simms (2023); Fallatah et al. (2024). A imuno-histoqumica, embora
tecnicamente mais complexa, permite a identi cacao espec ca de protenas e an-
tgenos, fornecendo informacees moleculares complementaresa aralise morfobgica
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tradicional Gurina e Simms (2023); Fallatah et al. (2024). Apesar de sua impor-

tAncia diagrostica, a variabilidade inerente aos protocolos de coloracao representa
um desa o signi cativo para a padronizacao e a robustez de sistemas de patologia
computacional Brixtel et al. (2022).

2.1.3 Digitalizacao e Aquiscao de Imagens

O processo de digitalizacao em patologia computacional utiliza escaneres especia-
lizados de alta resolucao, capazes de capturar laminas histobgicas completas com
magni cacees equivalentes a 20 ou 40 de microscopiaoptica tradicional Kumar

et al. (2020). Estes equipamentos, conhecidos como escaneres de lamina inteira
(WSI), empregam sistemas opticos so sticados com cameras de alta sensibilidade
e iluminacao controlada para garantir uniformidade na aquiscao das imagens. O
resultado sao arquivos digitais de grandes dimenseoes, frequentemente ultrapassando
\arios gigabytes por lamina, que preservam todos os detalhes morfobgicos necessa-
rios para aralise diagrostica Kumar et al. (2020).

Os escaneres WSI modernos incorporam tecnologias avarcadas como autofoco auto-
matico, correcao de distorceesopticas, e balanceamento autorratico de cores, garan-
tindo qualidade consistente entre diferentes aquiscees Kumar et al. (2020); Brixtel
et al. (2022). Alguns sistemas permitem a captura em nultiplos planos focaig-(
stacking), possibilitando a reconstrucao tridimensional de estruturas teciduais com-
plexas Brixtel et al. (2022). A resoluwcao tpica destes sistemas varia entre 0,25 a
0,5 micrémetros por pixel, permitindo a visualizacao de detalhes subcelulares e a
aralise quantitativa precisa de caractersticas morfonetricas Kumar et al. (2020).

2.1.4 Desaos e Limitacees na Patologia Computacional

A implementecao efetiva da patologia computacional em nefropatologia enfrenta
desa 0s tcnicos e paticos signi cativos. A variabilidade tcnica introduzida por
diferentes protocolos de xacao, processamento e coloracao pode resultar em incon-
sisténcias na aparéncia das imagens, afetando a reprodutibilidade dos algoritmos de
aralise. Esta heterogeneidade tcnicae particularmente problematica quando sis-
temas computacionais treinados em um laborabrio sao aplicados em amostras de
outros centros com protocolos diferentes.

O desbalanceamento inerente entre diferentes tipos de lesees constitui outro de-
sa o fundamental. Lesees comuns como esclerose glomerular e brose intersticial
sao abundantemente representadas nas bases de dados, enquanto condcees raras
como amiloidose renal ou certas formas de glomerulonefrite aparecem com frequén-
cia muito baixa. Este desbalanceamento pode resultar em modelos computacionais
com desempenho assinetrico, excellente para lesees comuns mas inadequado para
condcees raras que podem ter implicacees clnicas crticas.

A complexidade morfobgica das lesees renais apresenta desa os adicionais para
araelise automatizada. Muitas condcees patobgicas manifestam-se atrawes de al-
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teracoes sutis que requerem avaliacao de nultiplas caractersticas morfobgicas si-
multaneamente. Por exemplo, o diagrostico diferencial entre diferentes formas de
glomerulonefrite pode depender de nuances na distribucao de depositos, padrees de
proliferacao celular e alteracees da membrana basal que sao facilmente percebidas
por patologistas experientes mas desa adoras para algoritmos computacionais.

A necessidade de anotacees especializadas representa talvez o maior obstculo para o
desenvolvimento de sistemas de patologia computacional robustos. A criacao de ba-
ses de dados anotadas requer tempo consideavel de patologistas especialistas, pro s-
sionais cuja disponibilidadee limitada. Aem disso, a concordancia inter-observador
para certas lesees pode ser sulotima, introduzindo rudo nos dados de treinamento
gue pode comprometer o desempenho dos modelos resultantes.

2.2 Fundamentos do Aprendizado Auto-Supervisionado

O aprendizado auto-supervisionado (SSL |Self-Supervised Learninge uma abor-
dagem para treinamento de modelos de aprendizado profundo sem a necessidade de
ptulos explcitos fornecidos por humanos. O modelo aprende representecees atra-
\es da resolwcao de tarefas auxiliares, conhecidas como tarefas pretextuais. Essas
tarefas exploram propriedades intrnsecas dos dados, permitindo ao modelo adquirir
uma compreensao estrutural e semantica que pode ser posteriormente aplicada em
tarefas reais, como classi cacao ou segmentecao.

2.2.1 Funcionamento Geral do SSL

Em linhas gerais, netodos SSL seguem uma abordagem estruturada por etapas
fundamentais:

1. De ncao da tarefa pretextual : Uma tarefa arti ciale elaborada com base
exclusivamente nas caractersticas intrnsecas dos dados nao rotulados.

2. Treinamento do modela O modeloe treinado para resolver a tarefa pretex-
tual, minimizando uma furcao de perda espec ca associadaa tarefa proposta.

3. Transferéncia das representecees aprendidasAs representacoes internas ob-
tidas sao transferidas para serem utilizadas ou re nadas em tarefas reais com
poucos ou nenhum dado rotulado adicional.

2.2.2 Aprendizado Contrastivo

O aprendizado contrastivo, representado por netodos como SImCLR (Chen et al.,
2020), busca aprender representacees discriminativas aproximando pares de amos-
tras semelhantes (positivas) e afastando pares de amostras diferentes (negativas) no
espaco de representacao. Como mostrado na Figura 2.2.



Captulo 2. Revisao Biblioga ca 10

Attract

Figura 2.2: llustracao do funcionamento do SImCLR. A mesma imagem passa por
duas diferentes transformaceesa(igmentatior) gerando pares positivos, enquanto
imagens distintas formam pares negativos. A rede e treinada para aproximar os
positivos e afastar os negativos.Chen et al. (2020)

A furcao de perda contrastiva (InNfoNCE) e formalizada como:

exp(sim(z; z)=)

k =1N exp(sim(@; z)=) (2.1)

L contrastiva = log P

onde:
" z; ez sao representacoees de um par positivo,
" sim(; )e uma furcao de similaridade, tipicamente o produto escalar,
e a temperatura, um hiperparametro,

N e o rumero total de amostras no lote.

Esse processo garante que o modelo aprenda representacees robustas e discrimina-
tivas.

2.2.3 DINO: Auto-Destilacao sem Potulos

O DINO (Self-Distillation with No Labelg, proposto por Caron et al. (2021a),e um
metodo de aprendizado auto-supervisionado que se destaca por combinar arquite-
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turas modernas como &/ision Transformer (ViT) com uma estraegia de autodes-
tilacao e caz, mesmo na auséncia total de otulos. Seu diferencial reside na capa-
cidade de produzir representacees semanticas robustas e transferveis, explorando
propriedades emergentes que nao sao observadas com frequéncia em arquiteturas
convolucionais ou mesmo em ViTs treinados de forma supervisionada.

O netodoe estruturado sobre um arcabouwco de professor e aluno. Ambos os modelos
compartilham a mesma arquitetura, mas o professore atualizado atraves de uma ne-
dia nmovel exponencial dos pesos do aluno, o que garante estabilidade e consisténcia
durante o treinamento. Enquanto o professore responsavel por gerar distribucees
de probabilidade a partir de transformacees globais da imagem, o alunoe treinado
para prever essas distribucees, processando tammps globais quanto locais. A di-
fererca nas escalas das imagens utilizadas por cada rede obriga o modelo a aprender
representacees invariantes e consistentes em nultiplos nveis de granularidade.

aﬂi . Larern

Knowledge Transfer by Matching
Probability Distribution

softmax I
[ softmax | s us

Figura 2.3: llustracao do mecanismo de auto-destilacao no DINO. O professor, atu-
alizado por nedia novel exponencial (EMA), recebecrops da imagem e produz uma
distribucao de sada suavizada, que passa por centralizacao. O aluno, ao receber
crops diferentes, aprende a imitar essa distribucao via entropia cruzada, promo-
vendo a transferéncia de conhecimento sem otulos Caron et al. (2021a).

Uma das inovacees centrais do DINOe o uso doulti-crop training, uma ecnica

gue consiste em aplicar multiplos recortesgrops) da imagem de entrada em diferen-

tes escalas. Tipicamente, doisrops maiores (abrangendo mais de 50% da imagem
original) sao utilizados como entrada para o professor, enquanto o aluno recebe esses
mesmoscrops aem de \arios recortes menores. Essa estraegia foirca o modelo a ali-
nhar suas representacees entre diferentes vistas de uma mesma imagem, promovendo
uma aprendizagem robusta e contextualizada.

A furcao de perda utilizada pelo DINOe formulada a partir da divergéncia entre as
distribucees de probabilidade produzidas pelas duas redes | a do aluno e a do pro-
fessor, conforme ilustrado na Equacao 2.3. Cada uma dessas distribuceese obtida
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aplicando-se a furcasoftmax sobre os vetores de sadddgits) correspondentes, mo-
dulada por um parametro denominaddemperatura (T). Esse parametro controla
a\nitidez" ou a\suavidade" da distribucao de probabilidade, sendo incorporado na
forma:

P expz=T) .

| exp(z; =T) ’ (2.2)

pi =

onde z representa o logit associado a classe Quando o valor deT e baixo, a
funcao softmax acentua as diferercas entre os logits, produzindo uma distribucao
mais a ada (ou concentrada), istoe, com probabilidades mais poximas de 0 ou

1. Por outro lado, valores derl altos atenuam essas diferercas, resultando em uma
distribucao mais suave, em que as probabilidades das classes tendem a se aproximar
umas das outras.

No contexto do DINO, o professor utiliza uma temperatura baixa (T;), gerando
distribucees mais determinsticas e concentradas, enquanto aluno emprega uma
temperaturaalta (Ts), promovendo uma distribucao mais difusa. Essa diferenca tem

0 propsito de estabilizar o aprendizado: o aluno tenta aproximar sua distribucao
mais incerta daquela fornecida pelo professor, que atua como uma referéncia mais
conante. A furcao de perdae, portanto, a entropia cruzada entre essas duas
distribucees:

X
Loino = pi(t) log pi(S); (2.3)

em quepi(t) e pi(s) correspondem, respectivamente,as probabilidades produzidas pelo

professor e pelo aluno aps a normalizacao com suas temperaturas espec cas.

Para evitar o colapso representacional, situacao em que todas as amostras sao mapea-
das para o mesmo vetor, o DINO adota mecanismos adicionais, como a centralizacao
das sadas do professor e 0 uso de diferentes visees da mesma imagem, garantindo
gue a rede preserve a diversidade das representacees aprendidas.

O DINO compartilha a loso a de distilacao sem otulo com o nmetodo BYOL (Bo-
otstrap Your Own Latent), introduzido por Grill et al. (2020b). Ambos evitam

0 uso de amostras negativas e trabalham com um mecanismo de professor-aluno.
No BYOL, no entanto, o objetivo do alunoe aproximar diretamente os vetores de
embeddingsgerados pelo professor, utilizando uma projecao vetorial e a furcao de
perda L2. Ja no DINO, o foco est no alinhamento de distribucees de probabilidade
inteiras, por meio desoftmax e entropia cruzada, o que permite explorar estruturas
mais ricas e globais no espeaco latente.

Akem disso, o DINO introduz o uso explcito de distribucees com diferentes tem-
peraturas, bem como estrakgias como centeringraulti-crop training, que nao sao
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parte do BYOL. Como consequéncia, o DINO tende a ser mais esavel e menos
propenso ao colapso representacional | um problema recorrente nos primeiros ex-
perimentos com o BYOL sem um regulador adicional como a normalizacao de batch.
Por outro lado, o BYOL e mais simples em sua formulacao e frequentemente uti-
lizado com ResNets, enquanto o DINO demonstra propriedades emergentes mais
marcantes quando acoplado a Vision Transformers.

2.2.4 Escolha deBackbones para SSL

No contexto do aprendizado profundo, o termdpackbonerefere-se a arquitetura
central de extracao de caractersticas do modelo. Em netodos de aprendizado
auto-supervisionado (SSL), dackbones responsavel por transformar as imagens
de entrada em representacoes latentes | olembeddingg que capturam proprie-
dades relevantes dos dados sem depender de ptulos. A e @cia das representacoes
aprendidas, e sua transferibilidade para tarefas supervisionadas, est diretamente re-
lacionadaa capacidade ddackbonede modelar padrees visuais de maneira robusta
e contextualizada.

Neste estudo, foram utilizados trés tipos principais dbackbones ResNet, Vision
Transformer (ViT) e Swin Transformer. A seguir, detalham-se suas particularidades
e justi cativas ecnicas, com e&nfase na interacao com nmetodos SSL como SimCLR
e DINO.

SSL com ResNet: Invariancias Locais e Robustez Textural A arquitetura Res-

Net (He et al., 2016), baseada em convolucees e conexees residuais, e amplamente
utilizada como backboneem netodos contrastivos como o SImCLR. Sua capacidade
de preservar e propagar gradientes por redes profundas permite a aprendizagem
e ciente mesmo com conjuntos de dados limitados, comoe comum em domnios bi-
onedicos. As ResNets sao particularmente e cazes para capturar padrees locais |
como texturas e contornos | que sao essenciais para diferenciar lesees histobgicas
Chen et al. (2020). Aem disso, sua estrutura convolucional favorece a aquiscao
de invariancias locais, uteis para a generalizacao em imagens com grande variacao
morfobgica.

SSL comVision Transformers . Atercao Global e Propriedades Emergentes

Os Vision Transformers (ViT) (Dosovitskiy et al., 2020) introduzem um paradigma
alternativoa convolwcao, tratando a imagem como uma sequéncia de patches e uti-
lizando atercao global para modelar dependéncias espaciais de longo alcance. Essa
abordageme especialmente adequada ao netodo DINO, cujo mecanismo de auto-
destilacao entrecrops da imagem se bene cia da percepcao global proporcionada
pelos ViTs. No contexto da patologia computacional, os ViTs sao valiosos por sua
capacidade de capturar padrees semanticos amplos, permitindo reconhecer altera-
coes morfobgicas que se distribuem de maneira difusa pelo tecido.
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SSL comSwin Transformer : Hierarquia e Multiescala O Swin Transformer

(Liu et al., 2021) representa uma evoluwcao dos ViTs ao incorporar atercao hie-
arquica por meio de janelas deslizantes deslocadas. Isso permite capturar tanto
contextos locais quanto globais com e ciéncia computacional. Em netodos SSL
como SIMCLR e DINO, oSwin Transformer oferece vantagens por operar de forma
multiescalar, promovendo a aprendizagem de representacees robustas em diferentes
nveis de granularidade. Essa caractersticae especialmente relevante para imagens
medicas, onde lesoes de diferentes tamanhos e complexidades coexistem.

Impacto na Dinamica de Treinamento e Transferéncia A escolha dobackbone
tamkem in uencia diretamente a dindmica de otimizacao dos modelos SSbhackbo-
nes convolucionais como a ResNet tendem a apresentar treinamento mais esavel e
apido, com menor sensibilidade a hiperparametros He et al. (2016). Em contrapar-
tida, arquiteturas baseadas em atercao, como ViT e Swin, exigem ajustes nos, como
learning rate warmup controle de temperatura nosoftmax e tcnicas comooutput
centering Dosovitskiy et al. (2020); Caron et al. (2021a). Apesar disso, essas ar-
quiteturas frequentemente produzem representacees mais semanticas e transferveis
Azizi et al. (2021), com melhor desempenho em tarefas complexas de classi cacao,
especialmente em contextos bionedicos.

2.2.5 Sntese dos Passos Fundamentais do SSL
Resumidamente, o metodo SSL pode ser descrito pelas seguintes etapas:
" Criacao da tarefa pretextual;
~ Treinamento para resolver essa tarefa

" Transferéncia ou adaptacao das representacoes obtidagara tarefas espec -
cas.

De forma geral, o aprendizado auto-supervisionado (SSL) constitui uma abordagem
alternativa promissora aos netodos supervisionados tradicionais, pois dispensa a
necessidade de otulos manuais durante a etapa de pe-treinamento. Essa caracte-
rstica o torna particularmente atrativo em domnios como a Patologia Computaci-
onal, em que a anotacao de grandes conjuntos de dados demanda tempo, recursos
e conhecimento especializado. Assim, o SSL surge como uma estrakgia e caz para
explorar informacees intrnsecas das imagens nedicas e reduzir a dependéncia de
dados rotulados, conforme discutido a seguir.

2.3 SSL em Patologia Computacional

A aplicacao de aprendizado auto-supervisionado (SSL) na patologia computacional
tem crescido nosultimos anos, motivada pelas di culdades associadasa anotacao
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de grandes volumes de dados nedicos, que exige conhecimento especializado e en-
frenta limitacees relacionadas a disponibilidade de patologistas experientes (Taj-
bakhsh et al., 2020). Esse cerarioe evidente em histopatologia, onde a aralise de
laminas digitalizadas envolve esforco consideavel e conhecimento ecnico.

O SSL parte do princpio de quee possvel aprender representacees informativas a
partir da estrutura dos poprios dados, sem o uso de otulos manuais. Diferentemente
de domnios como a visao computacional geral, onde conjuntos como o ImageNet
(Deng et al., 2009) fornecem milhees de imagens anotadas, o contexto nmedico e
marcado pela escassez de dados rotulados (He et al., 2022). Isso torna o0 SSL uma
alternativa relevante, considerando os custos associadosa anotacao em aplicacees
clnicas.

Diversas abordagens de SSL vém sendo utilizadas em tarefas envolvendo imagens
histobgicas Jin et al. (2022b). Metodos como MoCo v2, SwAV, Barlow Twins, Sim-
CLR, BYOL e DINO foram empregados com o0 objetivo de reduzir a dependéncia
de anotacees manuais e lidar com a variabilidade visual presente nesses dados. A
Tabela 2.1 apresenta uma sntese de estudos recentes que exploraram essas estra-
tgias na patologia computacional, com diferentes combinacees de bases de dados,
protocolos e arquiteturas.

Apesar dos avarcos, a literatura ainda apresenta lacunas na avaliacao sistenmatica de
nmetodos SSL em cerarios de patologia renal caracterizados por multiplas coloracees
e forte desbalanceamento de classes, fatores que este trabalho aborda.

Tabela 2.1: Resumo de estudos recentes que utilizaram SSL na Patologia Computa-
cional

Referéncia Ano Dataset Metodo SSL
Stacke et al. (2021b) 2021 Histobgico SIMCLR
Azizi et al. (2021) 2021 Multimodal SImCLR (MICLe)
Ciga et al. (2022) 2022 Histobgico SIimCLR

Jin et al. (2022a) 2022 | ImageNet/Histobgico SImCLR
Yang et al. (2022) 2022 H&E Breast CS-CO (Hbrido)
Gadermayr et al. (2022) 2022 Renal Pathology Stain-Adaptive SSL
Bauer e Augenstein (2023) 2023 Prostate Cancer DINO

Wang et al. (2023) 2023 TCGA (WSI) Pyramid SSL
Filiot et al. (2023) 2023 Camelyonl6 Masked Image Modeling
Oquab et al. (2023a) 2023 NIH Pan-Cancer DINOv2

Este trabalho adota o metodo DINO como foco de aralise, com base em sua frequén-
cia de uso na literatura, desempenho relatado em estudos pevios e aderénciaas ca-
ractersticas dos dados utilizados. A decisao de concentrar-se nesse netodo tamkem
considera sua capacidade de aprender representacees a partir de diferentes transfor-
macoes de imagem, sem depender de otulos explcitos, o quee compatvel com o0s
desa os apresentados por imagens histobgicas de tecido renal. A seguir, sao discuti-
dos em maior detalhe os principais trabalhos relacionados que aplicaram ecnicas de



Captulo 2. Revisao Biblioga ca 16

SSL em contextos diversos da patologia computacional, organizados por categorias
metodobgicas e desa os espec cos abordados.

2.3.1 Aprendizado Contrastivo Adaptado

O framework HistoSSL (Jin et al., 2022a) representa uma das primeiras adaptacees
bem-sucedidas de netodos contrastivos para histopatologia, demonstrando que o
pe-treinamento auto-supervisionado pode melhorar signi cativamente o desempe-
nho na classi cacao de tecidos histopatobgicos mesmo com quantidades limitadas
de exemplos anotados. O nmetodo adapta ecnicas como SIMCLR (Chen et al., 2020)
e BYOL (Grill et al., 2020b) para capturar as caractersticas espec cas de ima-
gens histobgicas. Estudos posteriores de Stacke et al. (2021b) e Ciga et al. (2022)
aprofundaram a aralise sobre como ajustes espec cos nos aumentos de dados |
incluindo rotecees, inversees, modi cacoes de cor e transformacoees esto@sticas |
SA0 cruciais para que o SSL capture adequadamente as estruturas morfobgicas re-
levantes em imagens histobgicas. Estas investigacees revelaram que transformacees
tradicionais de visao computacional podem nao ser ideais para tecidos biobgicos,
onde certas orientacoes e padrees de coloracao carregam signi cado diagrostico es-
pec co.

2.3.2 Estrakgias Invariantea Coloracao

Um desa o particular em histopatologia computacional e a variabilidade na colo-
recao entre diferentes laborabrios e protocolos de preparacao. Gadermayr et al.
(2022) propuseram netodos de SSL adaptativosa coloracao, enquanto Tiard et al.
(2022) desenvolveram abordagens invariantes a coloracao que manttm a capaci-
dade de generalizacao entre diferentes protocolos de preparacao histobgica. Estas
contribucees sao fundamentais para aplicacees clnicas reais, onde a robusteza va-
riacao de coloracaoe essencial. Yang et al. (2022) introduziram @olor-Sensitive
Contrastive Learning with Co-Training (CS-CO), um netodo hbrido que combina
aprendizado contrastivo e co-treinamento para imagens HE, demonstrando melho-
rias consistentes em nultiplas tarefas de classi cacao histopatobgica. O netodo
aborda especi camente os desa os relacionados a heterogeneidade visual tpica de
amostras histobgicas.

2.3.3 Masked Image Modeling em Histopatologia

Seguindo tendéncias em processamento de linguagem natural, Filiot et al. (2023)
exploraram o uso deMasked Image ModelindMIM) para histopatologia, demons-
trando que ecnicas de mascaramento podem capturar padrees estruturais complexos
em imagens de alta resolucao. Esta abordagem mostra-se particularmente promis-
sora parawhole-slide imagegWSIs), onde a aralise multi-escalae fundamental.
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2.3.4 Aralise de Tecido Renal

Hermsen et al. (2019) pioneiramente aplicarameep learningpara avaliacao histo-
patobgica de tecido renal, estabelecendo bases metodobgicas que posteriormente
foram expandidas com ecnicas SSL. O trabalho demonstrou que netodos auto-
maticos podem atingir concordancia substancial com patologistas experientes na
identi cacao de lesees glomerulares, seguindo diretrizes como as estabelecidas por
Haas et al. (2020).

2.3.5 Deteacao de Mitoses e Aralise de Proliferacao

Tellez et al. (2019) desenvolveram netodos para deteccao de mitoses em histologia
mamnaria usando Phosphohistone HIPHH3) como referéncia, criando redes invari-
antesa coloracao. Esta linha de pesquisa estabeleceu precedentes importantes para
0 uso de SSL em tarefas de deteacao espec cas em patologia.

2.3.6 Classi cacao Multi-classe eFew-shot Learning

Wang et al. (2023) propuseram uma abordagem baseada em piramides para SSL em
classi cacao histopatobgica, demonstrando e @cia particular em cerarios ddew-
shot learning| situacao comum em patologia devidoa raridade de certas condcoees.

O nmetodo mostrou-se e caz na captura de caractersticas em multiplas escalas, as-
pecto crucial para aralise histobgica.

2.3.7 Big Self-Supervised Models

Azizi et al. (2021) apresentaram uma estratgia baseada em grupos patobgicos (M-
CLe - Medical Image Contrastive Learning que melhora o contraste sem depender
de otulos manuais, com resultados competitivos nao apenas em histopatologia, mas
tamkem em radiogra as e imagens dermatobgicas. O estudo demonstrou que mo-
delos SSL de grande escala podem transferir conhecimento efetivamente entre dife-
rentes modalidades de imagem nedica.

2.3.8 Benchmarking e Avaliacao Sistenatica

Kang et al. (2023) conduziram uma avaliacao abrangente de netodos SSL em nulti-
plos datasets patobgicos, revelando que a performance varia signi cativamente de-
pendendo do tipo de tecido e tarefa espec ca. Este trabalho estabeledmnchmarks
importantes e identi cou lacunas metodobgicas que precisam ser enderecadas.

2.3.9 Representacao Distribucional eAugmentation

Tang et al. (2024) introduziram nmetodos de aprendizado de distribuc-ao de represen-
tacees paraAugmentation conavel de dados em classi cacao de WSIs, abordando o
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problema de como gerar aumentos de dados realisticamente uteis para treinamento
em contextos nedicos.

2.3.10 Desa 0s e Limitacees ldenti cadas

O fendbmeno conhecido comdomain shift refere-sea difererca de distribucao entre

os dados utilizados no treinamento e aqueles encontrados durante a inferéncia. Em
outras palavras, um modelo treinado em um determinado domnio | por exemplo,
imagens provenientes de um laborabrio espec co | pode apresentar degradacao de
desempenho quando exposto a dados oriundos de outras fontes com caractersticas
distintas. Essas diferercas podem incluir variacees de coloracao, resolwcao, ilumina-
cao ou mesmo discrepancias nos protocolos de preparo e digitalizacao das laminas
histobgicas.

Stacke et al. (2021a) conduziram uma aralise detalhada sobdemain shift em his-
topatologia, identi cando que variacees entre institucees, protocolos de preparacao

e equipamentos de digitalizacao podem comprometer signi cativamente a generali-
zacao de modelos SSL. Desa os, comadomain shift causado pela variabilidade de
coloracao e a di culdade de lidar com classes minoriairias, sao precisamente o foco
de investigacao deste trabalho. Ao empregar ecnicas de SSL e estratgias de balan-
ceamento de dados, buscou-se desenvolver modelos mais robustos e generaliaveis,
para lidar com a heterogeneidade inerente aos dados histopatobgicos no contexto
da patologia renal.

Revisoes sistematicas como a de Huang et al. (2023) sintetizam contribucees daarea,
classi cando netodos SSL em categorias como aprendizado contrastivo, predcao
pretextual e destilacao de conhecimento. O estudo destaca criticamente a caréncia de
benchmarkspadronizados e a predominancia inadequada de netricas como acu@acia
simples, que podem ser inadequadas em contextos com forte desbalanceamento de
classes.

Maier-Hein et al. (2024b) enfatizaram a necessidade de netricas mais adequadas
para validecao em aralise de imagens nedicas, propondo diretrizes espec cas que
consideram as particularidades do domnio clnico.

Strubell et al. (2019) levantaram questees importantes sobre custos computacionais
de nmetodos SSL, particularmente relevantes em contextos nedicos onde recursos
computacionais podem ser limitados. Esta consideracao e crucial para traducao
clnica de nmetodos SSL.

A integracao de SSL com netodos déew-shot learning(Snell et al., 2017) representa
uma direcao promissora, especialmente para diagrosticos de condcees raras. Adici-
onalmente, a combinacao de SSL com arquiteturas modernas coxfision Transfor-
mers (Dosovitskiy et al., 2020) e suas variantes hiearquicas (Liu et al., 2021) oferece
potencial para capturar relacees espaciais complexas em imagens histobgicas.
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A aplicacao de netodos como DINOv2 (Oquab et al., 2023a) especi camente adap-
tados para histopatologia representa outra fronteira de pesquisa, com potencial para
melhorar a qualidade das representacoes aprendidas sem supervisao.

Finalmente, a integracao de SSL com ferramentas de apoio diagrostico como o
PathoSpotter (Oliveira et al., 2022; FIOCRUZ, 2024) demonstra o potencial de
traducao clnica dessas tecnologias, especialmente em cerarios com limitacao de ex-
pertise patobgica especializada.

2.4 Few-Shot Learning (FSL) e sua Aplicacao em Do-
mnios com Poucos Rotulos

Few-shot learningrefere-se a capacidade de um modelo de generalizar para novas
classes ou tarefas com apenas algumas amostras rotuladas por classe (por exemplo,
k = 1;5;10 exemplos). Frequentemente, utiliza-se o esquemawvay k-shot, onde

n representa o rumero de classes novaskeo rumero de exemplos de suporte por
classe (Pachetti e Colantonio, 2023). Entre os metodos mais comuns destacam-
se abordagens baseadas em netrica, como redes siamesas ou redes probtipo, que
comparamembeddingsde suporte e consulta; cnicas de meta-aprendizado ou oti-
mizacao, comoModel-Agnostic Meta-Learning(MAML), que ajustam rapidamente

os parametros do modelo para novas tarefas; e estrategias de transferéncia, em que
embeddinggpe-treinados sao adaptados com poucas amostras rotuladas (VuNguyen
et al., 2024; ZhengruiGuo et al., 2024).

Em domnios com escassez de anotacao, como a medicina e, em particular, a patolo-
gia digital, o FSL tem se mostrado relevante por reduzir a dependéncia de grandes
bases rotuladas. Revisees recentes indicam que o meta-aprendizado e as ecnicas
baseadas enembeddingssao escolhas frequentes em imagens nedicas, devidoa sua
capacidade de adaptacao apida a novas classes (Pachetti e Colantonio, 2023).

2.4.1 Few-Shot Learning Integrado a SSL em Patologia Compu-
tacional

A combinacao de aprendizado auto-supervisionado cofew-shot learningtem se
mostrado promissora na classi cacao de imagens histopatobgicas, especialmente
guando ha poucas amostras rotuladas disponveis. Nessa abordagem, inicialmente
realiza-se pe-treinamento via SSL para extrair representacoes gerais e robustas a
partir de dados nao rotulados. Em seguida, essas representacees sao adaptadas para
novas classes ou tarefas espec cas utilizando apenas algumas amostras rotuladas
(k-shot). Estudos recentes indicam que essa combinacao permite superar limitacees
de variabilidade intra-classe e heterogeneidade de laminas digitais, fatores que di -
cultam a generalizacao de modelos supervisionados convencionais (HaoQuan et al.,
2023).
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Na patica, modelos pe-treinados via SSL podem ser facilmente adaptados a tarefas
de classi cacaofew-shotem imagens patobgicas, utilizando probtipos de classe ou
classi cadores leves, reduzindo o custo de anotacao e de ajuste de hiperparametros.
Trabalhos como o modeldJniversal Network for Histopathology Image Represen-
tation (UNI) demonstram que embeddingsextrados de milhees depatchespodem

ser utilizados para classi cacao apida de novas classes atrawes dew-shot lear-
ning, mantendo desempenho competitivo em nultiplas tarefas clnicas (Chen et al.,
2024). Outra abordagem recente, Bual-channel Prototype Networkcombina SSL

e few-shot para classi cacao de imagens patobgicas com amostras limitadas, evi-
denciando a aplicabilidade patica desse netodo (HaoQuan et al., 2023).

Para estudos como o da presente dissertacao, que compara metodos SSL como Sim-
CLR, BYOL e DINO com baselines supervisionados, a integracao de um protocolo
few-shot aliado ao pe-treinamento auto-supervisionado pode potencializar o de-
sempenho das tarefas de classi cacao, especialmente em classes minoriairias, como
depositos de amiloidose ou necrose brinoide, mesmo com poucas amostras rotula-
das. Essa abordagem reforca a relevancia da investigacao em cerarios de anotacao
restrita, tpicos da patologia computacional, ao evidenciar como representacees ro-
bustas obtidas via SSL podem ser exploradas para melhorar a acuacia e a con a-
bilidade das previsees com custo reduzido de anotacao.

2.5 Avaliacao de desempenho

2.5.1 Matriz de Confusao

A matriz de confusaoe uma ferramenta fundamental para a avaliacao do desempenho
de modelos de classi cacao, especialmente em cerarios onde a distribucao das classes
e desbalanceada. Ela oferece uma visao detalhada dos acertos e erros do modelo,
discriminando os tipos de predcees realizadas em relacao aos valores reais.

Uma matriz de confusao para um problema de classi cacao birariae tipicamente
estruturada da seguinte forma:

Predito n Real Classe Positiva Classe Negativa
Classe Positiva | Verdadeiros Positivos (VP) Falsos Positivos (FP)
Classe Negativa| Falsos Negativos (FN) | Verdadeiros Negativos (VN)

Os elementos da matriz sao de nidos como:

" Verdadeiros Positivos (VP): Casos em que o modelo previu corretamente a
classe positiva. Sao as instancias positivas que foram classi cadas corretamente
como positivas.

A

Falsos Positivos (FP) Casos em que o modelo previu a classe positiva, mas
o valor real era negativo. Tamkem conhecidos como erro Tipo |, representam
instancias negativas que foram incorretamente classi cadas como positivas.
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Falsos Negativos (FN)Y Casos em que o modelo previu a classe negativa, mas
o valor real era positivo. Tamkem conhecidos como erro Tipo |l, representam
instancias positivas que foram incorretamente classi cadas como negativas.

" Verdadeiros Negativos (VN): Casos em que o modelo previu corretamente a
classe negativa. Sao as instancias negativas que foram classi cadas correta-
mente como negativas.

A partir da matriz de confusao,e possvel derivar diversas netricas de desempenho,
COmo acum|cia, precisao, revocacaokel-score que fornecem diferentes perspectivas
sobre a qualidade do classi cador. A aralise desses componentes permite identi car
se 0 modelo esta tendendo a falsos positivos ou falsos negativos, o quee crucial para
ajustar seu comportamento de acordo com o0s custos associados a cada tipo de erro
em um determinado domnio, como o nedico.

2.5.2 F1 Score

A escolha de nretricas adequadas para avaliacao de desempenhoe essencial em tarefas
de classi cacao, especialmente quando ha desbalanceamento entre classes | uma
caracterstica recorrente em bases de dados nedicos. Nesses contextos, a acu@acia
pode se tornar uma mnetrica enganosa, pois modelos tendem a obter altos valores
simplesmente por acertarem as classes majoriarias, negligenciando o desempenho
nas classes minoriarias.

Para reduzir esse problema, e comumente adotado o F1 score, uma netrica que
combina precisao e revocacao de maneira harmobnica, proporcionando uma visao
mais equilibrada do desempenho do modelo.

O F1 scoree de nido como:

precisao revocecao

F1=2 : (2.4)
precisao + revocacao
em que:
... VP
Precision = VP EP (2.5)
VP
Recall= ————— 2.
ecall = T = (2.6)

O valor de F1 varia de 0 a 1, penalizando desequilbrios entre precisao e revocacao.
Essa netricae especialmente relevante quando se deseja garantir que o modelo nao
apenas detecte a maioria dos casos positivos (alta revocacao), mas tamkem que os
casos positivos detectados sejam corretos (alta precisao).

O F1 scoree apliavel em problemas de classi cacao biraria, multiclasse e multilabel,
com variacees no modo de agregacao dos resultados conforme descrito a seguir.
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2.5.3 F1l-micro e Fl-macro: Estrakgias de Agregacao

Em cerarios com multiplas classes ou otulos simultaneos, o F1 score pode ser agre-
gado de diferentes formas. As duas abordagens mais comuns sao o F1-micro e 0
F1-macro.

O F1-micro calcula os valores de verdadeiros positivos (VP), falsos positivos (FP)

e falsos negativos (FN) somando os resultados de todas as classes ou ptulos. A
partir desses totais, sao computadas a precisao e a revocacao globais, e entao o F1
score correspondente. Essa abordagem favorece classes mais frequentes e re ete o
desempenho geral do modelo, como apresentado na Equacao 2.7.

2 VPtotal

Floicro =
mere 2 \/ptotal + FPtotal + FNtotal

2.7)

O F1-microe adequado quando se deseja priorizar a performance geral, considerando
0 impacto proporcional das classes com base em sua frequéncia.

A o0 F1l-macro calcula o F1 score individualmente para cada classe e, em seguida,
realiza a nedia aritrretica dos resultados. Cada classe tem o mesmo peso, indepen-
dentemente de sua representatividade no conjunto de dados, como apresentado na
Equacao 2.8.

F 1macr0 F 1i (28)

onde Ce o rumero de classes.

O F1-macroe mais apropriado em contextos onde todas as classes sao igualmente im-
portantes, mesmo aquelas com menor frequéncia, como costuma ocorrer em tarefas
de deteacao de anomalias ou identi cacao de lesees raras.

Em classi cacao biraria, utiliza-se o F1 score padrao, ou seja, para a classe positiva
principal, sendo util para avaliar o equilbrio entre precisao e revocacao quando
um dos tulose mais relevante (por exemplo, \lesao presente” versus \ausente”).
Em classi cacao multiclasse, emprega-se F1-micro ou F1l-macro para obter uma
medida agregada de desempenho entre \arias categorias mutuamente exclusivas.
Em classi cacao multilabel, onde multiplas classes podem coexistir por amostra
(como em imagens nedicas com mnultiplas lesees), o F1-micro e F1-macro podem
ser adaptados para considerar cada otulo como uma tarefa biraria individual. Essa
avaliacao permite capturar desequilbrios tanto entre classes quanto entre amostras.

2.5.4 Validacao Cruzada

A validecao cruzada (cross-validation)e uma ecnica estatstica fundamental para
avaliar o desempenho de modelos de aprendizado de maquina de forma robusta
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e imparcial. Seu principal objetivoe estimar como um modelo se comportaa em
dados nao vistos, mitigando problemas de sobreajuste (over tting) e fornecendo uma
avaliacao mais conavel da capacidade de generalizacao.

O princpio kasico da validacao cruzada consiste em dividir o conjunto de dados em
nultiplas partcees, utilizando algumas para treinamento e outras para validacao,
repetindo esse processo de forma sisteratica. Essa abordagem permite que todos 0s
dados sejam utilizados tanto para treino quanto para teste em diferentes iteracees,
maximizando o aproveitamento das informacees disponveis.

A variante mais comume a validacao cruzad&-fold, onde o conjunto de dadose di-
vidido em k subconjuntos (folds) de tamanhos aproximadamente iguais. O processo
e executado emk iteracees, onde em cada uma delds 1 folds sao usados para
treinamento e o fold restante para validacao (Browne (2000)). O desempenho nal
e calculado como a nedia das netricas obtidas em todas as iteracees, conforme a
Equacao 2.9:

1 X .
Desempenhg, = K Metrica i (2.9)

i=1

onde Metrica; representa o valor da netrica (por exemplo, F1 score) obtido nia
esima iteracao.

Valores tpicos para k incluem 5 ou 10, representando um compromisso entre ves
e variancia na estimativa do desempenho. A validacao cruzada tende a produzir
estimativas com menor ves em relacao ao desempenho real do modelo, poeme
computacionalmente mais custosa e pode apresentar alta variancia, especialmente
guando aplicada a conjuntos de dados pequenos.

Para dados estrati cados, comoe comum em aplicacees nedicas com classes desba-
lanceadas, utiliza-se a validacao cruzada estrati cada, que preserva a proporcao de
cada classe em todos os folds. Dessa forma, garante-se que cada partcao mantenha
aproximadamente a mesma distribucao das classes observada no conjunto original.
Matematicamente, essa propriedade pode ser expressa pela Equacao 2.10, que asse-
gura que a proporcao de amostras da classem um determinado fold seja poxima

a proporcao global dessa classe no conjunto total:

Negi N .
=L = 8ci (2.10)
n; n
onden.; representa o rumero de amostras da classeo fold i, nje o tamanho do
fold i, nce o rumero total de amostras da class& e ne o rumero total de amostras
no conjunto de dados.

A validacao cruzadae particularmente valiosa em contextos nmedicos onde os dados
sao limitados e cada amostrae preciosa. Aem de fornecer uma estimativa mais
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conavel do desempenho, permite calcular medidas de variabilidade (por exemplo,
desvio padrao) das netricas, oferecendo insights sobre a estabilidade do modelo.

2.5.5 Signi cancia Estatstica

A aralise de signi cancia estatsticae um componente essencial na avaliacao de mo-
delos de aprendizado de maquina, pois permite veri car se as diferercas observadas
nas netricas de desempenho (como F1-score, acuacia ou AUC) re etem variacoes re-
ais entre os modelos ou se podem ser atribudas ao acaso (Maier-Hein et al. (2024a);
Dietterich (1998)). Em experimentos envolvendo aprendizado supervisionado ou
auto-supervisionado, pequenas utuacees nos conjuntos de treino e validacao podem
gerar variecees consideraveis no resultado, especialmente em cerarios com amostras
limitadas ou dados desbalanceados. Por isso, a inferéncia estatstica fornece uma
base formal para distinguir diferercas genunas de rudo experimental.

A comparacao entre modelose normalmente estruturada como um teste de hipteses:

" Hipotese nula (Hg): nao existe difererca estatisticamente signi cativa entre
os desempenhos nedios dos modelos comparados;

" Himtese alternativa ( H;): existe difererca estatisticamente signi cativa entre
0s modelos.

O resultadoe interpretado com base no valor-p, que representa a probabilidade de
observar uma difererca tao grande quanto a encontrada (ou maior), assumindo que a
hiptese nula (Hp) seja verdadeira. Para decidir se essa diferercae estatisticamente
signi cativa, comparamos o valor-p com um nvel de signi caAncia, denotado por
(alfa). Esse nvele um limite pe-estabelecido que de ne quao improwavel uma
difererca precisa ser para considerarmos que nao ocorreu por acaso. Comum na
paticae usar = 0;05. Se o valor-p for menor que, rejeitamosHg, indicando
gue a difererca entre os modelos provavelmente naoe fruto do acaso.

Em experimentos de validacao cruzada, cada modeloe avaliado em mnultiplésids,

e as netricas obtidas em cada partcao podem ser tratadas como observacoes pa-
readas, istoe, cada fold fornece uma comparacao direta entre dois modelos nas
mesmas condcees de dados. Nesses casos, utilizam-se testes espec cos para dados
dependentes:

" Teste t pareado: apropriado quando as diferercas entre os resultados dos
modelos seguem uma distribucao aproximadamente normal e apresentam va-
riancias semelhantes. O valor do testee calculado por:

t= —p= (2.11)
Sq—= k

ondede a nedia das diferercas entre 0s modelos em cada folshe o desvio
padrao dessas diferercaslee o rumero de folds (Dietterich (1998)). O teste
avalia se a nedia das diferercase estatisticamente diferente de zero.



Captulo 2. Revisao Biblioga ca 25

" Teste de postos com sinais de Wilcoxon:alternativa nao paramnetrica que
nao exige a suposcao de normalidade. Ele ordena as diferercas absolutas
entre os pares de observacoees e analisa 0s sinais (positivos ou negativos) dessas
diferercas. E especialmenteutil em conjuntos pequenosk( 30) ou quando
ha outliers, pois oferece maior robustez (Densar (2006)).

Quando mais de dois modelos sao comparados simultaneamente, por exemplo, em
experimentos envolvendo \arias arquiteturas de aprendizado auto-supervisionado,
deve-se ajustar o nvel de signi cancia para evitar o aumento da probabilidade de
falsos positivos (erro Tipo I). Para isso, aplicam-se procedimentos de correcao mul-
tipla:

" Correcao de Bonferroni: divide o limiar pelo rumero total de comparacees
m, resultando em ,justago = =M ;

~

Metodo de Holm-Bonferroni: procedimento sequencial menos conservador,
gue ajusta os valores-p de forma progressiva, aumentando o poder do teste;

" Controle da Taxa de Falsas Descobertas (FDR { Benjamini-Hochberg):pri-
oriza o controle da proporcao esperada de falsos positivos, sendo mais apro-
priado quando o rumero de comparaceese grande.

Em sntese, a signi cancia estatstica fornece a base para armar, com con arca,

se 0 desempenho superior de um modelo sobre outro decorre de um ganho real de
generalizacao e nao de variacees aleabrias inerentes ao processo de treinamento ou
amostragem.
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Metodologia

Este captulo descreve, de forma detalhada, a metodologia empregada para investigar
a aplicabilidade de ecnicas de aprendizado auto-supervisionado (SSL) na classi ca-
cao de lesees em imagens histopatobgicas renais. Sao apresentados os dados utiliza-
dos, incluindo a origem, organizecao por corantes e classes patobgicas, e 0s proce-
dimentos de balanceamento e transformacao das imagens. Em seguida, detalha-se a
infraestrutura computacional adotada, os netodos SSL utilizados (SImCLR, BYOL

e DINO), bem como osbackbonesavaliados (ResNet, ViT e Swin Transformer).

A estrutura experimental e explicada com base em um pipeline dividido em pe-
treinamento auto-supervisionado,ne-tuning supervisionado e avaliacao com vali-
dacao cruzada estrati cada. Sao discutidas tamkem as abordagens multiclasse e
biraria (one-vs-all), os crierios de avaliacao com €nfase no F1-score e as estraegias
de visualizacao com t-SNE para interpretacao das representacoes aprendidas 4.2.1.
Por m, empregou-se aralise de signi cancia estatstica (teste t) para comparar 0s
resultados dos modelos e veri car se as diferercas observadas entre os netodos pe-
treinados sao estatisticamente relevantes. Essa fundamentacao fornece suporte a
aralise comparativa entre os netodos e arquiteturas, apresentada no captulo se-
guinte.

3.1 Descrcao Geral do Metodo

A Figura 3.1 apresenta uma visao geral do netodo experimental desenvolvido
neste estudo, estruturado em quatro etapas principais: preparacao dos dados, pe-
treinamento auto-supervisionado, ajuste supervisionadmg-tuning ) e avaliacao dos
modelos. Essa estrutura foi de nida para permitir a comparacao entre diferentes
metodos de aprendizado auto-supervisionado, arquiteturas de rede e estrakgias de
classi cacao.

26
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Preparagio Pré treinamento Auto Supervisionado W (Fine Tuning Avaliacdo

Folds h

Organizagdo Uso do Dataset - Pré-Treinamento ~ Extracao de Classificador MLP Validagdo
> Aprender Representagdes H

do Dataset Completo SSL Features Supervisionado Head Cruzada

7 Y

[ Escolha do Da‘asetj

Figura 3.1: Fluxograma do netodo utilizado, da preparacao dos dadosa avaliacao
nal. Os blocos em verde indicam escolhas experimentais (e.g., tipo de tarefa, ecnica
SSL e backbone). O processo e conduzido com validacao cruzada estrati cada,
re etida pela sobreposcao de camadas no uxo principal.

1. Preparacao dos Dados: O conjunto de dados foi inicialmente organizado de
acordo com as classes diagrosticas e os corantes histobgicos. O total de 12.521 ima-
gens foi particionado por meio de validacao cruzada estrati cada emfélds, preser-
vando a propoicao original das classes em cada divisao, com aproximadamente 80%
das imagens destinadas ao treinamento e 20% ao teste em dadh A distribucao

global das imagens por classe, bem como suas respectivas propoicees,e apresentada
na Tabela 3.1.

Tabela 3.1: Distribucao global das imagens por classe no conjunto de dados.

Classe N de imagens Propoicao (%)
Hipercelularidade 3134 25.0
Normal 2695 21.5
Membranous 1539 12.3
Esclerose pura sem crescente 1482 11.8
Crescente 1104 8.8
Aawmulo de neuto los 719 5.7
Esclerose 617 4.9
Podocitopatia 505 4.0
Amiloidose 374 3.0
Hipercelularidade pura sem crescente 224 1.8
Demsitos hialinos 94 0.8
Necrose brinoide 34 0.3
Total 12.521 100.0

Foram consideradas duas con guracees experimentais: (i) aplicacaoaesrsampling
apenas no conjunto de treinamento para mitigar o desbalanceamento entre classes;
e (ii) experimentos conduzidos utilizando imagens de umunico corante por vez. A
partir dessa organizacao, os dados foram preparados para cerarios de classi cacao
biraria ( one-vs-al) e multiclasse.
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2. Pe-Treinamento Auto-Supervisionado: As imagens organizadas foram utili-
zadas em uma etapa de pe-treinamento nao supervisionado, com o objetivo de
aprender representecees latentes sem uso de ptulos. Foram empregados trés neto-
dos: SIMCLR, BYOL e DINO, combinados com diferentes arquiteturas de backbone
(ResNet, ViT e Swin Transformer). Esta etapa foi realizada em nultiplos folds,
respeitando a estrutura de validacao cruzada estrati cada.

3. Extracao de Representacoes e Fine-Tuning:A@s 0 pe-treinamento, 0s vetores

de caractersticas foram extrados pelas redes e utilizados como entrada para um
classi cador supervisionado do tipdMLP Head. Essa etapa foi realizada separada-
mente para os experimentos birarios e multiclasse, mantendo-se a divisao dos dados
de nida pelos folds.

4. Avaliacao: Os modelos foram avaliados em cada subdivisao da validacao cruzada,
utilizando o F1-score como netrica principal. Os valores de nedia e desvio padrao
foram computados para cada experimento, permitindo a aralise comparativa entre
as diferentes con guracees testadas.

Essa sequéncia de etapas viabilizou a aplicacao controlada dos netodos de aprendi-
zado auto-supervisionado no contexto da classi cacao de lesoes renais, considerando
nultiplos fatores como coloracao, estrutura arquitetural e natureza do problema de
classi cacao.

3.2 Dataset

Para este estudo, utilizamos um conjunto de imagens fornecido pelo Dr. Washing-
ton Luis Conrado dos Santos, nmedico patologista do Instituto Gorcalo Moniz da
FIOCRUZ. O acervoe composto por 12.524 imagens histopatobgicas de tecidos
renais, obtidas com diferentes ecnicas de colorecao, incluindo Hematoxilina-eosina
(Hematoxylin and Eosin{ HE), Acido Perodico de Schi (Periodic Acid{Schi {
PAS), Tricrdmico de Azan (Azan Trichrome { AZAN), bem como corantes adicio-
nais, comoAcido Perodico de Prata Metenamina de Gomori Gomori Methenamine
Silver { PAMS) e Indice de Solvatacao PreferencialRreferential Solvation Index{

PSI). Essas coloracees t8m como objetivo destacar estruturas e lesees espec cas do
tecido renal, proporcionando subsdios valiosos para a aralise computacional.

As imagens apresentam uma ampla variecao dimensional, com larguras variando de
219 a 4128 pixels e alturas entre 205 e 3286 pixels, re etindo a diversidade de neto-
dos de aquiscao e digitalizacao empregados no acervo. Essas imagens contemplam
diferentes tipos de lesees, conforme ilustrado nas Figuras 3.2, 3.3 e 3.4, tais como
aamulo de neuto los, demsitos hialinos, necrose brinoide, amiloidose, esclerose,
hipercelularidade, crescente, membranosa e podocitopatia. Na Tabela 3.2, apresen-
tamos a distribucao quantitativa das imagens por tipo de lesao, a m de facilitar o
controle e a aralise do conjunto de dados.
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Tabela 3.2: Distribucao de classes ndatasetde imagens histopatobgicas da

FIOCRUZ.
Classe Total | AZAN | HE | PAMS | PAS | PSI
Total de Amostras 12524 1171 | 6369| 1254 | 3668 | 52
Normal 2695 | 223 |1585| 345 | 542 | O
Amiloidose 374 31 145 96 102 | O
Esclerose Pura Sem Crescente 1481 233 672 104 472 | 0O
Hipercelularidade 3134 | 257 | 1890 0 987 | O
Hipercelularidade Pura Sem Crescente 224 60 0 0 164 | O
Crescente 1104 121 467 157 359 | O
Membranosa 1539 136 712 324 367 | O
Esclerose 617 0 276 122 219 | O
Podocitopatia 505 90 65 106 | 244 | O
Acumulo de neutro los 713 0 486 0 175 | 52
Depositos hialinos 94 14 51 0 29 0
Necrose brinoide 34 6 20 0 8 0

(d) Depositos  Hialinos

(b) Acumulo de Neuto -
los PAS

(e) Depositos Hialinos PAS

() Necrose Fibrinoide (h)  Necrose Fibrinoide

AZAN PAS

PSI

(f) Depositos Hialinos HE

(i) Necrose Fibrinoide HE

Figura 3.2: Amostras doDataset para Aawmulo de Neuto los, Depsitos Hialinos

e Necrose Fibrinoide com corantes (HE, PSi, PAS, AZAN).
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(a) Amiloidose AZAN (b) Amiloidose HE (C) Amiloidose PAMS (d) Amiloidose PAS

(e) Normal AZAN (f) Normal HE (g) Normal PAMS (h) Normal PAS

(i) Esclerose Pura Sem (j) Esclerose Pura Sem (K) Esclerose Pura Sem (I) Esclerose Pura Sem
Crescente AZAN Crescente HE Crescente PAMS Crescente PAS

(m) Hipercelularidade  (N) Hipercelularidade HE ~ (O) Hipercelularidade PAS (P) Hipercelularidade Pura
AZAN Sem Crescente AZAN

Figura 3.3: Amostras doDataset para Amiloidose, Normal, Esclerose Pura sem
crescente e Hipercelularidade com corantes (HE, PAS, AZAN, PAMS).
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(a) Crescente AZAN (b) Crescente HE (C) Crescente PAMS (d) Crescente PAS
(e) Membranosa AZAN (f) Membranosa HE (g) Membranosa PAMS (h) Membranosa PAS
() Hipercelularidade Pura () Esclerose HE (K) Esclerose PAMS () Esclerose PAS

Sem Crescente PAS

(m) Podocitopatia AZAN (n) Podocitopatia HE (O) Podocitopatia PAMS (p) Podocitopatia PAS

Figura 3.4: Amostras doDataset para Crescente, Membranosa, Hipercelularidade,
Esclerose e Podocitopatia com corantes (HE, PAS, AZAN, PAMS).
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3.3 Infraestrutura de Hardware e Software

Os experimentos descritos neste trabalho foram executados sobre uma nmaquina HGX
Next, composta por 8 GPUs NVIDIA A100 e 40GB de menoria dedicada por GPU,

2 processadores AMD EPYC 7742 com 64 rucleos de 2,25GHz, 1TB de menvria
RAM e 20TB de armazenamento secundario. O adigo foi desenvolvido utilizando-se
a linguagem Python versao 3.9.5, utilizando-se as bibliotecas PyTorch 2.4.0, Torch-
vision 0.19.0, NVIDIA Cuda 11.8.87 e Scikit Learn 1.5.1.

3.4 Preparacao e Organizecao do Conjunto de Dados

Esta secao descreve os procedimentos utilizados para organizar o conjunto de da-
dos antes do treinamento dos modelos. As etapas contemplaram o balanceamento
das classes por duplicacao, a aplicacao de transformacees durante o pe-treinamento
auto-supervisionado, e a divisao estrati cada dos dados para avaliacao supervisio-
nada.

3.4.1 Aumento de Dados e Balanceamento das Classes

Devidoa distribucao desigual das classes no conjunto de dados, foi necessario em-
pregar estrakgias de aumento de dados com o objetivo de reduzir o impacto do
desbalanceamento durante o treinamento. Trés con guracees distintas foram com-
paradas neste estudo: o treinamento sem qualquer aumento (baseline), o aumento
obtido por replicacao direta das amostras minoriarias e 0 aumento por transforma-
coes controladas das imagens.

Na primeira con guracao (baseline), o modelo foi treinado diretamente sobre a dis-
tribucao original das classes, permitindo avaliar o desempenho sem intervercees
arti ciais no conjunto de treinamento. Na segunda, foi aplicado um aumento de
dados baseado na simples replicacao das amostras pertencentesas classes minoria-
rias, de modo a equilibrar a frequéncia entre as categorias. Essa abordagem, embora
nao introduza novas variacees visuais, contribui para mitigar o ves decorrente do
desbalanceamento sem modi car a morfologia original das estruturas histobgicas,
preservando padrees sutis relevantes ao diagrostico (Hermsen et al., 2019; Stacke
et al., 2021b).

Por m, avaliou-se uma terceira con guracao que empregou ecnicas de aumento de
dados baseadas em transformacees controladas das imagens, a m de ampliar a di-
versidade visual do conjunto de treinamento. Essa abordagem permitiu comparar o
impacto de diferentes estratgias de balanceamento, considerando tanto a preserva-
cao morfobgica quanto a robustez dos modelos diante de variacees estruturais e cro-
maticas. A decisao por controlar rigorosamente o uso dessas transformacees tamtem
levou em conta as caractersticas dos netodos de aprendizado auto-supervisionado
adotados neste estudo, os quais requerem consisténcia e reprodutibilidade nas trans-
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formacees aplicadas durante o pe-treinamento (Chen et al., 2020; Grill et al., 2020a;
Oquab et al., 2023b).

3.4.2 Transformacees e Data Augmentation no Pe-Treinamento e
Fine-Tuning

As transformacees de imagem, conhecidas como tcnicas data augmentation
desempenham papel fundamental tanto no pe-treinamento auto-supervisionado
guanto na fase de ajuste no supervisionado dos modelos utilizados neste estudo.
No contexto do aprendizado auto-supervisionado, especialmente em netodos como
o DINO, as augmentationssao responsaveis por gerar multiplas \vistas" de uma
mesma imagem, permitindo que o modelo aprenda representacoes invariantes a va-
riacees irrelevantes | como iluminacao, contraste ou pequenas distorcees | sem
comprometer a seméantica morfobgica essencial dos glonerulos renais (Chen et al.,
2020; Grill et al., 2020a; Caron et al., 2021a; Oquab et al., 2023b). Essa estrakgia
promove o aprendizado de caractersticas robustas e generaliaveis, que servem de
base para o posterior ne-tuning supervisionado.

Durante o pe-treinamento com o DINO, foram aplicadas modi cacees arti ciais

de imagem para aumento de variabilidade. Entre as principais operacees utilizadas
destacam-se @olor jittering, o desfoque gaussiano e a solarizacao.c@lor jittering
introduz variacees controladas no brilho, contraste, saturacao e matiz, simulando
diferercas de coloracao entre laminas histobgicas que podem surgir por variacees nos
processos de xacao e coloracao. O desfoque gaussiano, por sua vez, atua reduzindo
rudos de textura e promovendo uma maior €nfase nas estruturas de maior escala,
enquanto a solarizacao inverte parcialmente valores de intensidade de pixels acima
de um limiar, estimulando o modelo a tornar-se menos dependente de contrastes
absolutos e mais sensvela estrutura contextual (Caron et al., 2021a; Huang et al.,
2023).

Essas transformacees foram combinadas a recortes aleabrios, redimensionamentos e
inversees horizontais, compondo o conjunto de vistas multiplas exigidas pelo meca-
nismo de distilacao auto-supervisionada proposto pelo DINO. A Figura 3.5 apresenta
as variacees em furcao de uma amostra do dataset.

Figura 3.5: Exemplo das transformacees aplicadas a uma amostra do Dataset
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3.4.3 Divisao dos Dados e Validacao Cruzada

Para garantir a comparabilidade entre os experimentos e reduzir a variancia nas esti-
mativas de desempenho, adotou-se um protocolo de validacao cruzada com cinco sub-
divisees estrati cadas H-fold strati ed cross-validation). A escolha por cinco folds

e particularmente adequada ao contexto deste estudo, que lida com um conjunto de
dados contendo um rumero reduzido de amostras para \arias de suas classes. Esta
abordagem assegura que a proporcao original entre as classes seja preservada em
cada subconjunto, tanto para treinamento quanto para validacao, prevenindo vieses
de avaliacao. (Refaeilzadeh et al., 2009; Arlot e Celisse, 2010).

Cada subdivisao foi utilizada alternadamente como conjunto de validacao, enquanto
as demais compuseram o conjunto de treinamento. Essa estrakegiae amplamente
empregada na literatura para avaliar o desempenho generalizavel de modelos de
aprendizado de nmaquina, especialmente em cerarios com conjuntos de dados limi-
tados ou desbalanceados (Arlot e Celisse, 2010).

Aem da avaliacao por netricas de desempenho, foram conduzidos testes de signi-
cancia estatstica para comparar os modelos dos experimentos. Especi camente,
utilizou-se o teste t de Student para amostras pareadas quando as premissas de nor-
malidade eram atendidas, e o teste de Wilcoxon para amostras pareadas em casos
nos quais a normalidade nao poderia ser assumida. Esses testes permitem veri car
se as diferercas observadas entre os desempenhos dos modelos sao estatisticamente
signi cativas, oferecendo maior rigor na interpretacao dos resultados.

3.5 Estrakegias de Classicacao: Abordagens Multi-
classe e Biraria por Classe

Conforme discutido na revisao biblioga ca, diversas abordagens recentes em apren-
dizado de maquina aplicadoa histopatologia optam por estraegias de classi cacao
multiclasse, nas quais cada imagem e rotulada diretamente com uma entre \arias
categorias patobgicas Ciga et al. (2022); Esteva et al. (2017). No entanto, esse tipo
de abordagem tende a ser sensvel a desequilbrios severos entre classes, comuns em
bases clnicas reais, di cultando o reconhecimento de padrees relacionados a lesees
menos frequentes.

Para investigar a capacidade dos modelos auto-supervisionados em representar ade-
guadamente cada lesao de forma independente, este trabalho tamkem avaliou uma
estrakgia baseada em classi cadores birarios especializados, utilizando o esquema
um contra todos (ne-vs-al). Nessa con guracao, para cada lesao de interesse, foi
treinado um classi cador birario no qual a classe positiva correspondiaas imagens
com a lesao em questao, enquanto todas as demais imagens (de outras lesees ou
normais) eram tratadas como classe negativa.

O objetivo dessa abordagem nao foi criar um sistema de decisao uni cado, mas
sim avaliar diretamente a qualidade das representacoes extradas por modelos auto-
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supervisionados para distinguir cada lesao individualmente. Assim, cada classi ca-
dor birario serviu como uma ferramenta diagrostica para estimar o quao bem as
features extradas no pe-treinamento (sem otulos) capturavam as variacees morfo-
bgicas relevantes de cada categoria patobgica.

Para avaliar o desempenho dos classi cadores birarios, foi utilizado o F1-score, ne-
trica que computa os verdadeiros positivos, falsos positivos e falsos negativos de
forma agregada entre todas as classes antes de calcular a nedia harménica entre
precisao e revocacao. Essa escolha foi motivada por seu comportamento mais ro-
busto em cerarios desbalanceados, pois re ete a performance global do modelo con-
siderando o rumero total de acertos e erros, independentemente da distribucao das
classes.

Essa aralise permitiu avaliar o potencial discriminativo das representacoes extradas
por metodos como SImMCLR, BYOL e DINO para cada categoria espec ca de lesao,
sem depender exclusivamente de classi cacoes multiclasses complexas e potencial-
mente enviesadas por classes dominantes.

3.6 Arquiteturas de Backbones Utilizadas

Abm das metodologias de aprendizado auto-supervisionado avaliadas neste estudo,
a escolha das arquiteturas dbackbonegeve um papel central na de ncao dos expe-
rimentos. Trés arquiteturas foram selecionadas por suas caractersticas distintas e
relevancia na literatura biomedica recente: ResNet (He et al., 2016), Vision Trans-
former (ViT) (Dosovitskiy et al., 2020) e Swin Transformer (Liu et al., 2021).

A ResNetfoi includa por ser uma arquitetura chssica baseada em redes convolucio-
nais profundas, amplamente reconhecida por sua robustez em tarefas de classi cacao
de imagens nedicas. Seu principal diferenciale o uso de conexoes residuskip (con-
nections), que permitem o uxo direto de gradientes atrawes de multiplas camadas,
mitigando o problema do desaparecimento do gradiente em redes muito profundas
(He et al., 2016).

O Vision Transformer (ViT ) foi incorporado por empregar mecanismos dcauto-
attention global, capazes de modelar relacoes espaciais de longo alcance entre re-
gives da imagem. Essa caracterstica mostrou-se vantajosa em contextos nedicos
ao permitir que o modelo capture padrees morfobgicos complexos distribudos em
diferentes regioes da imagem (Dosovitskiy et al., 2020; Chen et al., 2020).

A 0 Swin Transformer foi adicionadoa aralise por combinar atercao local e global
de forma hiearquica, por meio de janelas deslizantes com deslocamersioifted win-
dowsg. Essa estrutura reduz a complexidade computacional ee especialmente e caz
na aralise de imagens de alta resolucao, mantendo representacees contextualmente
ricas e multiescalares (Liu et al., 2021).

A comparacao entre essas arquiteturas permitiu avaliar nao apenas o impacto das
metodologias de aprendizadauto-supervisionadpmas tamlem como diferentes pa-



Captulo 3. Metodologia 36

radigmas arquiteturais | convolucionais versus baseados em atercao | in uen-
ciam o desempenho em cerariagnulticlassee birarios. Tal comparacaoe relevante,
sobretudo em tarefas que demandam sensibilidade a qualidade das representacees
espaciais e morfobgicas, comoe o caso da aralise de imagens histopatobgicas renais.

3.7 Descrcao dos Procedimentos Experimentais

Os experimentos seguiram a estrutura apresentada na Secao 3.1, abrangendo as se-
guintes etapas: (i) preparacao dos dados, (ii) pe-treinamento auto-supervisionado,
(i) ajuste supervisionado (ne-tuning ) e (iv) avaliacao com validecao cruzada es-
trati cada.

As imagens histopatobgicas foram organizadas em direbrios estruturados por classe
de lesao (por exemplo, amiloidose e hipercelularidade) e por corante histobgico (HE,
PAS, AZAN, PAMS). Essa organizecao permitiu variacees experimentais em dois
eixos principais: (i) experimentos com umunico corante ou com a jurcao de todos
0s corantes disponveis, e (ii) classi cacoees birarias (um-vs-todos) ou multiclasse. A
separacao dos dados foi feita por meio de validacao cruzada estrati cada cam 5
folds, aplicada de forma consistente em todos 0s experimentos supervisionados (ver
Secao 2.5.4).

A escolha dek = 5 representa um equilbrio entre custo computacional e con abi-
lidade estatstica da estimativa de desempenho. Valores mais altos Hepoderiam
oferecer menor ves, poem aumentariam signi cativamente o tempo de treinamento

e agravariam problemas decorrentes do desbalanceamento entre classes. Em particu-
lar, o rumero reduzido de amostras em determinadas categorias limita a viabilidade
de divisees mais numerosas, pois a estrati cacao passaria a gerar folds com rumero
insu ciente de exemplos representativos. Dessa forma, a utilizacao de cinco folds
assegura uma avaliacao eshvel, estatisticamente consistente e adequadaa distri-
bucao assinetrica das classes, sendo tamlem uma peatica amplamente adotada na
literatura de aprendizado de maquina aplicada a dados bionedicos.

As experimentacoes foram divididas em dois blocos principais:

~

Comparacao entre netodos de aprendizado auto-supervisionado: Nesta
etapa, os modelos SImCLR, BYOL e DINO foram avaliados utilizando a ar-
quitetura ResNet-18 como backbone. O objetivo foi comparar a capacidade
de extracao de representacees de cada nmetodo mantendo a arquitetura xa.
O mesmo esquema de validecao cruzada foi aplicado para os trés netodos,
assegurando que os conjuntos de treinamento e validacao fossem idénticos.

Comparacao entre arquiteturas de backbone:Aps a identi cacao do DINO
como netodo com melhor desempenho nedio 4.3, ele foi mantido como base
para avaliacao do impacto de diferentes arquiteturas. Foram avaliadas trés fa-
mlias de backbones: (i) ResNet, com trés variacees de profundidade (ResNet-
18, ResNet-50 e ResNet-101), (ii) Vision Transformer (ViT-B/16), e (iii) Swin
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Transformer, com trés versees: Swin-Tiny (Swin-T), Swin-Small (Swin-S) e
Swin-Base (Swin-B). Essa comparacao teve como objetivo analisar o impacto
da profundidade em redes convolucionais e das diferercas entre arquiteturas
convolucionais e baseadas em atercao sobre as representacoes extradas.

Em todas as con guracees, o pe-treinamento foi realizado sem o uso de otulos,
com tarefas pretextuais espec cas de cada netodo. Ao nal dessa etapa, 0s pesos
do backbone foram congelados e as representacoes extradas foram utilizadas como
entrada para classi cadores supervisionados do tipdLP Head, treinados separa-
damente.

Durante o treinamento, adotou-seearly stopping (com paciéncia de cinco epocas
e delta mnimo de 0,001) tanto no pe-treinamento auto-supervisionado quanto no
ajuste supervisionado. A escolha da furncao de perda foi espec ca para cada arqui-
tetura, re etindo seus princpios de aprendizado:

" O SImMCLR empregou umafurcao de perda contrastiva (Equacao 2.1), que
maximiza a similaridade entreviews positivas de uma mesma amostra, en-
guanto repulsaviews negativas. Implicacao: Requercontrastive pairs e lote
(batch) grande para e @cia, sendo sensvel augmentations

O DINO empregou umafurcao de perda baseada na divergéncia entre dis-
tribucees (Equacao 2.3), que alinha as sadas normalizadas de duas redes
neurais: uma redeestudantee umaprofessora A rede professora atua como
uma versao suavizada da estudante, sendo atualizada de forma graduab-
mentum updatg a partir dos parametros da rede estudante. Essa estratgia
viabiliza o processo deself-distillation, no qual o modelo aprende a partir de
suas poprias previsees, sem a necessidade de otulos ou exemplos negativos.
Akm disso, o uso domomentumimpede ocollapse ou seja, evita que todas as
representacoees aprendidas se tornem idénticas, o que garante a diversidade e a
utilidade das representacoes obtidas, impactando positivamente o desempenho
nal do modelo.

O BYOL utilizou uma furcao de regressao baseada no Erro Quadatico Medio
(MSE, Mean Squared Error ), que mede a difererca entre as representacoes
produzidas pela red®nline e pela redealvo (target). A rede alvoe atualizada

de forma exponencial a partir dos parametros da rede online, garantindo uma
evolcao estavel do aprendizado.Implicacao: essa abordagem elimina a ne-
cessidade de pares negativos (como ocorre no SIMCLR) e apresenta robustez
a ajustes de hiperparametros, embora dependa da assincronia entre as duas
redes para evitar o colapso das representacoes.

A difererca entre as furcees decorre da natureza distinta de cada netodo, enquanto
abordagens contrastivas (SImCLR) dependem de explicitamente comparar amostras
negativas, metodos como DINO e BYOL evitam esse requisito por meio de estrae-

gias preditivas ou de distilacao, impactando estabilidade e requisitos computacionais.
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Os hiperparametros utilizados nos experimentos estao apresentados na Tabela 3.3.
Os valores foram de nidos com base em padrees das bibliotecas utilizadas e nas
recomendacoes dos artigos originais. Nao foi realizado ajuste automatizado de hi-
perparametros. O crierio deearly stoppingfoi de nido como a auséncia de melhoria

na furcao de perda do conjunto de validacao por 5epocas consecutivas. O valor da
funcao de perda varia conforme o metodo de aprendizado utilizado | por exemplo,
contraste de similaridade no SImMCLR, erro quadatico nmedio (MSE) no BYOL e
perda de entropia cruzada no ajuste supervisionadmé-tuning ).

Tabela 3.3: Hiperparametros utilizados nos experimentos

Parametro Valor

Numero deepocas (pe-treinamento) 100

Numero deepocas ( ne-tuning) 100

Tamanho do batch 32

Backbones avaliados RgsNet—18, ResNet-SQ, ResNgt-lOl,
ViT-B/16, Swin-T, Swin-S, Swin-B

Tamanho da imagem (global) 224 224

Tamanho da imagem (local, se apliavel)| 96 96

Semente aleabria 42

Validecao cruzada k =5 (estrati cada)

Otimizador Adam

Taxa de aprendizado inicial 1 10°3

Agendador de taxa de aprendizado StepLR

Redwcao de taxa @gamma) 0,1

Frequéncia de redwcao étep sizg 1/3 do rumero total deepocas

Crierio de early stopping 5epocas sem melhora na furcao de perda

Delta mnimo de melhoria 0,001
RandomResizedCrop, ColorJitter,

Transformacees dedata augmentation RandomHorizontalFlip, GaussianBlur
(de nidas conforme cada nmetodo SSL)

Todos os experimentos foram executados sob a mesma infraestrutura computaci-
onal e ambiente de software. Os resultados foram registrados automaticamente e
utilizados para a construcao das aralises apresentadas nos captulos seguintes.

3.8 Avaliacao de Desempenho

Devido ao desbalanceamento do conjunto de dados, a principal netrica utilizada
para avalieccao dos modelos foi o F1-Score na forma micro para os classi cadores
multiclasse e F1-Score para os classi cadores birarios, calculado tanto de forma
agregada quanto por classe (ver Secao 2.5.2). O F1-Score combina precisao e revo-
cacao em uma nedia harmonica, sendo mais informativo que a acuacia em cerarios
com distribucao desigual de classes Guyon e Elissee (2003). Enquanto o F1-Score
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micro considera o total de verdadeiros positivos, falsos positivos e falsos negativos
de todas as classes de forma conjunta, dando maior peso as classes majoriarias,
0 F1-Score por classe (ou macro) calcula a nedia aritnetica do F1-Score de cada

classe individualmente, tratando todas as classes com a mesma importancia. Essa
disticao e relevante em conjuntos de dados desbalanceados, pois o F1-Score por
classe re ete melhor o desempenho em classes minoriirias, enquanto o F1-Score
micro oferece uma visao global do comportamento do modelo em todo o conjunto

de dados.

O F1-Score micro considera o total de verdadeiros positivos, falsos positivos e falsos
negativos em todas as classes, sendo adequado para medir o desempenho geral do
modelo em contextos multiclasse desbalanceados. No entanto, a aralise individual
do F1-Score por classe tamkem foi realizada com o objetivo de avaliar a performance
em categorias espec cas, especialmente naquelas com menor representatividade no
conjunto de dados.

Essa avaliacao por classe permitiu identi car desequilbrios na capacidade de predi-
cao do modelo e observar como diferentes estrakgias como classi cadores birarios
impactam o desempenho em classes com menos amostras.

3.8.1 Visualizacao com t-SNE

Para interpretar visualmente como os modelos organizam as representacees das ima-
gens, utilizou-se o t-SNE (t-Distributed Stochastic Neighbor Embedding) van der
Maaten e Hinton (2008), uma tcnica de reducao de dimensionalidade projetada para
preservar relecoees locais entre os dados. Ela transforma distancias entre pontos em
probabilidades de similaridade, tanto no espaco original quanto no espaco proje-
tado, e minimiza a divergéncia entre essas distribucees para gerar uma visualizacao
intuitiva em 2D ou 3D.

O t-SNEe particularmenteutil para avaliar qualitativamente os agrupamentos for-
mados nos espacos latentes, revelando possveis separacees entre classes, sobreposi-
coes e padrees estruturais. Neste trabalho, a ecnica foi aplicadaas representacoes
extradas pelos modelos auto-supervisionados, permitindo comparar visualmente o
guao bem cada netodo separa as categorias no espaco de embeddings.

Neste captulo, foram apresentados o conjunto de dados utilizado, a infraestru-
tura computacional empregada, os procedimentos de pe-processamento e supe-
ramostragem, bem como as metodologias adotadas para o pe-treinamento auto-
supervisionado e a avaliacao dos modelos. Tamkem foram descritas as estrategias de
classi cacao biraria e multiclasse, as arquiteturas neurais selecionadas e as ecnicas
de visualizacao das representacoes aprendidas. Essa fundamentacao metodobgica
forneceu a base necessaria para a aralise dos resultados obtidos, apresentada no
captulo seguinte, no qual se comparam os desempenhos dos diferentes netodos e
se discutem suas implicacees no contexto da classi cacao de lesees histopatobgicas
renais.
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Resultados

Este captulo apresenta uma aralise detalhada dos experimentos realizados para
avaliar metodos de aprendizado autossupervisionado (SimCLR, BYOL e DINO) e
diferentes arquiteturas de redes neurais (ResNet e Vision Transformer - ViT) na clas-
si cacao de imagens histopatobgicas de glorerulos renais. Aem das arquiteturas

e netodos de pe-treinamento, tamkem foram investigadas estrakgias de aumento
de dados (data augmentation), com o objetivo de ampliar a variabilidade das amos-
tras e reduzir o sobreajuste. Os experimentos foram conduzidos em dois cerarios
distintos: classi cacao multiclasse, envolvendo uma classe normal e 11 lesees, e
classi cacao biraria, para distinguir entre tecidos normais e patobgicos. Ressalta-se
gue, em alguns experimentos multiclasse, foi considerada uma con guracao reduzida
com apenas 9 classes, de modo a garantir comparabilidade direta com experimen-
tos previamente realizados e reportados na literatura ou em etapas anteriores deste
trabalho de Azevedo et al. (2025), os quais nao contemplavam todas as classes atu-
almente disponveis no conjunto de dados. Em furcao do forte desbalanceamento
entre classes, a principal netrica de avaliacao adotada foi o F1-Score, sendo utili-
zado o F1-Score micro para os classi cadores multiclasse e o F1-Score padrao para
os classi cadores birarios.

4.1 Impacto do Tamanho das ResNets na Performance

Este experimento teve como objetivo investigar se 0 aumento da profundidade das
arquiteturas ResNet | comparando ResNet18, ResNet50 e ResNet101 | resultaria

em melhorias signi cativas no desempenho da classi cacao de lesees histopatobgi-
cas. A motivacao central foi avaliar se modelos mais profundos, e portanto mais
complexos, seriam capazes de aprender representacees mais discriminativas em um
cerario caracterizado por volume limitado de dados e forte desbalanceamento entre
classes.

Os resultados apresentados na Tabela 4.1 mostram que, embora variacees pontuais
no F1-score micro tenham sido observadas entre as arquiteturas para algumas classes

40
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espec cas, nao houve ganhos consistentes associados ao aumento do rumero de
camadas. Essa tendénciae corroborada pela aralise estatstica global apresentada
na Tabela 4.2, na qual o teste de Wilcoxon pareado por fold nao identi cou diferercas
estatisticamente signi cativas entre nenhuma das comparecees realizadas (ResNet18
vs. ResNet50: p = 0.0625; ResNetl8 vs. ResNetl01l: p = 0.1875; ResNet50 vs.
ResNet101: p = 0.0625).

Tabela 4.1: Fl-score (micro, nmedia desvio padrao) por classe para diferentes
arquiteturas ResNet.

Classe ResNet18 ResNet50 ResNet101
Amiloidose 74.24 2.82%| 75.97 6.80%| 71.43 3.62%
Depositos hialinos 4571 7.00%| 43.75 9.35%| 46.67 4.06%
Necrose brinoide 22,22 22.22%| 22.22 21.17%| 0.00 11.18%
Normal 85.42 1.34%| 86.88 1.02%| 85.66 1.68%
Esclerose p. s. cres. 32.03 4.43%| 29.23 5.16%| 23.12 5.64%
Hipercelularidade 63.74 1.89%| 66.21 1.08%]| 65.80 1.64%
Hipercelularidade p. s. cres| 12.31 26.04%| 3.39 32.41%| 4.26 2.04%
Crescente 70.97 2.59%| 76.50 2.67%| 74.43 3.00%
Membranosa 65.21 2.12%| 71.13 2.42%| 65.75 3.10%
Esclerose 51.61 6.76%| 56.65 6.36%| 56.12 5.69%
Podocitopatia 63.74 1.46%| 68.57 4.98%|62.35 5.39%
Aawmulo de neuto los 78.81 1.43%| 79.86 4.43%| 78.29 3.37%

Tabela 4.2: Comparacao estatstica global entre arquiteturas ResNet utilizando o
teste de Wilcoxon pareado por fold.

Comparacao Estatstica | p-valor Signi cancia

ResNet18 vs ResNet50, 0.0000 | 0.0625| N-ao signi cativa
ResNetl8 vs ResNet1l0L 2.0000 | 0.1875| Nao signi cativa
ResNet50 vs ResNet101l 0.0000 0.0625 | N-ao signi cativa

Essa auséncia de melhora pode ser atribudaa natureza do conjunto de dados. Com
poucas amostras por classe e preserca de desbalanceamento, arquiteturas muito
profundas tendem a sobreajustar ao inwes de generalizar. Em situacees como esta,
modelos mais simples podem ser mais e cazes, pois demandam menos dados para
aprender padrees relevantes.

As conexwses residuais presentes mesmo na ResNet18 p permitem a propagacao e ci-
ente de gradientes e 0 aprendizado de padrees complexos. A adcao de mais camadas
em redes como a ResNet50 e ResNetl01 nao se traduziu em melhor desempenho,
indicando que o aumento da profundidade, neste caso, nao trouxe benefcios paticos.

A ideia de que o ganho incremental \se dilui" signi ca que, a partir de certo ponto,
aumentar a complexidade do modelo gera custo computacional e risco de sobreajuste
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sem trazer retorno equivalente em termos de acumlcia. Isso sugere que, para este
tipo de dataset, a capacidade de aprendizado da ResNetl8 pe poxima do ideal,

e modelos mais profundos nao conseguem extrair informacees adicionais relevantes
gue justi quem o aumento da complexidade.

Portanto, para o problema e os dados avaliados, o uso de redes mais profundas como
a ResNet50 ou ResNet101 nao apresentou vantagens claras em relacaoa ResNet18,
refoircando a importancia de calibrar a escolha do modeloa escala ea estrutura do
conjunto de dados disponvel.

4.2 Classi cacao Multiclasse

Os resultados da tarefa de classi cacao multiclasse sao apresentados em duas tabelas.
A Tabela 4.3 resume o desempenho dos modelos baseline supervisionados, enquanto
a Tabela 4.4 mostra os resultados dos nmetodos de aprendizado auto-supervisionado
(SSL). Em ambas, sao reportados o F1-score por classe positiva (media e desvio pa-
drao obtidos via validacao cruzada estrati cada em #lds) e o rumero de amostras

por classe.

Os modelos baseline foram implementados utilizando a arquitetura ResNet-18 como
base. Dois cerarios distintos foram considerados: (i) inicializacao com pesos alea-
prios e (ii) utilizacao de pesos pe-treinados no ImageNet. Em ambos os casos, a
ultima camada da rede, originalmente projetada para a tarefa de classi cacao no
ImageNet, foi removida e substituda por uma nova camada de sada. Essa nova
camada foi con gurada de acordo com o rumero de classes da tarefa de classi cacao
de lesoes, podendo variar entre abordagens birarias e multiclasse.

Durante o treinamento supervisionado, todas as camadas da rede foram mantidas
em modo de atualizacao. Isso signi ca que tanto as camadas internas responsaveis
pela extracao de caractersticas visuais quanto a nova camada de sada tiveram seus
parametros ajustados com base nos dados do conjunto de treino. Essa abordagem
de ajuste completo permite que o modelo aprenda representacees mais adequadas
ao domnio espec co das imagens histopatobgicas.

O treinamento foi realizado por at 50epocas, com validacao cruzada estrati cada
em cinco partcees. Em cada partcao, 10 por cento do conjunto de treino foi reser-
vado para validecao. A estratgia de parada antecipada foi aplicada com base na
evolcao da perda de validacao. O otimizador utilizado foi o Adam, com taxa de
aprendizado inicial de nida em Q0005, reduzida automaticamente a cada um terco
dasepocas totais. O procedimento foi repetido de forma independente para cada
partcao.

Conforme apresentado na Tabela 4.3, o baseline com inicializacao a partir do Image-

Net (Baseline - ImageNet") apresentou desempenho levemente superior ao baseline
com inicializacao aleabria (\Baseline"). O F1 Micro agregado foi de 43,47 2,27%

e 41,77 2,44%, respectivamente. Entre as classes, observou-se forte variacao nos
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resultados. A classe \Normal" (com maior rumero de amostras, 2695) obteve F1
scores elevados quando comparadaas demais (86,22,11% para o baseline com
ImageNet), enquanto classes raras, como \Hipercelularidade Pura Sem Crescente"
(224 amostras), apresentaram F1 scores muito baixos (0,511,01%).

Na Tabela 4.4, sao apresentados os resultados para os metodos auto-supervisionados
SIMCLR, BYOL e DINO, os quais foram treinados inicialmente com tarefas de con-
traste usando apenas imagens nao rotuladas (pe-treinamento), seguidos por uma
etapa de ne-tuning supervisionado. O DINO obteve o melhor desempenho geral,
com F1 Micro agregado de 58,27 1,76%, superando todos os modelos supervisi-
onados e os demais netodos SSL. O SImCLR apresentou desempenho inferior aos
baselines (36,33 1,68%), enquanto o BYOL obteve os piores resultados (8,62
0,55%), com F1 score de 0,00 0,00% em nultiplas classes, indicando falha na
generalizacao do modelo para certas categorias.

Tabela 4.3: F1 score micro por classe para os nmetodos baseline

Classe Baseline | Baseline - ImageNet| Amostras
F1 Micro Agregado 41,77 2,44% 43,47 2,27% | 12.524
Amiloidose 51,88 3,74% 46,80 17,62%| 374
Normal 81,91 0,68% 86,22 1,11%| 2695
Hipercelularidade 54,17 1,76% 55,20 4,09%| 3134
Hipercelularidade 1,01 1,23% 0,51 1,01%| 224
Pura Sem Crescente

Crescente 58,39 2,14% 65,30 3,96%| 1104
Membranosa 52,16 3,97% 64,55 2,49%| 1539
Esclerose 36,63 5,57% 40,60 3,07%| 617
Podocitopatia 50,98 5,09% 52,55 5,05%/| 505
Acumulo neutrolos | 47,32 10,04% 37,73 10,62%)| 713
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Tabela 4.4. F1 score micro por classe para os metodos
supervisionado (SSL)

de aprendizado auto-

Classe SImCLR BYOL DINO | Amostras
F1 Micro agregado | 36,33 1,68%| 8,62 0,55%/| 58,27 1,76% | 12.524
Amiloidose 47,44 5,00%| 0,00 0,00%| 78,25 3,25%| 374
Normal 80,70 1,28%| 41,04 11,20%| 91,50 0,97%| 2695
Hipercelularidade 64,58 1,23%| 45,49 3,51%)| 69,91 1,00%| 3134
Hipercelularidade 0,00 0,00%| 0,00 0,00%| 2,99 2,75%| 224
Pura Sem Crescente

Crescente 60,11 1,32% 0,00 0,00%| 78,81 0,97%| 1104
Membranosa 55,19 1,73%| 4,59 1,63%| 77,28 1,62%| 1539
Esclerose 26,50 2,14%| 9,91 7,60%| 62,01 3,60%| 617
Podocitopatia 52,75 2,50%| 2,16 4,32%| 70,75 3,40%/| 505
Acumulo neutro los 9,37 7,84% 0,00 0,00%| 56,42 7,69%| 713

Observa-se em ambas as tabelas uma tendéncia de F1 scores mais baixos para classes
com menor rumero de amostras. Por exemplo, a classe \Acumulo neutro los" (127
amostras) apresentou F1 scores relativamente baixos em todos os netodos (Base-
line: 47,32 10,04%, Baseline-ImageNet: 37,73 10,62%, SICLR: 9,37 7,84%,
BYOL: 0,00 0,00%, DINO: 56,42 7,69%). A classe\Hipercelularidade Pura Sem
Crescente" (224 amostras) tamkem exibiu F1 scores consistentemente baixos ou nu-
los em todos os netodos testados. Em contrapartida, classes com maior rumero de
amostras, como \Normal" (2695 amostras) e \Hipercelularidade" (3134 amostras),
geralmente apresentaram F1 scores mais elevados na maioria dos nmetodos.

A superioridade do DINO e particularmente evidente em classes mais frequentes
como \Normal" (91,50 0,97%) e \Crescent" (78,81 0,97%), sugerindo que o
modelo foi capaz de aprender representacees discriminativas mesmo em cerarios
com desbalanceamento severo. Esses resultados justi cam a escolha do DINO como
modelo principal nas etapas subsequentes da pesquisa.

4.2.1 Visualizacao da Representacao com t-SNE

A Figura 4.1 apresenta a projecao bidimensional das representacoees aprendidas pelo
modelo SIMCLR aps a etapa de ne-tuning, utilizando o algoritmo t-SNE (con-
forme descrito na Secao 3.8.1) para reduwao de dimensionalidade. Essa visualizacao
permite examinar a organizecao das amostras no especo latente, fornecendo indcios
sobre a separabilidade entre as classes e os padrees de confusao mais recorrentes.
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Figura 4.1: Visualizecao t-SNE das representacees geradas pelo modelo SImCLR
aps ne-tuning. As cores indicam diferentes classes histopatobgicas. Sobreposcees
indicam proximidade seméantica ou confusao entre categorias.

A aralise da Figura 4.1 evidencia trés padrees principais. O primeiro refere-se a
formacao parcial de aglomerados. A clasd$¢ormal (2695 amostras), representada
em verde, apresenta um agrupamento relativamente bem de nido e separado das
demais classes, condizente com seu elevado desempenho (F1 = 80,Z(28%). Tal
comportamento indica que, para classes com maior representatividade no conjunto
de dados, o SIMCLRe capaz de gerar representacoes consistentes e discriminativas.

Em contraste, classes menos representadas, colaamulo de Neuto los (127 amos-
tras) e Hipercelularidade Pura Sem Crescenté224 amostras), apresentam dispersao
acentuada e sobreposcao com outras categorias. No castlgercelularidade Pura
Sem Crescentga completa auséncia de desempenho (F1 = 0,000,00%) corrobora
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a di culdade do modelo em distinguir essa classe no espaco latente. Esse efeito su-
gere uma correlacao direta entre escassez amostral e colapso da separabilidade das
representecees.

Adicionalmente, observam-se regioes de fronteiras pouco de nidas entre classes mor-
fologicamente semelhantes, como Esclerose (617 amostras, F1 = 26,59,14%) e
Esclerose Pura Sem Crescente (1481 amostras, F1 = 13,78,81%). Essa ambigui-
dade pode ser atribuda nao apenasas limitacees do SImCLR em capturar nuances
histobgicas nas, mas tamlkem a sobreposcao morfobgica intrnseca entre essas
entidades clnicas.

De forma geral, a visualizacao reforca uma tendéncia de o modelo privilegiar padrees
extrados de classes majoriarias, em detrimento daquelas com baixa frequéncia. Tal
ves compromete a equidade do modelo na representacao das classes e evidencia a
necessidade de estratgias complementares, como ecnicas de balanceamento, neto-
dos de oversampling ou arquiteturas de representacao mais robustas, para aprimorar
a separabilidade das classes minorieirias no espaco latente.

4.3 Classi cadores Birarios

A simpli cacao do problema de classi cacao multiclasse para um conjunto de classi -
cacoes birarias independentes consiste em treinar modelos espec cos para distinguir
umaunica classe-alvo (positiva) contra todas as demais (negativas). Essa aborda-
gem permite avaliar a capacidade de separacao de cada categoria individualmente,
mitigando o impacto de desbalanceamentos severos entre classes e oferecendo uma
visao mais re nada do desempenho por entidade patobgica.

A Tabela 4.5 apresenta os resultados da validecao cruzada erfokls para os mode-

los DINOv1 e SIimCLR, respectivamente. Ambas utilizam como netricas principais

o F1-macro, que considera o equilbrio entre precisao e revocacao nas duas classes
(positiva e negativa), e o F1-score, essencial para avaliar a capacidade de identi ca-
cao das lesoes de interesse.

Tabela 4.5: Resultados da validacao cruzada (5-fold) para classi cacao biraria uti-
lizando os netodos DINO e SimCLR. Apresentando nedia desvio-padrao (%).
Colunas adicionais mostram o valor-t emparelhado (t) e o p-valor (p) estimados
comparando SImCLR vs DINO (n=5).

Classe DINO v1 SimCLR t/ p (macro) t/ p (micro)
F1-macro F1-micro F1-macro F1-micro t p t p
Amiloidose 53,78 4,32% 20,86 4,28% | 65,06 2,85% 32,77 5,74% | 4.87 0.008| 3.72 0.020
Normal 74,40 2,48% 63,26 2,78% | 87,71 1,25% 81,37 1,82% | 10.72 <0.001| 12.19 <0.001
Hipercelularidade 64,48 1,85% 54,55 2,44% | 65,37 1,32% 54,13 2,75% | 0.88  0.431| -0.26 0.811
Hipercelularidade P. Sem Cresc.| 49,36 1,10% 12,56 0,80% | 51,86 1,49% 6,76 3,32% | 3.02 0.039| -3.80 0.019
Crescente 60,72 2,70% 37,93 2,92% | 74,74 2,64% 55,09 4,98% | 8.30 0.001| 6.65 0.003
Membranosa 59,14 4,86% 37,86 2,64% | 66,17 2,82% 44,96 4,14% | 2.80 0.049) 3.23 0.032
Esclerose 50,21 4,33% 19,90 2,52% | 61,81 3,56% 29,00 6,41% | 4.63  0.010, 2.95 0.042
Podocitopatia 57,96 2,31% 26,49 3,43% | 69,69 1,31% 42,11 2,59% | 9.88 <0.001| 8.13 0.001
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A comparacao entre os nmetodos evidencia um desempenho superior do SimCLR
em grande parte das classes, tanto em F1-macro quanto em F1-micro. Destacam-
se os resultados obtidos para as categorias Crescente (F1-macro = 74,#4%64;
F1-micro = 55,09% + 4,98) e Normal (F1-macro = 87,71%t 1,25; F1l-micro =
81,37%* 1,82), nos quais o SIMCLR apresentou ganhos signi cativos em relacao ao
DINOv1. De forma consistente, classes como Membranosa e Podocitopatia tambkem
se bene ciaram da representacao contrastiva do SImCLR, com F1-micro superiores
a 40% | valores nao alcarcados pelo DINOv1 nessas mesmas categorias.

Aem dos valores nedios, os desvios padrao revelam informacees relevantes sobre
a estabilidade dos modelos. O SImCLR demonstrou menor variabilidade infetds

em diversas categorias | como Podocitopatia (F1-macro = 69,69% 1,31) e Normal
(F1-macro = 87,71%z+ 1,25) | sugerindo maior robustez na generalizacao.

As diferercas observadas podem ser parcialmente atribudas a natureza distinta
dos netodos. O SImMCLR, por empregar uma estraegia de aprendizado contrastivo
explcito, favorece a formacao de um espaco latente com maior separacao entre
instancias de diferentes classes, promovendo fronteiras de decisao mais claras. a0
DINO, baseado em distilacao entre visees sem 0 uso de pares negativos, tende a gerar
representacees mais suaves e invariantes, o que pode comprometer a discriminacao
em domnios com alta complexidade morfobgica.

Apesar do desempenho superior quando comparado aos classi cadores comuns, am-
bos os netodos apresentaram baixo desempenho em classes como Hipercelularidade
Pura Sem Crescente e Esclerose, nas quais o F1-micro cou abaixo de 30% em ambas
as abordagens. Tais resultados indicam limitacees na capacidade dos modelos em
lidar com lesees de morfologia sutil ou com escassez de amostras representativas,
conforme tamkem relatado por (Hermsen et al. (2019)). Esses achados reforcam a
importancia do uso de estratgias complementares, como tcnicas de superamostra-
gem, pe-processamentos espec cos por corante ou a incorporacao de informacoees
multiescala, a m de ampliar a sensibilidade dos modelos a subgrupos clinicamente
relevantes.

Adicionalmente a aralise descritiva, foi realizado um teste t pareado (bicaudal)
para veri car a signi cAncia estatstica das diferercas entre os cerarios PAS e PAS
Oversample para cada lesao, considerando as nedias e desvios-padrao calculados em
validacao cruzada com cincdolds (n = 5).

A Tabela 4.7 mostra que a superamostragem aplicada ao conjunto PAS produz
melhorias estatisticamente signi cativas em diversas classes. Em particular, \Ami-
loidose", Crescente, \Membranosa", \Esclerose" e \Normal" apresentaram g 0,05
(com valores muito baixos em algumas categorias), indicando ganhos relevantes apos
o oversample. A classe \Hipercelularidade Pura Sem Crescente" apresentou aumento
altamente signi cativo (p < 0,001), partindo de nedia zero para valores substanci-
ais com oversample. Por outro lado, \Hipercelularidade" mostrou uma tendéncia de
melhora que nao alcarcou signi cancia estatstica no teste t adotado (p = 0,0703).
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Esses resultados refocam que, mesmo quando restrito ao corante PAS, o uso de
superamostragem melhora de forma consistente a deteacao de lesoes raras, reduzindo
casos com F1 igual a zero e aumentando a estabilidade eritlels

4.4 Experimentos com Visual Transformers

Nesta secao sao apresentados os experimentos realizados com arquiteturas baseadas
em Visual Transformers (ViT) aplicadas ao netodo DINO. Diferentemente das eta-

pas anteriores, nas quais classi cadores birarios independentes foram empregados
para cada lesao, adotou-se aqui uma abordagem aassi cacao multiclasse em

gue umunico modelo foi responsavel por distinguir simultaneamente todas as cate-
gorias histopatobgicas. Essa mudarca metodobgica nao apenas permitiu avaliar a
capacidade do ViT em modelar relacoes espaciais globais e capturar padrees repre-
sentativos em um cerario com nultiplas classes e forte desbalanceamento de dados,
mas tamkem proporcionou uma redwcao signi cativa no tempo total de execwcao

dos experimentos.

A arquitetura ViT-Base (vit b 16) foi utilizada como backbone principal, com pe-
treinamento baseado no netodo DINO e aplicacao deversamplingpor duplicacao

de imagens para reduzir a escassez de amostras em classes minoriairias. O trei-
namento seguiu um esquema de validacao cruzada estrati cada em cinco divisees
(5-fold), e as netricas de desempenho foram reportadas em termos de nedia e des-
vio padrao do F1-score macro por classe.

A Tabela 4.6 apresenta os resultados obtidos com o ViT-b-16 em comparacaoa arqui-
tetura ResNet18, ambas avaliadas sob o0 mesmo protocolo experimental. Observa-se
gue o ViT obteve desempenho modesto na maioria das categorias, com Fl-scores
variando entre 6,90% e 45,71%, evidenciando limitacees na generalizacao, sobre-
tudo em classes menos representadas, como Necrose brinoide e Depositos hialinos.
Ainda que o VIiT tenha alcarcado desempenho relativamente superior em classes
como Podocitopatia (45,71%) e Membranosa (34,89%), a difererca para a ResNet18
permanece substancial, uma vez que esta alcarcou valores entre 57,63% e 79,11%
nas mesmas categorias.

De forma geral, a ResNet18 apresentou F1-scores medios consistentemente mais altos
em todas as classes, com destaque para Amiloidose (75,82%) e Crescente (76,44%),
indicando maior estabilidade e poder discriminativo. Essa discrepancia sugere que,
embora o VIiT possua uma capacidade teorica superior de modelar dependéncias
de longo alcance, sua e @cia patica foi comprometida pelo tamanho reduzido do
conjunto de dados e pelo desbalanceamento acentuado entre as classes. A natu-
reza intensiva em dados do$ransformers tende a exigir volumes substancialmente
maiores de amostras anotadas para que o modelo possa explorar plenamente seu
potencial de representacao (Dosovitskiy et al. (2020)).
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Tabela 4.6: Comparacao de desempenho entre ViT-b-16 (DINO) e ResNet18 (vali-
dacao cruzada 5-fold). Valores sao nedia desvio padrao do F1-score (por classe)
e p (teste t pareado, duas caudas).

Classe ViT-b-16 (DINO) ResNet18 p (ViT vs ResNet18)
Amiloidose 22,22% 6,59% | 75,82% 4,50%| < 0.001 (p = 0.0001)
Demsitos hialinos 19,83% 4,50% | 57,63% 7,04%| < 0.001 (p = 0.0005)
Necrose brinoide 6,90% 2,98% | 36,36% 6,94%| < 0.01 (p = 0.0010)
Hipercelularidade 33,44% 12,73%| 53,85% 4,43%| < 0.01 (p = 0.0038)
Hipercelularidade pura sem crescente 18,03% 3,73% | 28,96% 1,54%/| < 0.01 (p = 0.0063)
Crescente 29,90% 10,00% | 76,44% 3,16%/| < 0.001 (p = 0.0006)
Membranosa 34,89% 5,04% | 79,11% 2,68%| < 0.001 (p = 0.0001)
Esclerose 27,00% 8,88% | 61,54% 4,13%| < 0.01 (p = 0.0014)
Podocitopatia 4571% 5,67% | 72,04% 4,52%| < 0.01 (p = 0.0013)
Aamulo de neuto los 34,67% 9,42% | 59,50% 3,50%| < 0.01 (p = 0.0052)

Em sntese, os resultados obtidos com o ViT-b-16 indicam que, embora o modelo
apresente algum potencial em classes mais representadas, seu desempenho global
foi inferior ao da ResNet1l8 em todas as netricas avaliadas. Esse resultado reforca

a necessidade de maior volume de dados e de estrakgias de regularizacao e ba-
lanceamento mais so sticadas para que o ViT atinja desempenho competitivo em
contextos biormedicos com distribucao de classes desbalanceada. Diante disso, a
ResNet18 manteve-se como a alternativa mais estivel e e ciente para o conjunto de
dados utilizado neste estudo.

Em complementoas nedias e desvios-padrao apresentados na Tabela 4.6, foi condu-
zido umteste t pareado (duas caudas) entre os resultados obtidos com o ViT-b-16 e a
ResNetl8 para cada classe. Os resultados indicaram diferercas estatisticamente sig-
ni cativas em favor da ResNet1l8 em todas as classes avaliadas<( 0:05 em todos

0S casos; ver Tabela 4.6 para valores detalhados). As classes Amiloidose, Mem-
branosa e Crescente apresentaram diferercas altamente signi cativgs € 0:001),
enguanto categorias com maior variabilidade, como \Hipercelularidade" e \AAamulo

de neuto los", tamkem exibiram valores de p < 0:01. Esses achados con rmam,
sob perspectiva estatstica, que a ResNet18 supera de forma consistente o ViT-b-16
nas condcees experimentais avaliadas, caracterizadas por forte desbalanceamento
de classes e rumero limitado de amostras.

4.5 Aralise de Desempenho com Tecnicas de Balancea-
mento de Dados

Nesta etapa, a tarefa de classi cacao tamkem foi conduzida utilizando classi cado-

res birarios independentes, um para cada lesao. Essa escolha metodobgica seguiu o
mesmo princpio adotado na aralise anterior, visando avaliar individualmente o de-
sempenho do modelo em detectar a preserca ou auséncia de cada classe de interesse.
Essa con guracaoe especialmente importante em cerarios com forte desbalancea-
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mento entre categorias, comoe 0 caso deste estudo, permitindo uma aralise mais
controlada do impacto de diferentes estratgias de balanceamento de dados.

Esta aralise teve como objetivo avaliar o impacto de diferentes estratgias de orga-
nizecao dos dados no desempenho do modelo DINO com ResNetl18. Foram consi-
derados dois eixos principais: (i) a aplicacao de superamostragem para lidar com o
desbalanceamento entre classes e (ii) a utilizacao exclusiva de imagens com coloracao
PAS, tanto isoladamente quanto em conjunto com superamostragem.

A escolha do corante PAS para aralises isoladas se justi ca por ser ounico presente
com amostras em todas as classes do conjunto de dados, 0 que permite a execuwcao
de experimentos completos sem exclusao de categorias.

A Tabela 4.7 apresenta os valores de F1-score da classe positiva em quatro cerarios
distintos: conjunto original (Todos os Corantes), conjunto contendo apenas imagens
com coloracao PAS (PAS), conjunto com superamostragem das classes minoriarias
(Todos os Corantes Oversample) e a combinacao de imagens PAS com superamos-
tragem (PAS Oversample).

Observacao sobre valores iguais a 0,00%: alguns valores reportados como 0,00%
no F1 da classe positiva correspondem a situacees em que o modelo nao produziu
predcees positivas em um ou mailds (istoe, revocacao = 0), resultando em F1 =

0 naquele(s) fold(s). Em \arios casos a nedia foi arredondada para 0,00% na tabela
4.7, enquanto os desvios-padrao nao nulos indicam que hofolds com resultados
maiores que zero antes do arredondamento. Essas ocorréncias sao esperadas em
cerarios de forte desbalanceamento e/ou quando a prevaléncia da lesao e muito
baixa: pequenas variacees em umunico fold podem levar a mudarcas abruptas no
F1.

Em geral, a aplicacao de superamostragem resultou em aumento do F1l-score em
praticamente todas as classes. Por exemplo, a classe Normal teve um aumento de
50,68% para 63,26% no cerario com superamostragem, e 56,25% ao combinar PAS
com superamostragem, com reduwcao simultanea do desvio padrao, indicando menor
variabilidade entre osfolds

O cerario PAS Oversample tamkem produziu ganhos em diversas categorias. Por
exemplo, Amiloidose passou de 0,00% (baseline) para 38,71%, e Esclerose, de 0,00%
para 36,55%. No entanto, algumas classes mantiveram F1-scores baixos mesmo
as a aplicacao das tcnicas. A classe Hipercelularidade Pura Sem Crescente, por
exemplo, registrou apenas 18,48% no cerario PAS Oversample.
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Tabela 4.7: Desempenho do modelo DINO com ResNetl18 na tarefa de classi cacao
biraria por lesao, considerando trés cerarios distintos de treinamento: conjunto
original (Baseline), imagens coradas exclusivamente com PAS (PAS) e aplicacao
de superamostragem nas classes minoriairias (Oversample). Os valores referem-se
ao F1l-micro da classe positiva para cada categoria, com nedia e desvio padrao
calculados em validacao cruzada comfblds

Todos os Corantes PAS
Classe Todos os Corantes PAS Oversample Oversample
Normal 50,68 11,20% | 41,98 7,95% 63,26 2,78% 56,25 3,93%
Amiloidose 0,00 7,57% 0,00 8,85% 20,86 4,28% | 38,71 13,34%
Hipercelularidade 39,17 20,33% | 51,40 4,08% 54,55 2,44% 57,14 3,28%

Hipercelularidade Pura 0,00 0,00% 0,00 0,00% 12,56 0,80% 18,48 2,38%
Sem Crescente

Crescente 12,14 11,75% | 13,64 10,55%| 37,93 2,92% 43,90 3,96%
Membranosa 4,88 11,11% 7,79 4,62% 37,86 2,64% 33,49 4,36%
Esclerose 0,00 2,51% 4,35 9,67% 19,90 2,52% 28,79 5,25%
Podocitopatia 8,40 9,60% 19,35 5,40% 26,49 3,43% 29,60 4,39%

A utilizacao de um subconjunto contendo apenas imagens com coloracao PAS, sem
aplicacao de superamostragem, resultou em variacees no desempenho entre as clas-
ses. A classe Hipercelularidade apresentou melhora de 39,17% para 51,40%, e Podo-
citopatia aumentou de 8,40% para 19,35%. Por outro lado, o desempenho da classe
Normal caiu de 50,68% para 41,98%, enquanto Amiloidose manteve o F1l-score em
0,00%. Esses resultados indicam que a limitacao do conjunto de dados ao corante
PAS nao produziu efeitos consistentes sobre os resultados do pipeline como um todo,
afetando de maneira distinta as diferentes categorias.

A aplicacao de superamostragem, tanto no conjunto completo quanto no subcon-
junto com PAS, resultou em ganhos mais sistenaticos. Por exemplo, a classe Escle-
rose saiu de 0,00% para 19,90% com superamostragem e atingiu 36,55% no cerario
PAS com oversample. Esses aumentos sugerem que a replicacao de amostras mino-
riarias contribuiu positivamente para o desempenho nal do pipeline, mesmo com

0 backbonetreinado de forma auto-supervisionada.

Esses achados reforam que, mesmo com a adocao de aprendizado auto-
supervisionado, o desempenho do modelo permanece sensvel as decisees de pre-
paro dos dados, como o tipo de coloracao utilizado e o balanceamento entre classes.
A in uéncia dessas varaveis foi tamkem destacada por Tellez et al. (Tellez et al.
(2019)) e Ciga et al. (Ciga et al. (2022)), que apontam a colorecao como um fator
gue impacta as representacees aprendidas por modelos de visao computacional em
histopatologia.

Portanto, a superamostragem mostra-se uma tcnica e caz para reduzir os efeitos
do desbalanceamento. J o0 uso exclusivo de imagens com coloracao PAS, embora
viabilize a inclusao de todas as classes, nao resultou em melhorias consistentes.
Estrakgias adicionais, como normalizacao de estilo e treinamento com dados de
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nultiplos domnios de coloracao, devem ser consideradas para aumentar a robustez
dos modelos frentea variabilidade morfobgica e ecnica das imagens histobgicas.

4.6 Impacto do Data Augmentation no Desempenho
dos Modelos

O processo daelata augmentationmostrou-se um componente essencial para a me-
Ihoria do desempenho e da capacidade de generalizacao dos modelos supervisiona-
dos. No caso da arquitetura ResNet18, as transformacoes foram aplicadas de forma
explcita durante o treinamento supervisionado e durante o pe treino com SLL,
contemplando variacees de corGolor Jitter ), solarizacao parcial Solarize) e des-
foque gaussianoGaussian Blur). Essas operacees visaram ampliar a diversidade
fotonetrica e morfobgica do conjunto de treinamento.

Foram conduzidos trés conjuntos de experimentos distintos. O primeiro consistiu no
treinamento comoversamplingbaseado apenas na duplicacao de amostras minori-
arias, sem qualquer forma deaugmentation O segundo experimento introduziu o
data augmentationde forma ativa, ampliando o conjunto de treinamento para 30.000
amostras e incluindo todas as classes, inclusive a claleemal. Por m, o terceiro
experimento manteve o uso daugmentation mas removeu classes com comporta-
mento ambguo ou de difcil separacao semantica, em todos os experimentos foram
utilizados 5folds de validacao cruzada.

A Tabela 4.8 apresenta os valores nedios de Fl-score (nmedia desvio padrao)
obtidos pela arquitetura ResNet18 em trés con guracees distintas de treinamento
supervisionado. O termo Baseline (sem classe Normal)" indica o treinamento re-
alizado apenas com classes com alguma lesao, excluindo a classe \Normal". XA as
colunas \Augmentation (todas as classes)" eAugmentation (sem classes confusas)"
representam cerarios de aumento de dados aplicados, respectivamente, a todas as
classes e apenasas classes com anotacaounica (excluindo \Esclerose pura sem cres-
cente" e \Hipercelularidade sem crescente'). Em todos os casos, o pipeline de trei-
namento e validacao cruzada foi mantido constante, variando apenas a estraegia de
balanceamento e de aumento de dados.
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Tabela 4.8: Comparacao de desempenho (Fl-score; nediadesvio padrao) da
ResNet18 sob diferentes estrakgias de balanceamento e aumento de dados, para um
classi cador Multiclasse. Colunas adicionais mostram o valor-t emparelhado (t) e o
p-valor (p) estimados comparando Baseline vs Aumento (todas as classes) e Baseline
vs Aumento (sem classes confusas).

Classe Baseline (Sem Normal) Aumento (todas) t/p Aumento (sem confusas) t/p
Amiloidose 75,82 4,50% 80,13 3,60% | t=1,67, p=0,170 83,12 2,53% t=3,16, p=0,034
Depsitos Hialinos 57,63 7,04% 37,56 11,53% | t=-3,32, p=0,029 47,06 7,08% t=-2,37, p=0,077
Necrose Fibrinoide 36,36 6,94% 12,50 17,68% | t=-2,81, p=0,048 20,00 17,61% t=-1,93, p=0,125
Normal | 87,57 0,01% | 88,46 0,73%

Hipercelularidade 53,85 4,43% 50,05 3,73% | t=-1,47, p=0,216 80,99 0,83% t=13,47, p<0,001
Hipercelularidade P. Sem Cresg. 28,96 1,54% 16,35 0,18% | t=-18,19, p<0,001 |

Crescente 76,44 3,16% 71,46 1,80% | t=-3,06, p=0,038 74,47 2,43% t=-1,11, p=0,331
Membranosa 79,11 2,68% 69,73 0,31% | t=-7,77, p=0,001 72,15 4,09% t=-3,18, p=0,033
Esclerose 61,54 4,13% 54,42 0,35% | t=-3,84, p=0,018 55,51 0,82% t=-3,20, p=0,033
Podocitopatia 72,04 4,52% 63,59 0,74% | t=-4,13, p=0,015 66,34 3,74% t=-2,17, p=0,096
Aaimulo de Neuto los 59,50 3,50% 76,68 4,70% t=6,56, p=0,003 74,83 0,86% t=9,51, p=0,001

Os resultados indicam que o uso deata augmentationnao produziu ganhos uni-
formes entre todas as classes, mas revelou melhorias estatisticamente signi cativas
em categorias espec cas. Em particular, o Awmulo de Neuto los apresentou um
aumento expressivo (t=6,56; p=0,003 para o0 aumento de todas as classes e t=9,51;
p=0,001 para o aumento sem classes confusas), evidenciando que a ampliacao do
conjunto de treinamento favoreceu a generalizacao em padrees morfologicamente
variados. Resultados semelhantes foram observados para Hipercelularidade Pura
Sem Crescente (§0,001) e Membranosa (p=0,033), indicando impacto positivo do
aumento de dados mesmo em contextos de classes minoritrias.

Por outro lado, algumas categorias, como Depsitos Hialinos (p=0,029) e Necrose
Fibrinoide (p=0,048), apresentaram quedas signi cativas de desempenho, possivel-
mente relacionadasa ampli cacao de rudo oua sobreposcao de padrees entre clas-
ses morfologicamente poximas. Classes como Crescente e Podocitopatia tamlkem
mostraram reducees moderadas, mas sem signi cAncia estatstica em alguns cera-
rios (p>0,05), sugerindo que o efeito do aumento pode depender da estabilidade
intra-classe e da complexidade das fronteiras de decisao.

De forma geral, os resultados con rmam que a introduwcao deaugmentation tende

a favorecer o aprendizado de representacees mais robustas em classes com grande
variabilidade histobgica, embora sua e @acia dependa fortemente da natureza das
transformacees aplicadas e da distribucao das amostras. Assim, a de ncao de uma
estraegia de aumento ideal requer ajuste cuidadoso, considerando tanto o equilbrio
entre classes quanto a preservacao de caractersticas discriminativas sutis.

4.6.1 Aralise da Curva de Perda

A Figura 4.2 apresenta a comparacao entre as curvas de perda obtidas durante
0 pe-treinamento do modelo DINOv1l com ResNetl8 sob diferentes con guracees
experimentais. Foram analisados trés cerarios: um modelo baseline treinado sem



Captulo 4. Resultados 54

a classeNormal, um modelo comdata augmentationaplicado a todas as classes, e
outro com augmentationrestritoas classes nao ambguas.

Observa-se que o modelo baseline, sem a inclusao da cld&s®nal, apresentou
convergéncia mais lenta e valores de perda substancialmente maiores ao longo das
epocas. Em contraste, os modelos comata augmentationexibiram uma reduwcao
mais acentuada da perda nas primeiras iteracees, indicando que as transformacees
visuais contriburam para acelerar o processo de otimizacao e melhorar a estabilidade
do aprendizado.

Entre os cerarios comaugmentation nota-se que a exclusao das classes mais con-
fusas produziu uma curva ligeiramente mais suave, mas com valores nais de perda
semelhantes ao modelo com todas as classes. Essa difererca sugere que o ganho
de generalizacao nao depende unicamente da exclusao de amostras potencialmente
ambguas, mas tamkem do aumento da variabilidade intra-classe promovido pelas
transformacees aplicadas.

De forma geral, a preserca da clasddormal e o uso dedata augmentationcontribu-

ram para uma convergéncia mais apida e estavel, abm de resultarem em menores

valores de perda nal. Esses resultados reforcam a importancia do enriquecimento

das amostras durante o pe-treinamento para favorecer a formacao de representecees
visuais mais discriminativas e robustas.
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Figura 4.2: Comparacao das curvas de perddoés) durante o pe-treinamento do
modelo DINOv1 com arquitetura ResNet18, sob diferentes con guracees data
augmentation e composcao de classes. As curvas indicam que os modelos com
estrakgias de aumento de dados, tanto aplicadas a todas as classgsgfn. All
Classe$ quanto apenas as classes nao ambguasygm. No Confusing Classes
apresentaram convergéncia mais rapida e menor perda nal. O modeRaseline
With Normal tamkem mostrou reduc-ao signi cativa da perda em relacao aBaseline
without Normal, indicando que a inclusao da clasggormal contribuiu para um
aprendizado mais estivel e representacees mais consistentes.

4.7 Combinando netodos SSL-DINO e Few-Shot Lear-
ning

A integracao entre aprendizado auto-supervisionado (SSL) e estraegias de Few-Shot
Learning (FSL) tem sido amplamente investigada na literatura recente (Gidaris et al.
(2019); Chen e He (2020); Hu et al. (2022)), uma vez que ambas as abordagens com-
partilham o objetivo de reduzir a dependéncia por grandes volumes de dados ro-
tulados. Em particular, metodos baseados em representacees auto-supervisionadas,
como oDINO (Caron et al. (2021b)), demonstraram notavel capacidade de extra-
cao de caractersticas discriminativas e generaliaveis, o que os torna candidatos
promissores para cerarios de poucos exemplos.

Entretanto, estudos recentes indicam que a simples combinacao de representacees
pe-treinadas via SSL com pipelines de Few-Shot Learning nao garante necessari-
amente ganhos de desempenho (Hu et al. (2022)). Hu et al. (Hu et al. (2022))
demonstraram que o fator determinante para o sucesso em tarefas de FSL nao esh
apenas na qualidade do pe-treinamento, mas tamkem na preserca de um estgio
posterior de ne-tuning adaptativo sobre as classes-alvo. Segundo os autores, pipeli-
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nes simpli cados compostos por trés eshgios | pe-treinamento, meta-treinamento
e ne-tuning | superam netodos meta-aprendizes complexos quando o ajuste no
e devidamente explorado.

Neste trabalho, empregou-se o modelo pe-treinado com o netodo auto-
supervisionadoDINO, utilizando a arquitetura ResNet-18 como backbone O mo-
delo foi posteriormente ajustado com um rumero limitado de amostras por classe,
simulando um cerario de Few-Shot Learning. Os resultados obtidos sugerem que,
embora o pe-treinamento auto-supervisionado tenha fornecido representecees ini-
ciais robustas, a auséncia de um processo de-tuning otimizado sobre as novas
classes limitou o potencial de adaptacao do modelo, resultando em desempenho in-
ferior ao obtido com o Few-Shot Learning supervisionado. Este comportamento esta
em conformidade com as observacoes de Hu et al. (Hu et al. (2022)), que destacam
a importancia do ajuste no no sucesso de pipelines hbridos entre SSL e FSL.

O relabrio de classi cacao do modelo DINO-ResNet18 revelou umacugcia global

de 25,4% uma acuacia balanceada de 0,42 umaF1-Score macro de 0,23 Em-
bora classes, comé&miloidose, tenham apresentado valores mais elevados, outras
categorias tiveram desempenho bastante limitado, indicando di culdade do modelo
em generalizar adequadamente diante da alta variabilidade morfobgica e do desba-
lanceamento de classes. A Tabela 4.9 apresenta os valore§ tecore obtidos para
cada classe no cerario DINO + Few-Shot.

Tabela 4.9: F1l-score por classe no experimento DINO (ResNetl18) + Few-Shot Le-
arning apenas um fold

Classe F1-score (%)
Amiloidose 66.00%
Hipercelularidade 31.00%
Hipercelularidade Pura Sem Crescente  29.00%
Glomerulonefrite Crescente 18.00%
Nefropatia Membranosa 18.00%
Esclerose 43.00%
Podocitopatia 2.00%
Aaimulo de Neuto los 1.00%
Demsitos Hialinos 0.00%
Necrose Fibrinoide 0.00%
Media Macro (F1) 23.00%
Acuilcia Balanceada 42.00%
Acurcia Global 25.00%

A aralise desses resultados demonstra que o desempenho combinado apresentou vari-

acao expressiva entre as classes, com bom desempenho em lesees mais representadas

no conjunto de dados e desempenho poximo de zero em classes minoriairias. Esse
comportamento sugere que 0 processo de ajuste no com poucas amostras pode ter
levado o modelo a sobreajustar-se a padrees dominantes, perdendo parte da capaci-
dade de generalizacao adquirida durante o pe-treinamento auto-supervisionado.
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Comparativamente, oFew-Shot Learningsupervisionado isolado apresentou maior
equilbrio entre precisao e revocacao, resultando em um desempenho nedio superior.
Esses resultados indicam que a combinacao entre aprendizado auto-supervisionado e
Few-Shot Learningnao garante, por si 9, uma melhoria de desempenho, sendo for-
temente dependente da compatibilidade entre o pe-treinamento e as caractersticas
morfobgicas das imagens nedicas do domnio alvo.
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Discussao

Este captulo apresenta uma aralise crtica dos resultados obtidos na classi cacao
de imagens histopatobgicas de glonerulos renais, com foco nas implicacees paticas
dos netodos de aprendizado auto-supervisionado e suas limitacees em cerarios com
dados limitados e desbalanceados.

5.1 E @acia Limitada de Arquiteturas Profundas em
Dados Escassos

Os experimentos com diferentes profundidades de ResNet (18, 50 e 101 camadas)
revelaram um achado contraintuitivo: o aumento da capacidade representacional
nao se traduziu em melhorias signi cativas de desempenho. Como demonstrado na
Tabela ??, a ResNet18 apresentou resultados estatisticamente equivalentesas suas
variantes mais profundas, com a ResNet101 chegando a exibir maior variabilidade
interexperimental (desvio padrao de 4,82% na classe Amiloidose).

Este fenbmeno pode ser atribudoa natureza limitada do conjunto de dados, com-
posto por aproximadamente 11.928 imagens distribudas de forma desigual entre
12 categorias. Em contextos com escassez amostral, arquiteturas excessivamente
complexas tendem a sobreajustar aos padrees dominantes das classes majoriarias,
perdendo capacidade de generalizacao para categorias menos representadas. Este
resultado esta alinhado com as observacees de Chen et al. (2020) (Chen et al.
(2020)), que destacam a importancia de calibrar a complexidade do modeloa escala
dos dados disponveis.

As conexees residuais presentes mesmo na ResNetl8 demonstraram ser su cientes
para capturar os padrees morfobgicos relevantes nas imagens histopatobgicas, en-
guanto o acescimo de camadas nas versees 50 e 101 apenas incrementou 0 custo
computacional sem retorno proporcional em acuilcia. Esta observacao tem implica-
coes paticas imediatas para o desenvolvimento de sistemas de diagrostico assistido,

58
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como: areduwcao de custos computacionais e de infraestrutura para treinamento e im-
plantecao; a maior acessibilidade para hospitais e laborabrios com menos recursos;
e a possibilidade de iterar e validar modelos mais rapidamente em cerarios clnicos
reais. Isso demonstra que investimentos em arquiteturas mais simples e e cientes
podem ser mais vantajosos que a persegucao de modelos profundos em contextos
com dados limitados.

5.2 Superioridade do DINO em Cerarios Multiclasse
Desbalanceados

A avaliacao dos netodos de aprendizado auto-supervisionado (SSL) evidencia a su-
perioridade consistente do DINO em relacao aos baselines supervisionados, especi-
almente em cerarios multiclasse com forte desbalanceamento de dados. Conforme
detalhado na Tabela 5.1, o DINO alcarcou F1 Micro agregado de 58,27%, signi-
cativamente superior ao Baseline (41,77%), com p-value aproximado de 1,82e-06,
indicando que a difererca nao se devea variabilidade entre folds.

A vantagem do DINO foi particularmente notivel em classes com representatividade
moderada, comdAmiloidose (78,25%),Crescent (78,81%) eMembranous (77,28%),
cujas diferercas em relacao ao Baseline foram estatisticamente signi cativas €p
0,05). Para classes altamente representadas, codarmal (91,50%) eHipercelula-
ridade (69,91%), o DINO tamkem apresentou ganhos signi cativos, re etindo sua
capacidade de gerar representacees discriminativas robustas em um espaco latente
multiclasse.

Algumas classes minoriarias, comdipercelularidade Pura Sem Crescenté2,99%)

e Acumulo neutro los (56,42%), nao apresentaram diferercas estatisticamente sig-
ni cativas (p 0,05), sugerindo que a escassez de amostras limita a capacidade do
modelo em superar o Baseline de forma consistente, mesmo com 0 pe-treinamento
auto-supervisionado.

O desempenho superior do DINO pode ser atribudo ao seu mecanismo de desti-
lacao de conhecimento entre nultiplas visees da mesma imagem, que dispensa a
necessidade de pares negativos explcitos como no SImCLR. Essa caractersticae
especialmente vantajosa em domnios nedicos, onde diferercas interclasse sao su-
tis e graduais Caron et al. (2021a). Em contraste, nmetodos como o BYOL, que
dependem exclusivamente de similaridade entre augmentacees, podem ser insaveis
em contextos altamente desbalanceados, como tamkem observado na literatura Grill
et al. (2020b).

Em suma, a Tabela 5.1 nao apenas conrma a superioridade do DINO sobre o

Baseline em termos de F1-score micro, mas tamkem evidencia, por meio dos p-

values aproximados, que os ganhos sao estatisticamente robustos para a maioria
das classes analisadas. Isso implica que o DINO pode ser uma ferramenta mais
conavel e e ciente para auxiliar patologistas na triagem e diagrostico diferencial
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de nultiplas lesees simultaneamente, potencialmente reduzindo o tempo de aralise
e a subjetividade inerente.

Tabela 5.1: Comparacao do desempenho (F1-score) entre 0 modelo Baseline e o mo-
delo DINO, com p-values aproximados obtidos a partir das nedias e desvios padrao
dos 5 folds. Valores emmegrito indicam difererncas estatisticamente signi cativas (p

< 0,05).

Classe Media Baseline (%) | Media DINO (%) p-value

Amiloidose 51,88 3,74% 78,25 3,25% | 228 10°
Normal 81,91 0,68% 9150 097% |891 10°8
Hipercelularidade 54,17 1,76% 69,91 1,000 |122 107
Hipercelularidade Pura Sem Crescente 1,01 1,23% 2,99 2,75% 0,180

Crescent 58,39 2,14% 78,81 0,97% |511 108
Membranous 52,16 3,97% 77,28 1,62% | 1:10 10°
Sclerosis 36,63 5,57% 62,01 3,60% |268 10°
Podocytopathy 50,98 5,09% 70,75 3,40% |9.05 10°
Acumulo neutro los 47,32 10,04% 56,42 7,69% 0,146

5.3 Limitacees dos Metodos SSL em Classes Minoria-
rias

Apesar do desempenho superior do DINO, uma aralise por classe revela limitacoes
persistentes na classi cacao de categorias com escassa representacao. Classes como
\Hipercelularidade Pura Sem Crescente" (224 amostras) e \AAawmulo de Neuto los"

(127 amostras) apresentaram F1 scores consistentemente baixos em todos os netodos
testados, variando de 0,00% a 56,42%.

A visualizecao t-SNE das representacees do SImCLR (Figura 4.1) corrobora esta li-
mitacao, mostrando dispersao acentuada e sobreposcao com outras categorias para
as classes minoriarias. Este padrao sugere que, mesmo com netodos SSL avarcados,
a escassez amostral continua sendo um desa o crtico para a formacao de represen-
tacees discriminativas que permitam uma separacao clara no espaco latente.

Estes resultados estao alinhados com as observecees de Azizi et al. (2021) (Azizi
et al. (2021)), que destacam a di culdade de netodos baseados em contrastes para
capturar nuances de classes raras devidoa insu ciéncia de exemplos negativos rele-
vantes durante o pe-treinamento.

5.4 Superioridade do SImMCLR em Classi cacao Biraria

A aralise dos classi cadores birarios (Tabela 4.5) revela uma vantagem estatis-
ticamente consistente do SIMCLR em relacao ao DINOv1 na maioria das classes
avaliadas. Em patrticular, observam-se ganhos expressivos Blormal (F1-macro
=87,71%+ 1,25 vs. 74,40% 2,48;t = 10:72 p < 0:001), Crescent (74,74%*
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2,64 vs. 60,72% 2,70;t = 8:30, p = 0:001) e Podocytopathy(69,69%+ 1,31 vs.
57,96%=* 2,31;t = 9:88 p < 0:001). Esses valores indicam diferercas altamente
signi cativas, con rmando que o SIMCLR oferece desempenho superior de forma
estatisticamente robusta nessas classes.

Outras categorias, comoAmiloidose (t = 4:87, p = 0:008) e Membranous (t =
2:80, p = 0:049), tamkem apresentaram diferercas signi cativas, evidenciando que
a vantagem do SImCLR nao se limita a casos isolados, mas re ete uma tendéncia
generalizada de melhor separacao entre as instAncias positivas e negativas. J em
classes comdlipercelularidade o teste t nao indicou difererca estatisticamente sig-

ni cativa ( p = 0:431), sugerindo desempenho equivalente entre os netodos quando
a distircao morfobgicae menos acentuada.

De forma geral, os resultados do teste t bicaudah & 5) demonstram que o0 SImMCLR
supera o DINOv1 em seis das oito classes analisadas com signi cancia estatstica (p
< 0,05), tanto em termos de F1l-macro quanto de F1-micro. Aem disso, a menor
variabilidade inter-folds observada para o SiImCLR em \arias classes | com®&ormal

e Podocytopathy| reforca sua estabilidade e capacidade de generalizecao.

Esses achados indicam que o mecanismo de aprendizado contrastivo explcito do
SImCLRe particularmente e caz em cerarios birarios, nos quais o0 modelo precisa
distinguir a preserca ou auséncia de umaunica condcao patobgica. Ao otimizar

0 espaco latente para maximizar a distancia entre exemplos de classes distintas, o
SIMCLR favorece a criacao de fronteiras de decisao mais bem de nidas, resultando
em melhor separacao entre distribucees positivas e negativas.

Essa constatacao esa em consonancia com observacoes recentes da literatura. Kang
et al. (2023) (Kang et al. (2023)) reportaram que abordagens contrastivas tendem

a apresentar desempenho superior em tarefas de deteaao biraria em imagens ne-
dicas, justamente por explorarem a estrutura intrnseca dos dados sem depender
fortemente de otulos balanceados. No presente estudo, 0 mesmo fendbmeno foi ob-
servado: a estrutura de contraste par-a-par do SImCLR se mostrou mais adequada
para identi car padrees espec cos de lesees, especialmente em classes com maior
de ncao morfobgica ou maior volume amostral.

Em sntese, os resultados estatsticos e descritivos con rmam que o SImCLRe signi-
cativamente mais e caz que o DINOv1 na con guracao biraria, fornecendo repre-
sentacees mais discriminativas e consistentes entre folds. Isto sugere uma diretriz
metodobgica importante: para sistemas de diagrostico assistido que buscam detec-
tar a preserca de umaunica lesao espec ca (triagem para determinada doerca),
metodos contrastivos como o SIMCLR podem ser mais adequados, enquanto para
uma classi cacao diferencial abrangente de nultiplas condcees, o DINO se destaca.



Captulo 5. Discussao 62

5.5 Limitacees dos Visual Transformers em Dados Li-
mitados

Os experimentos com Visual Transformers (Tabela 4.6) revelaram uma limitacao
importante: apesar de seu potencial teorico, o ViT-Base apresentou desempenho
inferiora ResNetl8 em todas as categorias avaliadas. Em classes como \Amiloi-
dose", o VIT alcarcou apenas 22,22% contra 75,82% da ResNetl8, enquanto em
\Membranous" a difererca foi de 34,89% para 79,11%.

Esta disparidade pode ser atribudaa natureza intensiva em dados dos Transfor-
mers, que requerem volumes substanciais de exemplos para explorar plenamente
seu mecanismo de autoatercao global. Em conjuntos de tamanho limitado como o
utilizado neste estudo (aproximadamente 12.000 imagens), as arquiteturas convolu-
cionais tradicionais como a ResNet18 mantém vantagem devidoa sua inductive bias
espacial, que as torna mais e cientes na aprendizagem com dados escassos, conforme
discutido por (Dosovitskiy et al. (2020)).

Este resultado tem implicacees paticas importantes para o desenvolvimento de sis-
temas de diagrostico assistido, sugerindo que, em contextos com dados limitados,
investimentos em arquiteturas Transformer podem nao ser a abordagem mais e ci-
ente.

5.6 E @cia de Tecnicas de Balanceamento e Augmen-
tation

Os experimentos com tcnicas de balanceamento (Tabela 4.7) demonstraram que
estrakgias simples como oversampling podem produzir melhorias signi cativas no
desempenho. A aplicacao de superamostragem resultou em aumentos substanciais
de F1-score em praticamente todas as classes, com destaque para \Esclerose Pura
Sem Crescente"” (de 0,00% para 28,69%) e \Esclerose" (de 0,00% para 19,90%).

A aralise das curvas de perda (Figura 4.2) corroborou a e @cia do data augmen-
tation, mostrando convergéncia mais apida e esavel nos modelos que utilizaram
augmentacao durante o pe-treinamento. Este resultado esta alinhado com as ob-
servacoes de Tellez et al. (2019) (Tellez et al. (2019)), que destacam a importancia
da diversidade fotornretrica e morfobgica no treinamento de modelos para histopa-
tologia.

No entanto, os ganhos nao foram uniformes em todas as categorias. Classes como
\Demsitos Hialinos" e\Hipercelularidade Pura Sem Crescente" apresentaram desem-
penho inferior com augmentation, sugerindo que transformacees agressivas podem
introduzir rudo em padrees morfobgicos sutis. Esta observacao ressalta a necessi-
dade de calibrar as estratgias de augmentacaoas caractersticas espec cas de cada
classe patobgica.
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5.7 Implicacees para Sistemas de Diagrostico Assistido

Os resultados obtidos tém implicacees importantes para o desenvolvimento de sis-
temas de diagrostico assistido em patologia renal:

1. Selecao de Arquitetura: Em contextos com dados limitados, arquiteturas con-
volucionais e cientes como a ResNetl18 podem ser mais adequadas que alter-
nativas complexas como Visual Transformers ou ResNets profundas.

2. Escolha de Metodo SSL: O DINO demonstrou ser a abordagem mais robusta
para classi cacao multiclasse, enquanto o SImMCLR mostrou vantagem em con-
guracees birarias, sugerindo que a selecao do netodo deve considerar a na-
tureza da tarefa.

3. Importancia do Balanceamenta Tecnicas simples como oversampling podem
produzir melhorias signi cativas, especialmente para classes minoriarias, com
custo computacional relativamente baixo.

4. Limitacees Persistentes A classi cacao de classes raras continua sendo um de-
sa o, indicando a necessidade de estratgias adicionais como aprendizado por
transferéncia multi-domnio ou incorporacao de conhecimento especializado.

5.8 Direcoes Futuras

Com base nas limitacees observadas nos experimentos realizados, destacam-se as se-
guintes direcoes para trabalhos futuros, visando aprimorar a classi cacao multilabel
em tecidos renais:

1. Exploracao de Foundational Models : Investigar a utilizacao de modelos
de grande escala pe-treinados em mnultiplos domniosfpundational model$,
gue possam fornecer representacees mais robustas e transferveis, aumentando
a capacidade de classi cacao de lesoes raras e complexas.

2. Curadoria e Enriguecimento do Dataset Implementar uma curadoria mais
profunda das imagens, incluindo revisao de anotacees, promovendo uma clas-
si cacao multilabel mais precisa e conavel.

3. Abordagens Hbridas de Aprendizado: Desenvolvimento de pipelines que
combinem os benefcios do DINO para classi cacao multiclasse com a e @-
cia do SIMCLR ou de netodos auto-supervisionados para deteacao biraria de
condcees espec cas, permitindo um modelo mais adaptavel a diferentes tipos
de lesoes.

4. Tecnicas para Classes Minoriairias: Explorar meta-aprendizado, aprendizado
baseado em probtipos ou geracao sinetica de amostras para melhorar a re-
presentacao de classes raras, aumentando a sensibilidade do modelo sem com-
prometer a precisao global.
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5. Validacao Multi-institucional : Avaliar a generalizacao dos modelos em conjun-
tos de dados provenientes de mnultiplas institucees, com diferentes protocolos
de amostragem e digitalizacao, garantindo a robustez e aplicabilidade clnica
das soluwcees propostas.

Em sntese, este trabalho demonstra que, embora os netodos de aprendizado auto-
supervisionado representem avarncos signi cativos na classi cacao de imagens histo-
patobgicas, seu sucesso patico depende criticamente da adequacao da arquitetura
e do netodoas caractersticas espec cas do conjunto de dados e da tarefa clnica
em questao.
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Este trabalho realizou uma avaliacao abrangente de netodos de aprendizado auto-
supervisionado (SSL) para classi cacao de imagens histopatobgicas de glonerulos
renais, abordando os desa os impostos pelo desbalanceamento severo de classes e
pela variabilidade morfobgica das lesees. Atrawes de experimentos sistenaticos com
diferentes arquiteturas (ResNet, ViT, Swin Transformer) e netodos SSL (SImCLR,
BYOL, DINO), foram obtidos insights valiosos sobre o comportamento dessas ec-
nicas em cerarios realistas de patologia digital.

A investigacao demonstrou que o aumento da complexidade arquitetural nao se tra-
duz necessariamente em melhorias de desempenho em contextos com dados limita-
dos. A ResNetl8 apresentou resultados equivalentes ou superioresas suas variantes
mais profundas (ResNet50 e ResNet101) e ao Visual Transformer (ViT-Base), desta-
cando a importancia de calibrar a complexidade do modeloa escala dos dados dispo-
nveis. Este achado tem implicacees paticas signi cativas para o desenvolvimento

de sistemas de diagrostico assistido, sugerindo que investimentos em arquiteturas
e cientes podem ser mais vantajosos que a persegucao de modelos excessivamente
complexos.

A aralise comparativa entre metodos SSL revelou que o DINO apresenta superi-
oridade consistente na classi cacao multiclasse, alcarcando F1 Micro de 58,27% e
superando signi cativamente os baselines supervisionados e outros netodos SSL. No
entanto, em con guracees birarias, 0 SICLR demonstrou vantagem em diversas
categorias, sugerindo que a selecao do netodo deve considerar a natureza espec ca
da tarefa clnica. Esta nuance representa uma contribucao importante para aarea,
indicando que nao existe uma solucaounica para todos os problemas de classi cacao
em histopatologia.

Os experimentos com ecnicas de balanceamento demonstraram que estraegias re-
lativamente simples, como oversampling e data augmentation, podem produzir me-
Ihorias substanciais no desempenho, especialmente para classes minoriairias. No
entanto, os ganhos nao foram uniformes entre todas as categorias, ressaltando a ne-

65



Captulo 6. Conclusees 66

cessidade de calibrar essas estrakgiasas caractersticas morfobgicas espec cas de
cada entidade patobgica.

A construcao do conjunto de dados utilizado neste estudo constituiu um elemento
central para a realizacao das aralises. O dataset foi organizado de modo a incluir
amostras representativas de uma classe e 11 lesees, incorporando ampla variabilidade
morfobgica e re etindo um cerario de desbalanceamento severo entre classes. Essa
estruturacao possibilitou avaliar a capacidade dos netodos de aprendizado auto-
supervisionado em lidar com a coexisténcia de categorias altamente prevalentes e
outras extremamente raras, condcao comum na patica diagrostica.

Outro aspecto investigado foi a in uéncia dos diferentes corantes histobgicos no de-
sempenho dos modelos. Em particular, analisou-se o impacto do uso exclusivo do
corante PAS (ounico presente em todas as doze classes) tanto isoladamente quanto
em combinacao com estrakgias de superamostragem. Os resultados indicaram que
0 uso isolado de imagens PAS nao gerou melhorias consistentes no desempenho glo-
bal: algumas categorias apresentaram aumentos relevantes (como Hipercelularidade
e Podocytopathy), enquanto outras mostraram queda ou permaneceram com F1
poximo de zero, como Amiloidose e Normal. Por outro lado, a aplicacao de su-
peramostragem, tanto no conjunto completo quanto no subconjunto PAS, produziu
melhorias amplas e sistematicas em diversas classes, incluindo ganhos expressivos
em categorias raras, como Amiloidose e Sclerosis. Esses resultados evidenciam que,
mesmo em pipelines baseados em SSL, o desempenho dos modelos permanece sen-
svelas escolhas relacionadasa preparacao do conjunto de dados, como o tipo de
coloracao empregado e o balanceamento entre classes.

Em termos de contribucees para o estado da arte, este trabalho:

1. Forneceu evidéncias empricas robustas sobre a e @cia comparativa de netodos
SSL em histopatologia renal, um domnio com desa os espec cos de variabilidade
morfobgica e desbalanceamento;

2. Demonstrou as limitacees paticas de arquiteturas profundas e Transformers em
cerarios com dados limitados, contrariando a tendéncia predominante na literatura
de visao computacional geral,

3. Estabeleceu que a superioridade de netodos SSLe contingentea natureza da ta-
refa (multiclasse vs. biraria), oferecendo diretrizes para selecao de netodos baseada
em objetivos clnicos espec cos;

4. ldenti cou limitacees persistentes na classi cacao de classes raras, mesmo com
metodos SSL avarcados, apontando para a necessidade de abordagens espec cas
para este desa o.

As implicacees paticas deste trabalho estendem-se ao desenvolvimento de sistemas
de diagrostico assistido mais e cientes e clinicamente relevantes. A comprovecao de
gue arquiteturas mais simples podem atingir desempenho equivalente ou superior
a alternativas complexas em contextos com dados limitados pode democratizar o
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desenvolvimento de soluwcees de IA para institucees com recursos computacionais
restritos. Adicionalmente, a compreensao das vantagens relativas de diferentes neto-
dos SSL em diferentes con guracees de tarefa permite decisees mais fundamentadas
no projeto de pipelines de classi cacao para aplicacees clnicas espec cas.

Para trabalhos futuros, sugere-se a exploracao de abordagens hbridas que combi-
nem as vantagens do DINO para classi cacao multiclasse com a e @cia do SimCLR
em deteccao biraria, abm do desenvolvimento de cnicas espec cas para melhoria
da representacao de classes minorifarias, como meta-aprendizado ou geracao sine-
tica de amostras. A integracao de conhecimento de domnio e informacoees clnicas
complementares representa outra frente promissora para superar as limitacoees iden-
ti cadas nos netodos puramente baseados em visao computacional.

Em sntese, este trabalho avarcou a compreensao sobre a aplicacao de netodos de
aprendizado auto-supervisionado em histopatologia renal, fornecendo um conjunto

de evidéncias empricas e diretrizes paticas que contribuem para o desenvolvimento

de sistemas de diagrostico assistido mais robustos, e cientes e clinicamente relevan-
tes.
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