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Abstract

The realization of an accurate diagnosis from histological images requires pathologists with
practical experience because the characteristics of these images lead to a subjective analysis,
which often hamper the accuracy of diagnosis. Systems that help to achieve better diagnoses
can minimize doubts and improve the quality of diagnosis, influencing on increasing the
effectiveness of medical treatments. This paper describes the research and development of
PathoSpotter, a computer system to aid in the identification of diseases from histological
images. The PathoSpotter proposes to reduce the lack of support work to histopathological
diagnosis of renal diseases since much has been done in the area of cancer, but there is few
published material in relation to the Digital Pathology applied to nephrology and hepatology.
Our goal in this study was to apply the PathoSpotter the classification of proliferative
glomerulopathy, which is a family of primary diseases affecting the kidneys. The work was
based on a data set consisting of 811 histological pictures glomeruli and classical techniques
of processing digital images and histopathology were used. The PathoSpotter presented a
performance of 88.4% accuracy, which was similar to other Digital Pathology jobs that can be
found in the literature.

Keywords: Glomerulopathy, Digital Image Processing, Machine Learning, Digital
Histopathology.



Resumo

A realizacdo do diagnostico preciso a partir de imagens histologicas requer meédicos
patologistas com vasta experiéncia préatica, pois as caracteristicas dessas imagens conduzem a
uma analise subjetiva que muitas vezes dificultam a exatiddo do diagnostico. Sistemas que
auxiliam a obtencdo de melhores diagndsticos podem minimizar davidas e melhorar a
qualidade dos diagnosticos, influenciando no aumento da eficacia dos tratamentos médicos.
Este trabalho descreve a pesquisa e o0 desenvolvimento do PathoSpotter, um sistema
computacional para auxilio na identificacdo de patologias a partir de imagens histoldgicas. O
PathoSpotter se propBe a reduzir a caréncia de trabalhos de apoio ao diagndstico
histopatoldgico das doencas renais, ja que muito tem sido feito na area de neoplasias, mas ha
pouco material publicado em relacédo a Patologia Digital aplicada a nefrologia ou hepatologia.
Nosso objetivo neste trabalho foi aplicar o PathoSpotter na classificacdo das glomerulopatias
proliferativas, que é uma familia de doencas primarias que afetam os rins. O trabalho se
baseou em um conjunto de dados composto por 811 imagens histoldgicas de glomérulos, e
foram utilizadas técnicas classicas de processamento de imagens e histopatologia digital. O
PathoSpotter apresentou um desempenho de 88,4% de acurécia, resultado similar ao de outros
trabalhos de Patologia Digital que podem ser encontrados na literatura especializada.

Palavras-chave: Glomerulopatias, Processamento Digital de Imagens, Aprendizado de
Magquina, Histopatologia Digital.
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Capitulo 1

Introducao

“O comeco é a parte mais dificil do
trabalho.”
-- Platdo
As Ultimas décadas tém evidenciado a computacdo como uma ferramenta fundamental para o
desenvolvimento da ciéncia e tecnologia, possibilitando avangos em diversas areas do
conhecimento. A visdo computacional, especificamente, tem possibilitado avangos em
diferentes areas, como Agronomia, Biologia, Quimica e Geologia, além de aplicacGes
militares e industriais [Bougouma et al. 2013; Meyer e Camargo Neto, 2008; Danuser, 2011;
Mtynarczuk et al. 2013; Karacor et al. 2011; Shahzad et al. 2015; Baravalle et al. 2015].

Entre as diferentes areas de aplicagdo da visdo computacional, as contribuicdes originadas
através da parceria entre a computacdo e a medicina tém impactado a pratica médica
influenciando principalmente a qualidade dos diagnosticos. Segundo Ritter et al. [2011], a
analise de dados de pacientes adquiridos por dispositivos de coleta de imagens médicas, como
tomografia computadorizada (CT), tomografia de ressonancia magnética (MRT), tomografia
por emissdo de positrons (PET), ou ultrassom, tém oferecido oportunidades nunca alcancadas

antes, para 0s processos de diagnostico e prognostico.

Entre os trabalhos com imagens médicas, a area de histopatologia digital destaca-se como
uma das maiores evolucdes da medicina moderna [Irshard et al. 2014]. A histopatologia
digital pode ser compreendida a partir dos conceitos de duas outras areas, a histologia e a
histopatologia. A histologia € o estudo da anatomia microscépica de tecidos de organismos. A
histopatologia, por sua vez, € a analise microscopica de se¢des histoldgicas com o objetivo da
diferenciacéo entre tecidos biologicos saudaveis e doentes, auxiliando assim no diagnoéstico e

prognostico de patologias [Belsare e Mushirif, 2012; Lei He et al. 2012].

Para a realizagdo de uma andlise histologica de amostras de tecidos bioldgicos, os patologistas
12



Capitulo 1 Introdugdo 13

extraem amostras de tecidos através de bidpsia e examinam secc¢des através de microscopio.
O diagndstico de patologias a partir de imagens contitui, até o presente momento, o “padrdo
ouro” para o diagndstico de uma sériec de doencas, incluindo as neoplasias (tumores e

canceres) [Irshard et al. 2014].

O campo de estudo de histopatologia digital teve seu inicio simbolico com o surgimento da
possibilidade de visualizar secdes histoldgicas ndo apenas ao microscopio, mas atraves de
monitores de computador. Na década de 90, Dirk G. Soenksen deu inicio a0 que Seria,
naquele momento, um novo futuro para area de investigacdo de patologias por imagem.
Soenksen criou a empresa Aperio que movia imagens de secOes histolégicas de microscopios
para computadores [May, 2010]. Contudo, o nimero de propostas de trabalhos na area de
histopatologia digital s6 aumentaria entre os anos 1990 e 2000, quando os investigadores das
areas de processamento de imagens e visdo computacional de fato aceitariam o desafio de
propor sistemas automaticos para analise histopatologica [Meijering et al. 2012]. Segundo
Gurcan et al. [2009], o crescimento do nimero de trabalhos na area de histopatologia digital
aumentou gracas aos avangos da capacidade computacional de armazenamento de dados e da

elaboracdo de bancos de amostras de tecidos histoldgicos digitalizados.

Atualmente é possivel usar padrdes histolégicos com analise de imagem assistida por
computador para facilitar a identificacdo de patologias [Belsare e Mushirif, 2012]. Os
sistemas automaticos de diagndéstico por imagens histolégicas podem apoiar as decisdes dos
patologistas sobre a presenca ou auséncia de uma patologia, sobretudo aumentando a
eficiéncia e a precisdo do diagnostico médico e assim, reduzindo a subjetividade da analise.
Adicionalmente, tais sistemas podem aperfeicoar as tarefas de armazenamento e
compartilhamento de informacdes patoldgicas, contribuindo para pesquisas cientificas. Por
fim, o sistema pode se tornar uma ferramenta com objetivos de apoio ao diagnoéstico e auxilio
didatico para a formacéo de novos patologistas [Belsare e Mushirif, 2012; May, 2010; Irshad
et al. 2014].

Gurcan et al. [2009] ilustram um exemplo da possivel contribuicdo de sistemas automaticos
de apoio ao diagndstico, considerando que sendo cerca de 80% das bidpsias de cancer de
préstata examinadas nos Estados Unidos anualmente sdo benignas, se os patologistas
tivessem o apoio de uma ferramenta de auxilio a sua tarefa, eles se concentrariam em casos de

decisdo mais dificil, poupando uma grande parcela de tempo e esforgo.

Até 0 momento em que esse texto foi escrito, encontram-se na literatura cientifica diversos
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trabalhos na area de histopatologia digital objetivando a automacdo da analise e interpretacdo
de imagens médicas através da segmentacdo de células, para identificacdo e classificagdo de
diferentes estruturas biologicas ou de patologias em diferentes 6rgdos do corpo humano
[Gurcan et al. 2009; Irshad et al. 2014]. Contudo, nota-se uma grande concentracdo de
trabalhos para o estudo de neoplasias, com pouca quantidade dedicada a outras patologias
[Lei He et al. 2012; Belsare e Mushirif, 2012; Gurcan et al. 2009].

Apesar de diferentes doencas ja serem diagnosticadas com o auxilio de sistemas de apoio ao
diagnostico [Kothari et al. 2013; Schochlin et al. 2014; Sirinukunwattana et al. 2014], muitas
ainda ndo contam com esse ganho oferecido pela histopatologia digital, como € o caso das
glomerulopatias. Cohen e Glassok [1999, cap.3] definem as glomerulopatias, especificamente
as primarias, como desordens que afetam a funcéo e/ou estrutura dos glomérulos, que séo as
principais estruturas responsaveis pela filtragem do sangue nos rins. Segundo a OMS
(Organizagdo Mundial de Saude), em dados apenas de 2004, condi¢des descritas como nefrite
ou nefrose, que incluem as glomerulopatias, estiveram associadas a morte de 739 mil pessoas
[WHO, 2004, p.58]. No Brasil, estudos apontam que a incidéncia das glomerulopatias vem

aumentando nas Ultimas décadas [Polito et al. 2010; Woo et al. 2010].

Atualmente, existe um sistema geral de classificacdo morfoldgica das doencas renais baseado
nas caracteristicas das lesfes glomerulares. Apesar da sua importancia para o tratamento e
compreensdo da fisiopatologia das glomerulopatias, essa classificacdo tem se mostrado
insuficiente para definicdo das enfermidades renais [D'Agati, 2003; Weening et al. 2004].
Adicionalmente, estudos sistematicamente chamam a atencdo para a necessidade de
potenciais mudancas na énfase conferida a determinados padrdes de lesdo glomerular, como
definidores de diagnostico e progndéstico de doencas renais. A despeito da relevancia da
classificacdo de glomerulopatias por imagens, até 0 momento em que este texto foi escrito,
ndo foram encontrados na literatura trabalhos que proponham um sistema automatico para a

identificacéo e classificacdo das glomerulopatias.

Tendo em vista a caréncia de propostas de sistemas de classificacdo automatica de
glomerulopatias e os beneficios que trabalhos dessa natureza podem trazer a pratica médica, o
objetivo deste trabalho foi propor um sistema de apoio ao diagnéstico das glomerulopatias.
Para alcancar este objetivo foi necessaria a cooperagdo entre pesquisadores da area de
computacdo e a area médica, compreender o estado da arte de trabalhos da area de

histopatologia digital, e por fim, construir um sistema capaz de classificar imagens de
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glomérulos renais quanto a presenca das glomerulopatias proliferativas, o qual denominamos
de PathoSpotter.

Pelo fato de ndo haverem trabalhos similares com quais fosse possivel comparar o
desempenho do PathoSpotter, foram utilizados como referéncia os trabalhos relacionados a
classificacdo de neoplasias e estruturas bioldgicas, tanto para a investigagdo de métodos
computacionais que poderiam ser utilizados na constru¢do do PathoSpotter, quanto para a

comparacao de resultados finais obtidos por este na classificacdo das imagens histologicas.

Demonstraremos que, ao final da realizacdo de todos os experimentos e implementacdo do
sistema, o0s resultados obtidos através do PathoSpotter foram similares ou superiores aos
resultados revelados em trabalhos de classificacdo de outras patologias, 0 que indica um
futuro promissor para o desenvolvimento e aplicacdo do PathoSpotter em outras areas da

histopatologia digital.

1.1 Contextualizacio sobre as Glomerulopatias

As glomerulopatias sdo uma familia de patologias renais. Essas patologias sdo caracterizadas
por danos nos glomérulos, que por sua vez, sdo grupos de capilares pelos quais o sangue €
filtrado. As glomerulopatias podem ter origem nos rins, sendo chamadas de primarias, ou
podem ser secundarias a outras doencas, como diabetes, hepatites, doencas autoimunes, dentre
outras [Barros et al. 2006; Guyton e Hall, 2006, p.309].

Diferentes estudos analisam a distribuicdo das glomerulopatias em suas diferentes formas, no
Brasil e em um ambito mundial. Polito et al. [2010] revelam que nas ultimas décadas a
incidéncia de doencas glomerulares vem aumentando no Brasil. Woo et al. [2010] realizaram
uma comparacdo entre os casos de glomerulonefrite primaria prevalentes em Cingapura e
outros 28 paises. Atraves de dados oriundos das ultimas trés décadas, o estudo revelou que em
todo o mundo a prevaléncia de glomeruloesclerose segmentar e focal continua a crescer. Por
fim, McGrogan et al. [2011] analisaram dados dos anos entre 1980 e 2010, incluindo 40
estudos de incidéncia das glomerulopatias primarias na Europa, América do Norte e do Sul,
além da Australia e Oriente Médio. Os autores concluiram que a taxa de incidéncia de
glomerulonefrite primaria varia entre 0.2/100 mil e 2.5/100 mil casos por ano.

A importancia da funcdo glomerular na fisiologia renal, e o fato de suas lesdes afetarem

outros segmentos do néfron, que é a menor unidade renal responsavel pela filtracdo e
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formacdo da urina, caracterizam as enfermidades glomerulares como um dos principais
problemas da area de Nefrologia nos dias atuais [Alves Janior et al. 2008; Guyton e Hall,
2006, p.310].

E crescente o surgimento de registros de glomerulopatias em diversos paises [Castro et al.
2002]. Na Asia e Oceania, as glomerulonefrites (tipo de glomerulopatia) sdo a causa de
insuficiéncia renal entre 30% a 60% dos pacientes admitidos para tratamento dialitico. Na
Europa e nos Estados Unidos esse valor esta entre 10% a 15%. No Uruguai, cerca de 20% dos
pacientes recebem o diagndstico de glomerulonefrite na admissdo para dialise [Queiroz et al.
2009; Bahiense-Oliveira e Malafronte, 2006]. Na Arabia Saudita, em um levantamento
realizado entre os anos 1989 e 2007, dados de 568 casos de doenca renal revelaram que
52,1% desses casos de doencas renais eram equivalentes a glomerulopatias primarias [Jalalah,
2009].

No Brasil, as glomerulopatias sdo a terceira causa de doenca renal cronica. O que constitui
uma etiologia frequente de insuficiéncia renal cronica dialitica, tendo a realizacéo da biopsia
renal um papel fundamental no correto diagndstico e etiolégico, e mesmo no prognadstico
desses casos, apesar do entendimento de que a biopsia renal ndo deve ser analisada de forma
isolada, pois o fator clinico de um paciente € o fator base para uma indicagdo [Alves Janior et
al. 2008; Ferrazi, 2010]. De tal modo, o diagnéstico das glomerulopatias é realizado com
base em dados clinicos e laboratoriais (bioquimica do soro e exame de urina) e a analise
histologica de biopsias renais. As bidpsias renais, especialmente, constituem pequenos
fragmentos do rim, obtidas por agulha ou cirurgicamente. Esses tecidos sdo fixados, cortados

em seccOes de 2-3 um de espessura e examinados no microscopico [Al Kofahi et al. 2010].

O investimento em novos estudos com o carater epidemiol6gico sobre as glomerulopatias (no
sentido de compreender as caracteristicas fisiopatologicas da doenca) e em pesquisas de
novos paradigmas para a resolucdo dos problemas com glomerulopatias, reforcam a
necessidade da implementacdo de novos estudos sobre doencas glomerulares no Brasil, ao se
considerar a heterogeneidade da populacdo brasileira em suas caracteristicas étnicas,
socioeconémicas e geograficas, além da necessidade de se obter métodos mais rapidos para a
realizacdo do diagnostico [Alves Junior et al. 2008; Lopes et al. 2001; Bahiense-Oliveira e
Malafronte, 2006].
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1.2 Contribuicoes deste Trabalho

As principais contribui¢des deste trabalho séo:

e Auxilio na redugdo da subjetividade do diagnostico de glomerulopatias através de

um sistema automatico de classificacao;

e Produgdo de uma ferramenta computacional para o auxilio do processo de

formacéo de novos patologistas;

e Contribuicdo cientifica para a area de histopatologia digital, ao aplicar métodos

computacionais classicos em um campo de estudo pouco explorado.

1.3 Organizacao da Dissertacio

Este trabalho esta organizado em 6 capitulos. No Capitulo 2, contextualizamos a
histopatologia digital. No capitulo 3, falamos sobre os sistemas de classificagdo de imagens
digitais. No capitulo 4 apresentamos o PathoSpotter, detalhando sua arquitetura e métodos
computacionais utilizados. No capitulo 5, revelamos o0s experimentos realizados para
construir e avaliar o sistema, além de apresentar os resultados parciais e finais do sistema. Por
fim, no capitulo 6, apresentamos nossas conclusdes, discutindo sobre os resultados e trabalhos

futuros.
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Capitulo 2

Histopatologia Digital

“A mente que se abre a uma nova
ideia jamais voltara ao seu tamanho

original.”
-- Albert Einstein
Na area médica, a computacdo tem se mostrado uma ferramenta de grande valia, tornando os
diagnosticos mais precisos e propiciando varios avancos para a medicina mundial [Ritter et al.
2011]. Estudos vém sendo realizados com o objetivo de melhorar o desempenho dos atuais
sistemas computacionais aplicados no apoio a diagnésticos médicos e classificacdo de
diferentes patologias. No entanto, sabe-se que ainda ha caréncias neste campo, 0 que gera a
expectativa de que novas contribuicdes continuem a ser oferecidas [Chabat et al. 2000;

Belsare e Mushrif, 2012].

De modo geral, os sistemas de analise de imagens médicas tém como propdsito aumentar a
percepcao de determinadas caracteristicas, extraindo e apresentando relevantes informacdes
sobre imagens [Ritter et al. 2011]. Os avancos da visdo computacional na medicina destacam-
se principalmente em relacdo a instrumentacdo, diagnosticos e aplicacBes terapéuticas, sendo

que a maioria desses feitos € baseada em analise de imagens digitais [Deserno et al. 2013].

Alguns exemplos de sistemas computacionais para apoio ao diagnostico médico, mais
recentes aparecem no trabalho de, Mas et al. [2015], que apresentam um algoritmo capaz de
identificar malaria a partir de imagens in vitro; Prabusankarlal et al. [2015], que realizam um
estudo sobre o desempenho de sistemas de identificacdo de nddulos mamarios a partir de
imagens de ultrassom, combinando caracteristicas de textura e aspectos morfoldgicos; e
Cheng e Mandal [2015], que propdem um sistema de classificagdo de imagens, o qual
segmenta determinadas partes de imagens histoldgicas e identifica células cancerosas, com o
objetivo de apoiar o processo de diagnéstico de melanoma, que é o tipo mais agressivo de

cancer de pele.

Dentre as subareas de pesquisa computacional de imagens médicas, um dos segmentos que se

destaca é a histopatologia digital. Irshard et al. [2014], evidenciam a area de histopatologia
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digital como uma das maiores evolugdes da medicina moderna.

A histopatologia digital pode ser compreendida a partir dos conceitos de histologia e
histopatologia. A histologia é o estudo da anatomia microscopica de tecidos de organismos.
Para a realizacdo da andlise histoldgica de amostras de tecidos bioldgicos, os patologistas
extraem amostras de tecidos através de bidpsia e examinam se¢Bes da amostra extraida
através de microscopio. De modo similar, a histopatologia é o estudo microscéopico de se¢Bes
histologicas (pequeno corte transversal de tecido) com o objetivo da diferenciacdo entre
tecidos normais e doentes, auxiliando assim no diagnostico e prognéstico de patologias
[Belsare e Mushirif, 2012; Lei He et al. 2012]. Por fim, através dos trabalhos de revisdo de
Meijering [2012], Gurcan et al. [2009] e Lei He et al. [2012], torna-se possivel resumir a
histopatologia digital como o estudo de métodos computacionais para a realizacao da andlise e

interpretacdo de patologias através de imagens histoldgicas.

2.1 Analise de Imagens Digitais Histologicas

As imagens histolégicas sdo adquiridas a partir de bidpsia', e os patologistas analisam as
imagens através de um exame microscopico, no qual se observa uma série de detalhes na
imagem: a estrutura do tecido, a distribuicdo das células, formas celulares e caracteristicas
citologicas de malignidade. Esse processo € demorado e propenso a subjetividade do
observador [Belsare e Mushrif, 2012].

As técnicas de processamento de imagens histologicas podem ser aplicadas a diferentes
patologias do sistema do corpo humano: identificacdo de tumores; cancer perirenal, mama,

préstata, pulméo; boca, dentre outros [Belsare e Mushrif, 2012; Lei He et al. 2012].

Alguns estudos tém como objetivo diferenciar imagens de tecidos normais e anormais,
enquanto outros classificam os tecidos em relacdo a determinado grau de uma doenca,
havendo a possibilidade de identificar uma imagem dentro de uma variedade de subcategorias
patologicas. Cada patologia possui caracteristicas unicas, decorrentes das diferencas entre as
estruturas dos tecidos e células de cada 6rgdo, além de existir diferentes técnicas de aquisicao
dessas imagens. Portanto, trabalhos com imagens histoldgicas se tornam mais complexos do
que outros com diferentes tipos de imagens médicas, como é o caso das imagens radioldgicas,

por exemplo [Lei He et al. 2012].

! Retirada de material celular ou de um fragmento de tecido de um ser vivo para fins de diagnéstico.
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Destacamos a seguir, exemplos de trabalhos com imagens histoldgicas, ilustrando o cenario
geral dos objetivos de estudo neste campo. Algo que merece destaque € que os trabalhos com
cancer (neoplasias) aparecem com grande frequéncia entre os estudos de segmentacgéo e novas

propostas de aperfeicoamento da representacdo de imagens histoldgicas.

Com o objetivo de representar imagens histoldgicas de uma forma que as informagdes dos
corantes utilizados na aquisicdo das imagens fossem extraidos em forma de intensidade de
pixel, Ruifrok e Johnston [2001], propuseram o método deconvolucdo de cor (color
deconvolution), comumente utilizado em trabalhos com imagens histoldgicas. Os trabalhos de
Veillard et al. [2013] e Wang [2011], sdo exemplos de trabalhos que utilizam o método
deconvolugdo de cor para representar imagens a partir das informagfes dos corantes
utilizados. Devido ao seu uso frequente em histopatologia digital, Van der Walt et al. [2014],
implementaram o método deconvolucdo de cor na biblioteca de processamento de imagens
scikit-image, na forma de espaco de cor, 0 HED, que € constituido por trés canais de cor, que
armazenam as informag0es dos corantes Hematoxylin, Eosin e Diaminobenzidina (DAB).

Gavrilovic et al. [2013], propuseram um método para decomposicdo de cores em imagens
histoldgicas para representar as imagens adquiridas com diferentes corantes (H&E, H&H e
G&G), de forma que cada pixel da imagem possua uma intensidade adequada a estrutura
bioldgica a qual faz parte. Entre as técnicas utilizadas estdo: deconvolucao de cor (de Ruifrok
e Johnton [2001]) e a criacdo de modelos matematicos para transformacao de intensidade de
pixels. Segundo os autores, 0 método proporciona uma relevante melhoria na representacéo

das imagens histoldgicas.

Zarella et al. [2015], apresentaram um trabalho com objetivos parecidos aos de Gavrilovic et
al. [2013]. Eles propuseram um método para melhorar a qualidade de representacdo das
imagens coradas em H&E, padronizando a representacdo colorida de imagens histoldgicas. O
método realiza um mapeamento e indica a probabilidade de cada pixel fazer parte de uma
determinada estrutura biologica da imagem. Este trabalho utilizou um conjunto de dados com
44 imagens histologicas com cancer de mama. Os pixels foram classificados em quatro
diferentes classes, equivalentes as estruturas bioldgicas da imagem, obtendo para cada classe,
acurécias de 56%, 95%, 92% e 76%, na atribuicdo da cor adequada para cada pixel. Segundo
0s autores, os resultados sdo bons e esta técnica semiautomatica pode auxiliar na identificacdo

de estruturas biologicas e ajudar a calibrar a coloracéo de laminas de tecido com problema.

Entre os trabalhos com propostas de segmentacdo, Wang [2011] propés um método de
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segmentacdo de estruturas bioldgicas em imagens histologicas de céncer no pulmao. O
objetivo primordial do trabalho foi criar um novo marcador automético de segmentacdo de
estruturas biologicas. A avaliacdo do sistema foi realizada através de dois conjuntos de dados,
um formado por imagens coradas em H&E (9 imagens), atingindo 80% de acurécia, e outro
formado por imagens coradas em IHC (também 9 imagens), atingindo 78% de acuracia. Entre
0s métodos computacionais utilizados neste trabalho destacam-se: deconvolucdo de cor,

operadores morfologicos e manipulacéo de histogramas.

Mouelhi et al. [2013], apresentaram um método de segmentacdo de células de imagens de
secOes histoldgicas do tecido da mama, para auxilio ao diagndéstico de cancer de mama. Entre
0s métodos utilizados no trabalho estdo a segmentacdo por divisor de aguas (watershed),
reconhecimento de borda, Multilayer Neural Network (MNN) e Fisher's linear discriminant
(FDL). O conjunto de dados utilizado contou com 480 imagens histologicas da mama e o
resultado obtido foi uma segmentagdo com 97,8%, em comparagdo a avaliacdo feita por
patologistas.

Em relacdo aos trabalhos com o foco na classificacdo de patologias, Tabesh et al. [2007],
apresenta um sistema de apoio ao diagndéstico de cancer de prostata. A avaliacdo do trabalho é
realizada com dois conjuntos de dados distintos, ambos com imagens coradas em H&E. Um
conjunto de dados foi formado por 367 imagens (com imagens onde a area de cancer
equivalente entre 5% a 100% de toda a imagem) e outro conjunto de dados foi formado por
268 imagens (onde a area de cancer equivalia a no minimo 80% de toda a area da imagem).
Os resultados alcancados para cada um dos conjuntos de dados foram de 97% e 81% de
acuracia, respectivamente. Entre os métodos utilizados destacam-se: filtros gaussianos,
descritores de cor, morfologia e textura, além dos classificadores KNN (k-Nearest Neighbors)
e SVM (Support Vector Machines).

Sharma et al. [2012], apresentaram um método de consulta de similaridade entre imagens
histologicas. Tal método utiliza a teoria dos grafos para extrair caracteristicas das imagens.
Neste trabalho foram utilizados quatro conjuntos de dados. O primeiro conjunto de dados com
70869 imagens (64x64 pixels), o segundo conjunto de dados com 27596 imagens (128x128
pixels), o terceiro conjunto de dados com 9132 imagens (256x256 pixels) e 0 quarto conjunto
de dados com 2485 (512x512 pixels), sendo todos os conjuntos de dados constituidos de
imagens de cancer na mama. O meétodo obteve resultado de 67% de acuracia, o que, segundo

o0s autores, equivaleu a uma melhora de 81% em relacdo ao resultado obtido em métodos
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anteriores, baseados em informacdes de histogramas.

Miranda et al. [2012] propuseram um método de classificagdo de imagens histologicas de
cancer no colo do uterino. O objetivo do trabalho foi promover o apoio ao diagnostico
realizado pelos patologistas. O método visou classificar as imagens em trés possiveis classes
(C1, C2, e C3). As técnicas de segmentacgdo e pré-processamento utilizadas foram: operadores
morfolégicos, teoria dos grafos (modelo de Voronoi) e limiarizagdo automatica. Entre as
caracteristicas extraidas estdo: entropia, taxa de ocupacgéo de pixels e média de grau. Por fim,
a classificacdo foi realizada por método de aprendizado por agrupamento (clustering),
apresentando o resultado de 73% acuracia em testes realizados com um conjunto de dados
formado por 144 imagens, rotuladas em trés diferentes classes.

No trabalho de Mathur et al. [2013], realizou-se a classificacdo de globulos brancos em
relacdo cinco possiveis classes (basophils, eosinophils, lymphocytes, monocytes, neutrophils).
A segmentacdo foi realizada através da conversdo de espago de cores RGB (espago de cor
Red-Green-Blue) para HSV (espago de cor Hue-Saturation-Value), além de segmentacdo
automatica e operadores morfoldgicos como filtros. As caracteristicas utilizadas basearam-se
em informacdes de forma, textura, e descritores de nucleos. Por fim, a classificacdo foi
realizada com o classificador Naive Bayes, obtendo um resultado de 92% de acuracia, em um
teste realizado com um conjunto de dados de 267 amostras (80% como conjunto de
treinamento e 20% como conjunto de teste).

Sirinukunwattana et al. [2014], realizaram um trabalho de deteccéo e classificacdo de células
em imagens histologicas da mama, diferenciando células mitéticas de ndo mitéticas. Segundo
0s proprios autores, esta é uma tarefa dificil, dada a variabilidade das estruturas bioldgicas nas
imagens, fazendo com que a automacédo proposta fosse importante para 0 processo posterior
de identificacdo de cancer de mama. As principais técnicas utilizadas foram: Limiarizago
simples, crescimento de regides, identificacdo de borda e filtros gaussianos. A etapa de
classificagdo foi realizada com redes neurais, obtendo-se, como melhor resultado, 86% de
acuracia. A avaliacao foi realizada através da divisao de 10 subconjuntos de treinamento/teste
(validacéo cruzada 10-fold) sendo utilizado um conjunto de dados com 50 imagens oriundas

de um banco de dados publico, validado pela comunidade cientifica.

Por fim, ainda citamos o trabalho de Schochlin et al. [2014], que propds um classificador
chamado de nuclear circularity-based classifier, desenvolvido especificamente para o auxilio

da tarefa de identificacdo de melanoma (cancer de pele) através da classificacdo de duas
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classes de células (cell melanoma e desmoplastic melanoma). Este trabalho apresenta 88,9%
de acurécia, utilizando um conjunto de dados com 18 imagens. Entre os métodos que
compdem o sistema destacamos a limiarizacdo automatica, deconvolucdo de cor na etapa de

segmentacdo dos nucleos e a utilizacdo das caracteristicas: circularidade e raio.

2.2  Analise de Imagens Digitais Histologicas Renais

No que diz respeito a quantidade de trabalhos com imagens histoldgicas renais, o cenario ndo
é muito diferente dos trabalhos com imagens histoldgicas de outros 6rgdos. As propostas mais
comuns neste campo estdo voltadas ao estudo de métodos para resolucdo de problemas de

identificacdo de neoplasias. Os trabalhos apresentados a seguir comprovam essa afirmacao.

Isitor e Thorne [2007] utilizaram técnicas de segmentacdo por pixel e textura, com o objetivo
de estabelecer um ponto de referéncia para a identificacdo rapida de multiplicacdo de células
em imagens histologicas renais de mamiferos, estudando assim, a evolugéo celular de tecidos

suino, bovino, de ratos e humanos.

Kothari et al. [2011], apresentaram um sistema de extracdo de caracteristicas de diferentes
imagens de cancer renal para auxiliar no diagnéstico. As caracteristicas possibilitaram que os
patologistas classificassem as imagens entre seis tipos de cancer renal, utilizando um conjunto
de dados com 58 imagens. Em um trabalho similar, Kothari et al. [2013] propuseram um
método automatico de identificacdo e classificacdo de imagens histologicas de tumores renais,
superando e complementando os modelos propostos anteriormente, conseguindo exatiddo
maxima de 77% em um teste realizado com 151 imagens de quatro diferentes tipos de cancer
renal. Entre os principais métodos utilizados estdo a segmentacdo por mascara de cor,

descritores de forma e textura e o classificador SVM.

Stewart et al. [2014], propuseram um método computacional para diferenciar dois tipos de
tumores renais, o chromophobe renal cell carcinoma e renal oncocytoma. Estes tumores,
segundo os autores, apresentam caracteristicas confusas utilizando métodos histopatolégicos
convencionais. O sistema proposto atingiu resultados finais de 86% de sensibilidade e 81%
especificidade, utilizando um conjunto de dados formado por amostras extraidas a partir de 88

pacientes.

Tae-Yun Kim et al. [2014] aplicaram métodos de analise de textura tridimensionais para a

extracdo de caracteristicas contidas em imagens de células do tecido renal com o propdsito de



Capitulo 2 Histopatologia Digital 24

facilitar o processo de identificacdo de carcinomas pela observagéo visual dos patologistas.

Por fim, em relacdo aos trabalhos com imagens histologicas renais que ndo tratam de
neoplasias (cancer e tumores), pode-se citar Cui et al. [2012], que realizaram uma
comparacdo de imagens renais histologicas e tomograficas com o objetivo de melhorar a
compreensdo e reconhecimento de novas categorias de tumores renais, e Herrmann et al.
[2012], que propuseram um método semiautomatico de quantificagdo de células epiteliais de
glomérulos, as quais representam um importante papel na funcdo glomerular. Esta anélise
semiautomatica de quantificacdo produziu um marcador valido e sensivel para o estudo de

dano glomerular.

2.3 Propostas Similares ao Trabalho Atual

O trabalho de revisdo de Gurcan et al. [2009] ratifica a importancia de pesquisas que
proponham sistemas de analise automatica de imagens histoldgicas. Tanto os pesquisadores
de analise de imagens quanto patologistas reconhecem a importancia de serem desenvolvidos
métodos automaticos de andlise de imagens cada vez mais eficientes e precisos, ndo apenas
com foco em aplicacfes clinicas, mas também objetivando pesquisas cientificas. H4 uma
vasta quantidade de trabalhos de andlise histoldgica para cada etapa de sistemas de anélise de
imagens (aquisicdo, pré-processamento, segmentacdo, extracdo de caracteristicas e

classificacdo).

Como se pdde perceber nos trabalhos citados nas secdes 2.1 e 2.2, a maioria dos trabalhos
com imagens histoldgicas, realizados até o momento e disponiveis na literatura, estéo
voltados para a deteccdo de neoplasias malignas, tendo como principais objetivos a melhoria

no processo de representacao, segmentacao e (ou) classificacdo de imagens.

Os trabalhos de aquisicdo e pré-processamento tem como principal objetivo melhorar a
representacédo digital das imagens histoldgicas e proporcionar métodos eficazes de eliminacéo
de ruidos. Entre os trabalhos propostos destacam-se os métodos de representagdo em cores
(deconvolucéo de cor), modelagem 3D, operacdes entre espagos de cor (RGB, HSV e outros),
suavizacdo, reducdo de ruido e aperfeicoamento de bordas [Gurcan et al. 2009; Belsare e
Mushirif, 2012].

Os trabalhos de segmentacdo visam extrair determinadas estruturas bioldgicas dos tecidos e

s&o motivados pela necessidade de se realizar a contagem de nucleos ou observacdo particular
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das estruturas. Os trabalhos de segmentacdo de células, em especial, sdo bastante numerosos.
Uma justificativa para tal quantidade € o fato do processo de segmentacdo ser uma etapa

prévia e de essencial importancia para as etapas de extracdo de caracteristicas e classificacéo.

Entre os principais métodos computacionais utilizados para segmentar as células destacam-se:
Limiarizacdo de Otsu, operacbes morfologicas de filtragem e reconstrucdo, laplaciano de
gaussiano, métodos de aprendizado por agrupamento (clustering), teoria dos grafos,
segmentacdo por divisor de aguas e varios outros. Apesar de serem utilizadas varias técnicas
nos processos de segmentacédo, a principal motivacdo dos trabalhos encontrados foi oferecer
suporte a sistemas de apoio ao diagnostico de cancer [Gurcan et al. 2009; Meijering, 2012;
Belsare e Mushirif, 2012; Irshad et al. 2014].

Em relacdo a etapa de extracdo de caracteristicas, 0s recursos uteis para classificacdo de uma
determinada patologia sdo inspirados, geralmente, pelos dados visuais definidos pelos
proprios patologistas. No entanto, como a capacidade humana de interpretacdo e compreenséo
de imagens é diferente da capacidade de um computador, assim como o0 modo como as
imagens sdo representadas na mente humana sdo diferentes da representacdo digital (matrizes
e pixels), em varios casos, se faz necessaria a procura por diferentes caracteristicas
(marcadores) que elevassem a capacidade computacional de interpretacdo [Gurcan et al.
2009]. Segundo Belsare e Mushirif [2012], em um ambito mais amplo, as técnicas presentes
na literatura utilizadas na extracdo caracteristicas concentram-se nos aspectos de cor,
morfologia, textura, intensidade de brilho e outras diversas informag6es, especificas ao

dominio do problema.

Para a etapa de classificacdo existem trabalhos com classificadores classicos (redes neurais,
SVM, kNN e sistemas fuzzy) ou exclusivamente desenvolvidos para a resolucéo de problemas
especificos. A escolha de um classificador pode variar de acordo com a quantidade de
amostras, caracteristicas, ou especificacdes do problema. Os trabalhos de classificacdo de
imagens histologicas estdo centrados desde a identificagdo de um tipo de célula ou estrutura,
até a identificacdo e classificacdo de uma patologia, sendo encontrados casos de classificacao
binaria e multiclasse. Além disso, pode-se destacar que é comum tanto abordagens de
aprendizado supervisionado, quanto aprendizado ndo supervisionado [Gurcan et al. 2009;
Belsare e Mushirif, 2012; Irshad et al. 2014]. Adicionalmente, Lei He et al. [2012] ratificam a
grande incidéncia de trabalhos com foco na identificacdo e classificacdo de carcinomas,

apresentando uma revisdo de trabalhos com esse carater. Os principais érgdos (ou regides)
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estudados nos trabalhos de classificacdo de carcinomas sdo pulmao, prostata, mama e colo

uterino.

Por fim, com base em todos os trabalhos citados nas sec¢fes 2.1 e 2.2, além dos levantamentos
de Gurcan et al. [2009], Lei He et al. [2012], Belsare e Mushirif [2012], e Meijering [2012],
que apresentam revisdes completas sobre os trabalhos com imagens histolégicas com
diferentes 6rgdos, métodos e objetivos, bem como de Irshad et al. [2014], que sdo mais
especificos e realizam o levantamento de trabalhos que utilizam especificamente imagens
coradas com Hematoxylin e Eosin (H&E), constatamos a grande caréncia e até inexisténcia de
trabalhos que se assemelhem ao que serd apresentado neste texto no que diz respeito ao
objetivo de classificar imagens histolégicas renais de glomérulos quanto a presenca de

glomerulopatias.

A Tabela 2.1 resume detalhes de alguns dos principais trabalhos publicados entre os anos de

2012 e 2015, e tem como objetivo a classificacdo de imagens histoldgicas.

Tabela 2.1: Resumo de trabalhos similares ao PathoSpotter

Tamanho do
Autores Objetivo conjunto de Métodos Acurécia
dados
Miranda et al Classificagdo de . Iail\r;;;zrrlfi?ggugzr
' Cancer no colo 144 imagens P ’ 73%
[2012] . morfoldgia, grafos
uterino
e agrupamento.
Redes neurais,
Deteccio e I|m_|ar|za(;ao
. S simples,
Sirinukunwattana classificacdo de . .
. ; 50 imagens crescimento de 86%
etal. [2014] células em imagens -
P regides, detector de
histol6gicas da mama -
borda e filtros
gaussianos.
Limiarizacéo
. Identificagdo de automatica,
Schéchlin et al. - . deconvolugdo de
cancer de pele 18 imagens - 88,9%
[2014] cor e classificador
(melanoma) .
criado para esta
tarefa.
SVM, segmentacéo
Kothari et al. Classificacdo de . por mascara de cor, 0
[2013] cancer Renal 151 imagens descritores de 7%
forma e textura.
Naive Bayes,
descritores de
Mathur et al. Classificacdo de 287 amostras de forma e textura, 92%
[2013] glébulos brancos 237 imagens morfologia,

conversdo de
espaco de cor.
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Além dos trabalhos citados na Tabela 2.1, as revisdes de Gurcan et al. [2009], Lei He et al.
[2012], Belsare e Mushirif [2012], Meijering [2012] e Irshad et al. [2014] tiveram papel

fundamental no processo de investigacdo e experimentos de métodos para a construgdo do
PathoSpotter.
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Capitulo 3

Classificacao de Imagens

“O que sabemos é uma gota, 0 que

ndo sabemos é um oceano. ”
-- Isaac Newton
O sistema de visdo humano é extremamente complexo e nos permite distinguir com grande
precisdo diferentes objetos, estruturas e pessoas em nossa volta. A visdo computacional, por
sua vez, € um campo de pesquisa que se propbe a simular o sistema de visdo humano, e tem
como principal objetivo extrair dados através de fotos ou videos e transforma-los em
informacdo util, melhorando processos, reconhecendo pessoas ou objetos e classificando

elementos em problemas de diferentes dominios [Nixon e Aguado, 2008, p.1].

Como exemplos das diferentes aplicagcbes da visdo computacional, podem-se destacar 0s
trabalhos de Danuser [2011] com a extracdo de informacGes para estudo da vida celular;
Meyer e Camargo Neto [2008], com uma ferramenta de auxilio no controle de ervas daninhas
a partir de partes da imagem da planta; Bougouma et al. [2012] que simulam o
comportamento e composicao de cristais simples de MoSe; através de microscopia eletronica,
microscopia Optica e analise de imagens; ou Mtynarczuk et al. [2013] que aplicam técnicas de
analise de imagens na area de geologia, automatizando o processo de classificacdo de rochas.
As aplicacdes se ddo em uma ampla area da ciéncia e tecnologia e esta fora do escopo deste
texto fazer um apanhado geral sobre as aplica¢des da visdo computacional.

Os sistemas de visdo computacional, em casos mais especificos, sdo utilizados como sistemas
de classificagdo de imagens, como é o caso do PathoSpotter. A seguir, descreveremos como
funcionam estes sistemas destacando quais as técnicas que serviram de base para a construcéo
do PathoSpotter.

3.1 Sistemas de Classificacdo de Imagens

A arquitetura tipica dos sistemas de classificacdo de imagens possui etapas basicas, as quais

podem ser visualizadas mais especificamente por Gonzalez e Woods [2006, p.48] e de



Capitulo 3 Classificagdo de Imagens 29

maneira mais resumida por Pedrini e Schwartz [2008, p.4] em:
1. Aquisigéo;
2. Pré-processamento;
3. Segmentacéo;
4. Extracdo de caracteristicas;
5. Classificacao.

Além das etapas acima, existe ainda a etapa de avaliacdo da qualidade do classificador, a qual
ndo € parte do classificador em si, mas serve para validar sua operacdo dentro do dominio em

que esta sendo usado.

A seguir, detalhamos as etapas que compdem um sistema de classificacdo de imagens, além
de apresentar os respectivos métodos utilizados em cada etapa do sistema PathoSpotter.
Adicionalmente, apresentamos as métricas e métodos de avaliacdo utilizados no processo de

avaliacéo do classificador usado no sistema PathoSpotter.

3.1.1 Aquisicao

Uma imagem é compreendida pelo computador como um conjunto de dados discretos
representados através de informacdes de espaco e intensidade [Solomon e Breckon, 2011].
Outra forma de compreender a representacdo computacional de uma imagem é como uma
funcdo de intensidade luminosa, denotada por f(x,y), cujo valor nas coordenadas espaciais
(x,y) fornece a intensidade (ou o brilho) da imagem naquele ponto. Uma imagem digital é
representada por meio de uma matriz bidimensional, na qual cada elemento da matriz € um
pixel. A intensidade de brilho de cada pixel varia em uma um intervalo de valores inteiros,
por exemplo, de 0 a 255 que é faixa usada para representar 256 niveis de cinza com 1 byte
[Pedrini e Schwartz, 2008, p.3].

Em um sistema de classificagdo de imagens, o processo de aquisicdo de imagens trata da
captura de uma imagem por meio de um dispositivo ou sensor e a conversao dessa imagem
para uma representacdo digital [Nixon e Aguado, 2008, p.1]. A representacdo de uma
imagem em nivel de cinza, por exemplo, é realizada através de uma matriz Unica. Ja para
representar uma imagem colorida, na qual o espectro completo de cor possa ser representado,

€ necessario tratar a imagem como um conjunto de dados formado pela combinacdo de
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diferentes matrizes de intensidade de cor [Solomon e Breckon, 2011, p.2].

3.1.2 Pré-processamento

A etapa de pré-processamento, também chamada de aperfeicoamento (enhancement) tem o
objetivo de reduzir ou eliminar imperfeicGes e ruidos presentes nas imagens, geralmente
oriundos da etapa de aquisi¢cdo [Pedrini e Schwartz, 2008, p.4]. Os principais métodos
utilizados com o intuito de aperfeicoar as imagens envolvem testes com espacos de cores,
técnicas de manipulacdo de histogramas, aplicacdo de filtros e operacGes morfoldgicas,
operacdes estas que podem ser utilizadas em diferentes etapas de um sistema de classificacao

de imagens [Petrou e Petrou, 2010, p.293].

Os espacos de cores possibilitam diferentes representacdes das imagens. Gonzalez e Woods
[2006, p. 423] definem que espaco de cor € uma especificacdo de um dado sistema de
coordenadas, em que cada cor é representada por um simples ponto. Existem diferentes
espacos de cor, e talvez um dos mais populares seja 0 RGB, no qual a cor de cada pixel é
representada pela combinacdo linear das cores de base (Red, Green e Blue). Outro exemplo de
espaco de cor € o HSV, que representa uma imagem a partir das informacdes de tonalidade,

saturacdo e intensidade (Hue, Saturation e Value) [Gonzalez e Woods, 2006, p. 423].

A realizacdo de conversao entre espacos de cores € uma tarefa de pré-processamento comum
em trabalhos da area de histopatologia digital, sendo realizada com o objetivo de auxiliar as
etapas de segmentacdo ou extracdo de caracteristicas [Gurcan et al. 2009]. Mathur et al.
[2013] realizaram a conversdo de imagens histologicas de RGB para HSV com o foco na
etapa de segmentacdo e Lei He et al. [2012] destacam a conversdo entre espacos de cor
como a operacao que antecede a extracdo de caracteristicas de cor (em forma de intensidade
de brilho em uma determinada regido).

Dentre os mecanismos utilizados para observar dados em imagens, o histograma se destaca
como uma ferramenta atil. O histograma de uma imagem é uma funcdo discreta, formada
atraveés da contagem do numero de pixels, da imagem, que possuem um determinado valor de
intensidade de cinza. O gréafico gerado a partir dessa funcdo, que descreve a quantidade de
pixels por nivel de cinza, é o histograma [Petrou e Petrou, 2010, p. 367; Pedrini e Schwartz,
2008, p.104]. A Figura 3.1 ilustra um histograma de uma imagem considerada ruim (a) e uma
imagem boa (b) [Petrou e Petrou, 2010, p.367]:
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Figura 3.1: Histograma de uma imagem com distribui¢do de intensidade de pixels ruim (a) e histograma de uma

imagem com boa distribuicdo de intensidade de pixels. Fonte: Petrou e Petrou [2010, p. 367].

As operacGes de manipulacdo de histogramas servem para melhorar ou enfatizar uma
determinada regido de uma imagem. Dois exemplos comuns de operac¢des de manipulacdo de
histogramas sdo a equalizacdo e o realce logaritmico. A equalizacdo também €é conhecida
como expansdo de histograma e é uma operacdo que modifica a imagem original em uma
nova imagem com distribuicdo de nivel de cinza mais uniforme. A equalizacdo pode
aperfeicoar uma imagem evidenciando regibes com baixa intensidade de pixels [Pedrini e
Schwartz, 2008, p. 109]. A figura 3.2 ilustra o processo de equalizacéo do histograma de uma

imagem, antes (a) e apds (c) a realizacdo da equalizagéo.
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Figura 3.2: Equalizacdo de histogramas. Imagem ruim (a,b) image melhorada (c,d). Fonte: Petrou e Petrou
[2010, p. 371].
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O realce logaritmico substitui o valor de cada pixel da imagem pelo seu logaritmo, o que
resulta em um realce maior nos pixels de menor intensidade de brilho (regides mais escuras)
[Pedrini e Schwartz, 2008, p. 110]. A Figura 3.3 mostra o resultado da aplicacdo do realce

logaritmico em uma imagem.

Figura 3.3: Imagem com o realce logaritmico (a) e imagem original (b) Fonte: Pedrini e Schwartz [2008, p.110].

Além das operacfes de manipulacdo de histogramas, que de modo geral, operam pixel por
pixel, destacamos também as operacGes de filtragem, mais especificamente, os filtros de

suavizacdo, que sao utilizados para eliminar ruidos.

O processo de filtragem, na prética, pode ser realizado através da operacdo de convolucao,
que se trata de uma operagdo onde uma matriz H, conhecida comumente como méscara de
convolugdo, é operada com outra matriz M, que se trata da imagem sobre a qual se deseja

realizar a filtragem [Davies, 2012, p.32; Burger e Burge, 2009, p.107].

Os dois tipos mais comuns de filtros de suavizacdo sdo os filtros de média e mediana. No
filtro de média a mascara de convolucdo é aplicada a imagem original percorrendo toda a
imagem. A cada iteracdo, calcula-se a média dos valores dos pixels referentes a regido da
mascara de convolucdo e atribui-se o valor de média encontrada ao pixel referente a posicdo
central da imagem operada. O filtro de mediana, por sua vez, reduz o efeito de bluring
(embacamento de informagBes de curvas e linhas) e preserva as informacdes de bordas
porventura presentes na imagem, o que nao ocorre no filtro de média. No filtro de mediana os
valores da mascara de convolugdo sdo ordenados e o valor médio encontrado é atribuido ao
pixel referente a posicdo central da imagem operada [Petrou e Petrou, 2010, p.326; Davies,
2012, p.43].
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3.1.3 Segmentacgéo

A etapa de segmentacao é a etapa que tem como objetivo a extracdo de uma regido especifica
da imagem, como a separacdo de um ou varios objetos em relacao ao seu fundo (background).
De modo geral, esta etapa resulta em uma imagem binarizada, que possui apenas dois
possiveis valores de pixels, branco na regido equivalente do objeto e preto na regido do fundo.
A Figura 3.4 ilustra o histograma ideal para a realizagdo da segmentacdo de uma imagem, na

qual se percebe que ha duas classes claramente definidas [Davies, 2012, p.83].

f(h)

Threshold
value

Figura 3.4: Escolha do limiar de segmentagdo. Fonte: Davies [2012, p.86.].

Devido a diversidade de imagens, nem sempre o limiar de segmentacdo (threshold) utilizado
para separar as classes de pixels de uma imagem é facilmente encontrado. Destacamos a
seguir alguns dos métodos utilizados no PathoSpotter para realizar a segmentacdo das areas de

interesse através da definicdo de um limiar adequado:
e Limiarizacdo simples
e Limiarizacdo automatica de Otsu (Otsu thresholding)
e Segmentacdo por divisor de aguas (watershed)
e Crescimento de regides (region growing)

Na limiarizagdo simples escolhe-se um limiar de segmentacdo manualmente, com a

observacao do histograma e testes com diferentes valores de limiar.

No caso da limiarizacdo automética, um dos métodos mais comuns e eficientes sdo 0s
métodos de Otsu, global e local. Na limiarizagdo automatica de Otsu global admite-se que

uma imagem possua duas classes de pixels, entdo se encontra um limiar que minimize a
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variancia dentro de cada uma dessas classes. Por fim, utiliza-se como limiar, a soma
ponderada dos limiares de cada classe. O limiar utilizado para segmentar a imagem pode ser
descrito por: t = (u1+ p2)/2, sendo t igual ao limiar. A Limiarizacdo de Otsu local é realizada
de maneira similar, com a diferenca que se aplica 0 método de Otsu em regides da imagem
(localmente), calculando assim um limiar de segmentacdo para cada regido especifica da
imagem [Pedrini e Schwartz, 2008, p.187; Nixon e Aguado, 2008, p.78; Davies, 2012, p.95].

O meétodo de segmentacdo por divisor por aguas (watershed) propGe uma abordagem
morfolégica para o problema de segmentacdo de imagens, interpretando estas como
superficies em que cada pixel corresponde a uma posicéo, e os niveis de cinza determinam as
altitudes. A partir desta nocédo, deseja-se entdo identificar bacias hidrograficas, definidas por
minimos regionais e suas regides de dominio. Um dos problemas encontrados ao utilizar a
segmentacdo por divisor de aguas € sua suscetibilidade a ruidos. O ruido pode fazer com que
regides indesejadas sejam segmentadas, algo que também é conhecido como segmentacdo
excessiva (over segmentation) [Preim e Botha, 2014, p.129]. A Figura 3.5 ilustra o0 processo
de segmentacdo por divisor de aguas, mostrando 0s pontos minimos encontrados na

superficie.
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Figura 3.5: Método de segmentacdo por divisor de aguas. Fonte: Hahn [2005] apud Preim e Botha [2014,
p.129].

O método de segmentacdo baseada em crescimento de regides é um metodo pelo qual pontos
apresentando propriedades similares (valor de intensidade de pixel, por exemplo) séo
agrupados para formar uma regido. O caso mais simples para se aplicar esse método de
segmentacdo € em imagens binarias (com pixels de valor true ou false). Neste procedimento,
pixels que possuem um vizinho com valor de intensidade de pixel diferente, sdo considerados
como pixels que compde a borda da regido, caso contrario, onde sua vizinhanga possua 0

mesmo valor de intensidade, esse conjunto de pixels é selecionado como parte integrante da
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regido [Pedrini e Schwartz, 2008, p.196; Preim e Botha, 2014, p.141].

Por fim, um conjunto de operacfes que podem ser utilizadas tanto na etapa de segmentacéo
guanto no pré-processamento e extracdo de caracteristicas sdo as operacdes morfologicas
[Miranda et al. 2012]. Em geral, as operacGes morfologicas sao realizadas com uma imagem
proveniente da operacdo de limiarizagdo (imagens binarizadas) [Sonka et al. 2006, p.682]. As
operacOes morfologicas fundamentais sdo a dilatacdo e a erosdo. A dilatacéo é a expansédo de
um conjunto de pixels ligados pela vizinhanca e a erosao por sua vez € o contrario, a reducao
dos pixels [Dougherty, 2009, p.275]. As Figuras 3.6 e 3.7 exemplificam as operacOes
morfolégicas de dilatacdo e erosdo, respectivamente.

- =j=]=]=l=]=

Figura 3.6: Exemplo de dilatacdo. Fonte: Dougherty [2009, p. 276.]

=4

Figura 3.7: Exemplo de erosdo. Fonte: Dougherty [2009, p. 278.]

As operacbes morfologicas de dilatacdo e erosdo sdo as operacdes morfologicas
fundamentais, a partir das quais as demais operagdes morfologicas sdo implementadas. A
operacdo de fechamento, por exemplo, é definida pela dilatacdo seguida da erosdo
[Dougherty, 2009, p.281]. Em uma operacédo de reconstru¢do morfoldgica, se assumimos que
uma forma deve ser reconstruida deve-se utilizar uma imagem referéncia, a partir da qual se
realiza a reconstrucdo. Na reconstrucdo morfoldgica por fechamento, a imagem utilizada
como referéncia para reconstruir a imagem original € a imagem resultante da operacéo
morfologica de fechamento [Sonka et al. 2006, p. 682; Miranda et al. 2012].
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3.14 Extracdo de Caracteristicas

A etapa de extracdo de caracteristicas, também chamada de etapa de descri¢do, tem como
objetivo a extracdo de propriedades ou dados quantitativos e mensuraveis de uma imagem,
pelos quais um sistema computacional se torna capaz de interpretar, identificar ou classificar

cada imagem que lhe for apresentada [Pedrini e Schwartz, 2008, p.4].

Na etapa de extracdo de caracteristica, a utilizacdo de um determinado método descritor ou
extrator estd diretamente associada ao dominio do problema e ao objetivo do sistema de
classificacdo de imagens. No entanto, apresentamos aqui algumas informacdes relevantes
quando o objetivo da etapa de extracdo de caracteristicas € extrair dados que possam
identificar um objeto.

Através de descritores de bordas podem-se extrair informacgdes (caracteristicas) como:
diametro, perimetro, curvatura, etc. Com descritores de regido pode-se extrair: area,
circularidade, propriedades topoldgicas entre outras [Pedrini e Schwartz, 2008]. Em imagens
histoldgicas, por exemplo, as caracteristicas morfoldgicas, de cor e textura aparecem como as

mais utilizadas [Belsare e Mushirif, 2012].

Um exemplo de método de extracdo de caracteristicas que foi usado neste trabalho é o método
implementado por Van der Walt et al. [2014] chamado de detec¢do de bolhas (blob
detection), que se baseia no método Laplacian of Gaussian [Lindeberg, 1993] para a deteccao

de bolhas em uma imagem.

3.15 Classificacéo

A classificacdo € a etapa que agrupa ou rotula adequadamente uma amostra dentro de um
conjunto de possiveis classes pré-definidas. Os dados de entrada da etapa de classificacdo sdo
dados quantitativos, oriundos da etapa de extracdo de caracteristicas, comumente
representados na forma de vetores de caracteristicas. Problemas de classificacdo, geralmente,
sdo aqueles cujas possiveis classes existentes possuem carater qualitativo, diferente do que
ocorre em problemas de regressdo linear, cujos possiveis resultados de classificacdo séo
quantitativos [Pedrini e Schwartz, 2008, p.397; James et al. 2013, p.28].

O proposito de um sistema de classificacdo de imagens tipico para diagnéstico de cancer pode
ser classificar cada amostra (imagem) como saudavel (0) ou neoplasica (1). Um exemplo de

regressao linear pode ser um sistema de predicao de precos de casas, levando em consideracéo
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um conjunto de dados que contem informagdes sobre localiza¢do, tamanho do terreno e prego
de casas vizinhas. [Conway e White, 2012, p.62; James et al. 2013, p.129].

O modelo mais simples de classificacdo é por meio de uma Unica caracteristica com decisao
através de uma estrutura condicional simples: isto ou aquilo. Porém, boa parte dos problemas
do mundo real requer a extracdo de mais de uma caracteristica. Logo, se faz necessaria a
utilizacdo de modelos de classificacdo mais sofisticados. O campo de estudo do Aprendizado
de Maquina é uma area que possui uma grande intersecdo com a visdo computacional,
propondo diversos modelos de classificadores tanto para a resolucdo de problemas de
classificacdo binéria (duas classes) quanto classificacdo multiclasse (com mais de duas
classes) [James et al. 2013; Dean, 2014, p.64].

Como exemplo de classificador, citamos um dos algoritmos de classificacdo mais simples, o
algoritmo de k vizinhos mais proximos ou k-Nearest Neighbors (KNN). O KNN é um
algoritmo de classificacdo baseado em medidas de distancia. Para tomar uma decisdo, 0 kNN
calcula os k vizinhos mais proximos de uma amostra desconhecida, dessa forma utiliza um
conjunto de dados previamente rotulados (classificados) para classificar uma amostra
desconhecida [James et al. 2013, p.151; Kirk, 2015, p.17]. A Figura 3.8 ilustra o processo de
classificacdo do KNN em um espago de caracteristicas simples contendo 6 amostras, trés
rotuladas como Good e 3 rotulados como Bad, e uma amostra desconhecida, a qual se deseja
classificar. Neste caso, se o valor de k fosse igual a 3 (quantidade de vizinhos a ser
analisados), a amostra desconhecida seria classificada como Bad, pois das trés amostras mais
préximas da amostra desconhecida, duas sdo Bad e uma é Good. Dependendo da escolha do
valor de k, o resultado da classificacdo da amostra desconhecida poderia ser alterado. Ainda
no exemplo da Figura 3.8, caso o valor de k fosse 1, por exemplo, a amostra desconhecida
seria classificada como Good, pois o0 vizinho mais préximo da amostra desconhecida é uma

amostra rotulada como Good.
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Figura 3.8: Algoritmo de classificagdo KNN. O circulo maior, em negrito, diz respeito a um dado espacgo de
caracteristicas. Os circulos em verde correspondem as amostras Good, os tridngulos sdo as amostras Bad e na
forma de quadrado (em azul) encontra-se uma amostra desconhecida, a qual deseja-se classificar. Fonte: Kirk
[2015, p.26].

Podemos afirmar que este classificador € um algoritmo baseado em aprendizado
supervisionado, pois utiliza uma base de dados ja rotulados para classificar dados de classes
desconhecidas. E um método que funciona bem para dados com sensibilidade de distancia,
por outro lado, sofre com problemas de dados com alta dimensionalidade [Kirk, 2015, p.22].
Em relacdo a aplicacdo do kNN em trabalhos especificos da area de histopatologia digital, ele
é apontado por Belsare e Mushirif [2012] como uma estratégia comum entre os trabalhos com

imagens histoldgicas.

Sistemas de aprendizado automatico também podem utilizar como estratégia de classificacéo
0 método de regressdo logistica. O objetivo geral de uma regressdo logistica é encontrar uma
funcdo que discrimine duas ou mais classes de amostras. Na regressdo logistica, a etapa de
treinamento dos dados é o processo de ajuste da curva (funcdo) que melhor discrimine os
dados. As vantagens da utilizacdo de uma regressao logistica séo sua facil implementacéo, o
fato de utilizar pouco recurso computacional e ser de simples compreensdo. Como pontos
negativos estdo a baixa acurécia, quando comparada a algoritmos de classificacdo (como o
KNN) [Harrington, 2012, p.83].

No caso de problemas de classificacdo binaria (duas classes), o resultado da funcdo de

classificacdo deve ser 0 ou 1. Na regressdo logistica, para se obter resultados € utilizada a
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funcdo sigmoid, dada pela Equacdo 3.1. Independente dos valores de entrada da funcgdo
sigmoid, os valores de saida estardo entre 0 e 1. Na regressao logistica classifica-se os valores
acima de 0.5 como 1, e valores abaixo de 0.5 como 0 [Hackeling, 2014, p.72; Harrington,
2012, p.84].

1
1+e%

a(z) = (3.1)

A variavel de entrada da funcdo sigmoid é z, a qual é obtida pela Equacdo 3.2. O
vetor x sdo as caracteristicas utilizadas na classificacdo e o vetor w, sdo os melhores
coeficientes que tornaré a classificacdo o mais bem sucedida quanto possivel [Harrington,
2012, p.86].

Z = WoXo + W1X1 + WaXa...+ WX (3.2

Para calcular os melhores coeficientes que constituem o vetor w, para isso, se faz necessaria a
utilizacdo de algum método de otimizagdo. O método mais comum de otimizacdo é o
Gradient Ascent, dado pela Equacdo 3.3. O método Gradient Ascent parte da ideia de que
guando se deseja encontrar 0 ponto maximo em uma funcao, a melhor maneira de se mover é

na direcdo de gradiente [Harrington, 2012, p.86].

of gx. y)
8f(x,y) = af(;,y) (3.3)
dy
A funcdo f(x,y) se move em direcéo a x por % e em direcdo a 'y por %’;y) . Isto se explica

pelo fato de que f(x,y) precisa ser diferenciavel em torno dos pontos em que esta sendo
avaliada. O algoritmo de otimizacdo € aplicado aos dados até alcangar alguma condicdo de

parada ou atender a uma determinada margem de tolerancia [Harrington, 2012, p.86].

A Figura 3.9 ilustra um exemplo em que, através da regressdo logistica se encontrou uma

funcdo discriminante para um determinado conjunto de dados (dataset).



Capitulo 3 Classificagdo de Imagens 40

20 1 L} ] T L T ]

10|

X2

. =3 = = 0 1 2 3 4

Figura 3.9: Exemplo de regressdo logistica. A reta em azul é a funcdo ajustada através da regressdo para
discriminar as duas classes de amostras, que sdo ilustradas pelos circulos verdes (Classe 0) e os quadrados

vermelhos (Classe 1). Fonte: Harrington [2012, p.91].

3.1.6 Avaliacao

Ha diferentes métodos utilizados para avaliar um sistema de classificacdo ou ajustar um
determinado parametro. Estes métodos de avaliacdo se adequam ao dominio e especificaces
do problema, e sdo utilizados na escolha de um método em detrimento a outros ou para tornar
um modelo de classificacdo mais confiavel [Japkowicz e Shah, 2011, p.18]. Os métodos de
avaliacdo utilizados no PathoSpotter foram a validagdo cruzada e matriz de confusdo. A partir
desses métodos foram obtidas as métricas de sensibilidade, especificidade, precisdo, acurécia,

recall, taxa de erro e desvio padréo.

Uma matriz de confusdo € uma ferramenta util para analisar o qudo bem um classificador
pode reconhecer amostras de diferentes classes. Dada m classes, a matriz de confusdo é uma
matriz de tamanho m x m. A Figura 3.10 mostra uma matriz de confuséo tipica, um caso de
classificacdo binaria. Nesse caso, a primeira coluna (C,) equivaleria as amostras positivas e a

segunda coluna (C,), as amostras negativas. As linhas da matriz armazenam os resultados da
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classificagéo, falso ou verdadeiro. No melhor dos casos, a matriz possuiria todas as amostras
classificadas, distribuidas na diagonal principal (C1-C; e C,-C;) [Ham e Kamber, 2006, p.361;
Hackeling, 2014, p.77].

Predicted class
C )
Actual class | C; || true positives | false negatives

C, || false positives | true negatives

Figura 3.10: Matriz de confusdo. Fonte: Ham e Kamber [2006, p. 361].

A tupla true positives (t,,s) diz respeito a quantas amostras positivas foram classificadas
corretamente por um classificador, enquanto true negatives (t,.4) contem gquantas amostras
negativas foram classificadas corretamente por um classificador. A tupla false positive (f,,s)
contem quantas amostras negativas foram classificadas incorretamente como se fossem
positivas, enquanto a posicao false negatives (fy.4) contem quantas amostras positivas foram
classificadas incorretamente como se fossem negativas [Ham e Kamber, 2006, p.361].

Algumas importantes métricas de avaliacdo sdo calculadas através da matriz de confuséo:

sensibilidade, especificidade, precisdo, recall e acuracia. As formulas dessas métricas sdo

apresentadas por [Ham e Kamber, 2006, p.361; Harrington, 2012, p.144]:

t
recall = —F>= 3.4
fneg + tpos ( )
precisdao = —tpos (3.5)
tpos + fpos '
t +t
acuracia = =2 (3.6)

tpos + tneg + fpos + fneg

O recall (apresentado na Equacdo 3.4) mensura a fracdo de amostras positivas classificadas
corretamente por um classificador. A precisdo (apresentada na Equacdo 3.5) mensura a fragéo
de amostras negativas classificadas corretamente por um classificador. Por fim, a acuracia
(apresentada na Equacdo 3.6) € a fracdo de numero de amostras classificadas corretamente

pelo nimero de amostras classificadas de maneira equivocada.
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As meétricas de sensibilidade (Equacdo 3.7) e especificidade (Equacdo 3.8) sdo comumente
utilizadas em diagndsticos médicos e também sdo utilizadas para mensurar detalhes
especificos de uma classificacdo. A sensibilidade € igual a precisdo e diz respeito a fracdo de
pacientes com uma dada patologia foram diagnosticados corretamente, por outro lado a
especificidade diz respeito a fracdo de pacientes sem essa determinada patologia foram
diagnosticados corretamente [Ham e Kamber, 2006, p.361; Harrington, 2012, p.144].

ibilidad t-pos (3.7)
sensipllidade = —mmm .
tpos + fpos
ificidad t_neg 38
especiiiciaaade = —mmm .
P fneg + tneg ( )

Outra importante métrica de avaliacdo de classificacdo € a taxa de erro (Equacédo 3.9), descrita
por [James et al. 2013; p.37] como a proporc¢do de erros de classificagdo em um conjunto de

teste qualquer:

n

%Z Iy, #5"). (3.9)
i=1
Na Equacéo 3.9, n representa o numero de amostras classificadas, y indica o resultado obtido
em uma dada classificacdo, y’ indica o verdadeiro resultado das respectivas amostras
classificadas (y). Caso I(yi + y'.) seja verdade o resultado € 1, caso seja falso o resultado é 0.
Harrington [2012, p.24] aponta a taxa de erro como métrica muito comum no processo de

avaliacdo de um modelo de classificacéo.

Outra importante ferramenta de avaliagdo é a validacdo cruzada (cross validation), utilizada
para avaliar um modelo de classificagdo de maneira mais robusta e confiavel, além de também

ser utilizada para comparar diferentes modelos de classificagéo.

De um modo geral, para avaliar um modelo de classificagdo, é necessario dividir o conjunto
de dados em um conjunto de treinamento, que é o0 conjunto que serve como base de
informacdo para a tomada de decisdo de um método, e 0 conjunto de teste, que € 0 conjunto
responsavel por verificar as taxas de acerto do modelo de classificacdo [Ham e Kamber, 2006,
p.364].

A grande contribuicdo do método de validagdo cruzada é a possibilidade de avaliar a
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capacidade de generalizacdo de um modelo de classificacdo, pois 0 mesmo € testado com
diferentes combinacdes de conjuntos de treinamento/teste. Ao avaliar um modelo de
classificagcdo com conjuntos treinamento/teste fixos, os resultados finais sdo limitados a estes
conjuntos de amostras, ndo podendo validar a capacidade geral de um modelo classificar um

conjunto qualquer de amostras [James et al. 2013, p.181].

O método de validagdo cruzada k-fold estratificado, divide um conjunto de dados em k
conjuntos idénticos de treinamento e teste, treinando e avaliando o modelo de classificacdo k
vezes. Por fim, a acuracia final da avaliaco € a média das acurdcias dos k conjuntos
treinamento/teste [James et al. 2013, p.181]. A Figura 3.11 ilustra a divisdo de um conjunto
de dados por validacdo cruzada k-fold igual a 5. Neste caso, as amostras séo divididas em
conjunto de teste (equivalente a 1/5 das amostras) e treinamento (4/5 das amostras). A divisdo
é realizada 5 vezes, de modo que todas as amostras sejam utilizadas como conjunto de

treinamento e teste.

[123 n |
!
11765 47
11765 47
11765 47
11765 47
11765 47

Figura 3.11: Exemplo de validacdo cruzada 5-fold. Fonte: James et al. [2013, p.181].

O valor de k apontado como uma boa escolha para k-fold é o valor 10, que consegue validar e
testar a exatiddo de um modelo de classificagdo além de evitar altos custos computacionais
[Japkowicz e Shah, 2011, p.7; James et al. 2013, p.181].

Adicionalmente ao método de validacdo cruzada k-fold estratificado, ainda destaca outra
importante pratica de avaliacdo, realizada previamente a validacao cruzada, que € a divisdo do
conjunto de dados em um conjunto de validacdo e generalizacdo. Inicialmente divide-se o
conjunto de dados em k conjuntos e separa-se um dos conjuntos treinamento/teste como
conjunto de validagdo. As demais amostras restantes do processo séo utilizadas em uma nova

aplicacdo da validagéo cruzada, como subconjuntos que formam o conjunto de generalizag&o.
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As meétricas (acuracia, sensibilidade, etc.), obtidas com o conjunto de generalizacdo, sdo
comparadas com os resultados obtidos com o conjunto de validacdo. A ideia é que 0s
resultados obtidos com o conjunto de validacdo estejam no mesmo intervalo dos resultados de
generalizacdo, geralmente através da alguma medida de dispersdo, tal como o desvio padrdo
[James et al. 2013, p.181; Ham e Kamber, 2006, p.55].
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Capitulo 4

O sistema PathoSpotter

“Estd morto: podemos elogid-lo a
vontade. ”
-- Machado de Assis
Neste capitulo nos apresentamos o PathoSpotter, especificamos a sua arquitetura e os métodos

que compdem cada etapa do sistema.

4.1 Visao Geral

PathoSpotter € um acrénimo (Patho= Patologia, Spotter= Indicador) criado como nome
fantasia para um sistema computacional para identificagdo e classificagdo de patologias
através de imagens histologicas. O PathoSpotter € um sistema gerado a partir da investigacdo
de métodos computacionais com o objetivo de classificar imagens histoldgicas de glomérulos
renais, indicando se as imagens sdao de glomérulos sem glomerulopatia (controle normal) ou

com glomerulopatia proliferativa.

Para construir o sistema, propusemos uma abordagem baseada em métodos utilizados em
outros trabalhos com imagens histologicas de diferentes dérgdos, os quais, por sua vez,
tratavam de outras patologias, adaptando os métodos as particularidades das imagens de
histopatologia renal. A Figura 4.1 mostra um esquema que ilustra a arquitetura geral do
PathoSpotter.
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Pré-processamento
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Figura 4.1: Arquitetura do PathoSpotter.

4.2 Etapas do PathoSpotter

421 Pré-processamento

O objetivo dos métodos de pré-processamento foi destacar as regiGes dos nucleos e
representar a imagem original (adquirida em RGB) por uma Unica matriz de intensidade de
brilho (niveis de cinza), facilitando as operacGes nas etapas posteriores.

A primeira operacdo realizada na etapa de pré-processamento foi a aplicacdo do método
deconvolucgdo de cor, proposto por Ruifrok e Johnston [2001] e implementado na biblioteca
scikit-image por Van der Walt et al. [2014]. Através da aplicacdo desse método foi possivel
extrair matrizes em nivel de cinza, referentes aos corantes utilizados no processo de obtencdo

das amostras histologicas.

A matriz obtida no método deconvolugdo de cor, utilizada no PathoSpotter foi a matriz
referente ao corante Hematoxylin, que foi escolhido por ser este o corante utilizado para
marcar os nucleos presentes nas amostras histologicas. Nomeamos a matriz com informacdes
de Hematoxylin (na forma de intensidade de brilho) como matriz H. A Figura 4.2 exemplifica

0s resultados das operacdes de pré-processamento em uma imagem.
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Pré-processamento:
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Figura 4.2: Exemplo de pré-processamento. Imagem original (a); imagem do canal Hematoxylin, resultante da

operacédo de deconvolucéo de cor (b).

4.2.2 Segmentacéo

A etapa de segmentacdo se baseou nos trabalhos de Miranda et al. [2012], Mathur et al.
[2013] e Schochlin et al. [2014], que segmentaram nucleos de imagens de células do colo
uterino, glébulos brancos e imagens de células de cancer de pele, respectivamente. Utilizamos
as operacdes morfologicas de fechamento e reconstrucdo por fechamento, além da

limiarizacdo automatica de Otsu, ajustados ao problema de deteccao das glomerulopatias.

O primeiro método aplicado foi a reconstrucdo morfoldgica top-hat por fechamento, que
reconstr6i uma dada imagem H a partir de uma imagem referéncia F através da operacéo
condicional de intersecdo (H N F), sendo H a matriz Hematoxylin e F o resultado da operacgéo
de fechamento de H. A reconstru¢do morfologica gerou uma imagem em que 0s nucleos se

encontraram com maior intensidade de brilho do que as demais regides.

Apo6s a reconstrucdo morfoldgica de fechamento, aplicamos o método de limiarizacdo
automatica de Otsu, com o objetivo de binarizar a imagem. Por fim, aplicamos novamente a
operacdo morfolégica de fechamento, dessa vez com o objetivo de corrigir a representacdo de
nucleos e reduzir ruidos oriundos da binarizagdo. A Figura 4.3 mostra 0 passo a passo das

operacdes realizadas na etapa de segmentacéo através de uma imagem exemplo.
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Figura 4.3: Exemplo de segmentacdo. Resultado da operacdo de reconstrugdo morfoldgica (a); resultado da
limiarizagdo automatica por Otsu (b); resultado final da segmentacdo através da realizacdo da operacdo de

fechamento morfoldgico (c).

4.2.3 Extracdo de Caracteristicas

A etapa de extracdo de caracteristicas teve como finalidade obter dados quantitativos para
viabilizar a diferenciagdo entre as imagens sem glomerulopatia das imagens com
glomerulopatias. As caracteristicas extraidas foram: a quantidade de regiGes de ndcleos, a
guantidade de aglomeracbes e a densidade. A Figura 4.4 mostra 0os métodos utilizados e

caracteristicas extraidas nesta etapa.

Extracao de Caracteristicas

"

Imagem segmentada

LoG Region Growing
Qnt. de aglomeracoes Qnt. de regices
de nucleos
Y
pxB/pxP
Densidade

Figura 4.4: Etapa de extracdo de caracteristicas. Caracteristicas extraidas e os respectivos métodos utilizados.

A quantidade de regides de nucleos foi extraida através da propriedade regioprops da
biblioteca de processamento de imagens scikit-image, que utiliza analise de borda e

crescimento de regides para identificar e contar cada regido de nucleo na imagem. O objetivo
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dessa caracteristica foi mensurar a proliferacdo de nucleos (aumento do nimero de nucleos
em uma imagem com glomerulopatia proliferativa) a partir da contagem dos nucleos de uma
imagem que se encontram unidos ou isolados. A Figura 4.5 ilustra contagem de regides de

nucleos em uma regido de uma imagem.

Figura 4.5: Regifes de nucleos representadas dentro dos quadrados em azul.

A quantidade de aglomeracdes foi extraida pelo método Laplacian of Gaussian (LoG),
implementado na biblioteca scikit-image como um método de deteccdo de bolhas. O método
LoG foi utilizado como um extrator da quantidade de ndcleos que se encontravam proximos,
porém, ndo necessariamente unidos, ligados entre pixels da mesma intensidade de brilho,
como é o caso da quantidade de regides de nucleos. O objetivo da contagem da quantidade de
aglomeragcbes em uma imagem foi mensurar a proliferacdo de ndcleos de modo a
complementar a simples contagem de regiGes de nucleos, tendo em vista que a contagem de
regibes de nucleos ndo descreve os nucleos que estdo préximos, mas nao necessariamente
colados, que ¢é a informacdo obtida através da quantidade de aglomeragGes. A figura 4.6

mostra um exemplo da identificacdo de aglomerages em uma imagem.
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Figura 4.6: Aglomerados representados dentro dos circulos em verde.

A diferenca entre as regides de nucleos e os aglomerados de ndcleos pode ser visualizada na
Figura 4.7, que mostra a aplicacdo do método regionprops (que identifica regides de nucleos)

e LoG (que identifica aglomerados) em uma mesma regido de uma imagem.

Aglomerado  Regides de nucleo

Figura 4.7: Comparacao entre um exemplo de aglomerado (a) e regides de ntcleos (b).

Por fim, a Gltima caracteristica extraida foi a densidade, calculada através da razdo entre 0s
pixels brancos (nucleos) e pixels pretos (fundo da imagem). O calculo da densidade foi dado
pela Equacdo 4.1:

px.brancos

densidade = ——— (4.1)
px.pretos

ApoOs a extracdo das caracteristicas, organizamos os dados obtidos em uma matriz de
caracteristicas (Figura 4.8), que foi utilizada posteriormente na etapa de classificacdo de

imagens. Cada linha da matriz diz respeito a uma amostra especifica (n) e cada coluna possui



Capitulo 4 O sistema PathoSpotter 51

informacgdes especificas sobre cada amostra. Na primeira coluna armazenamos o roétulo da
imagem (valor 1 para imagens com glomerulopatias e valor O para imagens sem
glomerulopatias), informacédo previamente oferecida pelos patologistas. Na segunda coluna,
armazenamos as informac6es de densidade, na terceira a quantidade de regides e na quarta
coluna a quantidade de aglomerac@es. A Figura 4.8 ilustra a matriz de caracteristicas obtida
na etapa de extracdo de caracteristicas.

Criando conjunto de dados com as
caracteristicas extraidas

Rétulo Densidade Qnt.regides Qnt.aglomeraces

n=1 |0 0.55 356 290
n=2 1 0.67 410 300
n=811| 0 0.72 280 150
Figura 4.8: Matriz de caracteristicas.
4.2.4 Classificacéo

O PathoSpotter usou um classificador binario (imagens sem glomerulopatia e imagens com
glomerulopatia), também chamado de dicotomizador. Para a realizacdo da classificagéo,
utilizamos o algoritmo kNN e validamos os resultados através do método de validacgéo
cruzada k-fold. A Figura 4.9 ilustra a etapa de classificacdo do sistema PathoSpotter.
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Etapa de Classificagdao do PathoSpotter-K

Validacao Cruzada k-fold =10

@ ! Sem glomerulopatia
Classificador s
90% conjunto de generalizagao kN N

— / L

Com glomerulopatia

10% conjunto de validagao

Figura 4.9: Etapa de classificacdo. Aplicacdo da valida¢do cruzada e o classificador KNN.

A validacgdo dos resultados obtidos na etapa de classificacdo do PathoSpotter foi realizada
através de dois testes bésicos: generalizacdo e validagdo final. A generalizacdo serviu para
avaliar os resultados em meio a diferentes conjuntos de teste/treinamento. A validacédo final

teve como objetivo conferir a qualidade dos resultados obtidos no teste de generalizagéo.
Os resultados da etapa de classificagdo foram calculados da seguinte forma:

1. Dividimos a matriz de caracteristicas em duas novas matrizes, de generalizacdo e

validacao final;
2. Aplicamos a validagdo cruzada k-fold no conjunto de generalizacéo;
3. Calculamos os resultados finais do conjunto de generalizacdo através da média dos

resultados parciais de cada fold (subconjuntos de teste/treinamento oriundos da

validacdo cruzada);

4. Validamos o sistema utilizando o conjunto de validacéo final composto por 10% das

amostras do conjunto de dados (que ndo foram utilizadas no teste de generalizag&o).

O resultado do teste de classificagdo realizado com o conjunto de validagdo final serviu para,

de fato, validar o resultado final obtido com o conjunto de generalizagéo e validagéo cruzada.

Todos os resultados e experimentos realizados no processo de construcdo do sistema
PathoSpotter sdo apresentados a seguir no capitulo 5, no qual detalhamos as operacfes de

ajustes de parametros, testes de desempenho de métodos e avaliacdo de resultados.



Capitulo 5

Experimentos e Resultados

“Muitas vezes as coisas que me
pareceram  verdadeiras  quando
comecei a concebé-las, tornaram-se
falsas quando quis colocé-las sobre o
papel.”
-- René Descartes
Neste capitulo descrevemos o processo de construcdo do PathoSpotter, especificamos detalhes
sobre seu cddigo, o processo de aquisicdo das amostras e 0s experimentos que possibilitaram

a selecdo dos métodos e parametros dos algoritmos que compdem o sistema.

Os experimentos realizados no processo de desenvolvimento do PathoSpotter serviram para
selecionar os métodos computacionais mais eficazes no problema de classificacdo das
glomerulopatias proliferativas. Os experimentos foram realizados de forma ciclica e o
principio estabelecido no processo foi o de iniciar 0s testes com 0os métodos e técnicas mais
simples e, caso ndo fossem atingidos os critérios de precisdo requeridos, métodos mais
sofisticados seriam agregados para aumentar a qualidade do sistema até que atingissemos o
resultado esperado.

Essa decisdo de projeto nos levou ao primeiro parametro do sistema que foi a precisdo minima
aceitavel. Baseando-nos no que trazia a literatura sobre histopatologia digital (ver capitulo 2),
e considerando que o trabalho atual do PathoSpotter é pioneiro na area de patologia renal,

assumimos que a precisdo de classificacdo minima para o sistema seria de 80%.

O conjunto de dados (dataset) utilizado para a realizacdo dos experimentos foi composto por
811 imagens histoldgicas de glomérulos renais. Dessas, 511 eram de imagens com
glomerulopatia e 300 de imagens sem glomerulopatias (controle normal). No caso especifico
de avaliacéo da etapa de segmentacdo utilizou-se um subconjunto deste conjunto de dados, de

50 imagens (25 imagens sem glomerulopatias e 25 imagens com glomerulopatia). A sele¢do
53
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de um subconjunto para avaliar a segmentacdo foi uma estratégia concebida a partir da
necessidade da realizacdo de contagem manual das regides de nucleos das amostras para o

estabelecimento de um padréo ouro.

A primeira etapa dos experimentos foi a criacdo de uma abordagem preliminar, na qual
testamos uma abordagem para simular o modo como os patologistas classificam as imagens.
Apos a construgdo da abordagem preliminar, que ndo atingiu a precisao esperada, iniciamos
testes para criar uma abordagem de classificacdo que utilizasse outras caracteristicas,
diferentes das utilizadas pelos patologistas, porém, baseadas no mesmo principio, discriminar

as amostras através da identificacdo de proliferacdo de nucleos.

Os ciclos de testes se concentraram em cada etapa do sistema (pré-processamento,
segmentacdo, extracdo de caracteristicas e classificacdo). As etapas de pré-processamento e
segmentacdo foram implementadas e avaliadas em um Unico ciclo de experimentos, logo apos
realizamos mais dois ciclos, com o foco nas etapas de extracdo de caracteristicas e
classificacdo. Por fim, ap6s os ciclos de experimentos de cada etapa do sistema pdde-se obter
a versao atual do PathoSpotter. A Figura 5.1 ilustra os ciclos de experimentos realizados na

construcdo do PathoSpotter.

Pré-processamento e Segmentacao

Aquisicao das PathoSpotter-K
imagens e Abordagem o e
Dataset Preliminar Pipeline 1

=

Pipeline 2 ‘
PathoSpotter-K J
Abordagem Atual
I Classificagdo Extracao de caracteristicas
Implementacéo Implementacdo
Investigacio «—— Avaliagao Investigacio «—— Avaliacao
:ﬁg{: g: Caracteristicas
3 e métodos
c;a\ﬁ::l?:aa: selecionados

Figura 5.1: Etapas de experimentos.
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As etapas de pré-processamento e segmentacdo foram construidas a partir de duas propostas
ou pipelines (sequéncia de operacdes) distintas. Na extracdo de caracteristicas analisamos
quais seriam as melhores caracteristicas discriminantes. Por fim, na classificacdo definimos e

ajustamos o modelo do classificador.

Os testes realizados também tiveram como propdsito o estudo da integracdo de uma etapa do
sistema com a etapa posterior, como foi 0 caso da extracdo de caracteristicas e classificagéo,
em que analisamos a capacidade discriminatoria das caracteristicas extraidas antes de utiliza-
las em um classificador. Nesse sentido, a preocupacdo nos testes da etapa de extracdo de
caracteristicas foi obter informacdes discriminatdrias eficazes para a classificacdo correta das

imagens.

Em relacdo as métricas de avaliacdo, por se tratar de um sistema de apoio ao diagndstico
médico, a analise do PathoSpotter considerou como métricas fundamentais os critérios de
sensibilidade e especificidade. Essa escolha levou em consideragdo que, em sistemas dessa
natureza, se um paciente for diagnosticado com uma patologia sem té-la de fato (falso
positivo), o diagnostico errado pode provocar transtornos emocionais para ele e seus
familiares, além de leva-lo a submeter-se a um tratamento médico desnecessario. Por outro
lado, caso um paciente seja diagnosticado como saudavel de maneira equivocada (falso
negativo), as consequéncias podem ser ainda piores, ja que isso pode fazer que 0 mesmo nao

seja tratado, degradando seu quadro de satde, com eventual risco de 6bito.

5.1 Coddigo do PathoSpotter

O codigo do PathoSpotter foi implementado em linguagem Python 2.7, podendo ser
executado nos sistemas operacionais Windows®, Linux e MacOS X®. A IDE (Integrated
Development Environment) utilizada foi a Spyder IDE 2.3. A implementagéo do sistema teve

como base as seguintes bibliotecas:

e Scikit-image (versdo 0.11.0 04/03/2015), para a aplicagdo de metodos classicos da area

de processamento de imagens;
e PyMorph (versdo 0.96.0) para a realizacdo de reconstrucdo morfoldgica.
e Scikit-learn (versdo 0.14) para a utilizacdo de algoritmos de aprendizado de maquina.

e Numpy (versdo 1.10) para a manipulacéo de matrizes.
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e Matplotlib (versdo 1.5.1) para a visualizacdo de graficos, histogramas e imagens.

e PIL (versdo 1.1.6) para a leitura de imagens.

5.2 Aquisicdo das Imagens e Conjunto de Dados

As imagens processadas no PathoSpotter fazem parte do banco de imagens obtidas pelos
patologistas do Centro de Pesquisas Gongalo Mouniz (CPqGM) da Fundacdo Osvaldo Cruz
(FIOCRUZ).

De maneira simplificada, o processo de aquisi¢do de imagens histolégicas € iniciado através
da extracdo de um pequeno pedaco de tecido renal (bidpsia). As bidpsias renais constituem
pequenos fragmentos de tecido bioldgico, obtidos por agulha ou cirurgicamente. Apds o
procedimento cirurgico as biopsias sdo desidratadas, emblocados em parafusa e cortados em
seccOes de 2 a 3 um de espessura, quando enfim sdo coradas, montadas em laminas de vidro e

examinadas ao microscépico.

Em seguida, os patologistas realizam uma ampliacdo Optica de 2x, 4x, 10x, 40x e 200x
(vezes). As imagens do PathoSpotter sdo imagens renais de néfrons (que incluem os
glomérulos) e e receberam grau de ampliacdo de 200 vezes. O microscopio utilizado na
aquisicdo das imagens do PathoSpotter foi o microscopio éptico Nikon E600, apresentado na

Figura 5.2, que mostra o microscopio em um dos ambientes de trabalho dos patologistas.

Figura 5.2: Microscopio optico Nikon E600.

Apdbs o processo de ampliacdo das imagens através do microscopio, a imagem ampliada foi

capturada por uma camera Olympus Qcolor 3, que se encontrou acoplada ao microscopio
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através de um tubo trinocular. A Figura 5.3 mostra com mais detalhes a cdmera acoplada ao

microscopio e o tubo pelo qual a imagem é capturada pela camera.

Figura 5.3: Camera Olympus Qcolor 3 acoplada ao tubo trinocular.

As amostras utilizadas no estudo e execuc¢do dos testes do sistema foram disponibilizadas pela
equipe do Dr. Washington Luis Conrado dos Santos, médico patologista e pesquisador da
FIOCRUZ, o qual possui um conjunto de amostras composto por aproximadamente 10.000
imagens histologicas de diversas patologias que acometem os rins. Todas as amostras
utilizadas no PathoSpotter foram classificadas previamente por pelo menos dois patologistas,
permanecendo no conjunto de dados do sistema apenas as amostras que foram classificadas

por consenso.

O conjunto de dados usado no desenvolvimento do PathoSpotter contou com 811 amostras,
sendo 300 de imagens de glomérulos sem glomerulopatias e 511 de imagens que apresentam

glomerulopatias.

As imagens histol6gicas renais que compdem o conjunto de dados do PathoSpotter sdo
imagens especificas de glomérulos. Essas imagens apresentam estruturas comuns entre si,
como tecido (Figura 5.4a), e ndcleos (na Figura 5.4b) que sdo as estruturas utilizadas no

PathoSpotter para a identificagdo das glomerulopatias proliferativas.
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Figura 5.4: Estruturas presentes nas imagens histolégicas renais de glomérulos. Tecido (a) e nicleo (b).

Outra caracteristica das imagens que compdem o conjunto de dados do sistema € a presenca
de cores similares para a representacdo das estruturas presentes nas amostras. No entanto,
essas cores se apresentam com intensidades de brilho diferentes. A Figura 5.5 mostra
exemplos de amostras com glomérulos de diferentes formas e diferentes intensidades de
brilho nas cores das estruturas, as quais sempre aparecem com um tom avermelhado no tecido
(background da imagem), tom azul escuro ou preto nos nucleos, e em branco em torno dos

glomérulos (Figura 5.5 a, b, ¢), algo que nem sempre ocorre (Figura 5.5d).

Figura 5.5: Exemplos de imagens que compdem o conjunto de dados do PathoSpotter. Imagens com borda do
glomérulo evidente (a, b e ¢), imagem com glomérulo pouco evidente (d).

A distribuicdo das amostras do sistema ndo foi igual para as duas classes de imagens, pois,
para os patologistas, as imagens sem glomerulopatias (controle normal) ndo apresentam
informacdes patoldgicas importantes para os seus estudos. Dessa forma, ndo ha o habito de
registrar imagens sem glomerulopatias com a mesma frequéncia que imagens com

glomerulopatias.
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Além da diferenciacdo de classe (com glomerulopatia e sem glomerulopatias), as amostras do
conjunto de dados também se diferenciam em relagdo aos corantes utilizados no processo de
aquisicdo, os quais foram o PAS e 0 H&E, em relacdo ao tamanho das imagens (que varia
entre 362x362 pixels a 1024x768 pixels) e formato (JPEG ou TIFF). A Figura 5.6 mostra um
quadro com diferentes imagens que compdem o conjunto de dados do PathoSpotter.

Figura 5.6: Diversidade das imagens que compdem o conjunto de dados do PathoSpotter.

5.3 Abordagem preliminar

A primeira abordagem proposta como arquitetura do PathoSpotter, chamada aqui de
abordagem preliminar, utilizou como principio de classificagdo das imagens uma das
caracteristicas discriminantes utilizadas pelos patologistas na classificacdo manual, que é a

observacdo de formacdo de aglomeragdes de nucleos (clusters).

Nessa abordagem, as imagens nas quais é possivel constatar a presenca de mais de trés
nucleos unidos, formando um cluster, sdo classificadas como “com glomerulopatia”, caso
contrario as imagens sdo classificadas como “sem glomerulopatia”. Essa proposta representa,
de um modo simplificado, a forma como os patologistas classificam as imagens quanto as
glomerulopatias. A Figura 5.7 mostra a arquitetura da Abordagem Preliminar do PathoSpotter

e todos os métodos utilizados em cada etapa do sistema.
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Arquitetura da abordagem
preliminar do PathoSpotter-K

Pré-processamento
- Separacao dos canais RGB /
- Selecao do canal Red (R)
- Reducao de ruido por suavizacao
- Realc¢e de partes escuras

!

Segmentacgao
- Limiarizacao de Otsu
- Inversao
- Identificacao de Regides
- Segmentacao por Watershed

!

Extragao de Caracteristicas

- Contagem de ncleos por cluster

l / Com glomerulopatia
Classificacao ‘ - @
- Condicao de classificacao
\ Sem glomerulopatia

Figura 5.7: Arquitetura da abordagem preliminar.

A etapa de pré-processamento serviu para reduzir ruidos e enfatizar as regides dos nucleos.
Para isso, inicialmente separou-se o canal Red (R) das imagens, pelo fato desse canal
apresentar maior contraste entre os nicleos e o fundo das imagens. O canal R representa as
informacdes de cor vermelha das imagens, logo, neste canal, o fundo (que possui tonalidade
vermelha) é mais claro que os nucleos. Logo depois da separacdo do canal R aplicou-se um
filtro de média (com mascara de convolucdo de tamanho 3x3) para a realizacdo da suavizacao,
0 que proporcionou a reducdo de ruidos. Por fim, ap0s a suavizacgdo, realizou-se um realce
logaritmico (ver secdo 3.1.2), com o objetivo de enfatizar as partes escuras da imagem, que
séo os nucleos. O realce logaritmico calcula um novo valor de intensidade para cada pixel da

imagem através da funcéo log.

Na segmentacdo, o método aplicado foi o Otsu global (apresentado na sessdo 3.1.3), que
calcula, de maneira automatica, um parametro de limiarizacdo para binarizar para cada
imagem. Depois, realizamos a identificacdo dos clusters através da analise de borda e
vizinhanga entre pixels, usando o método de crescimento de regides (apresentado na sessao
3.1.3). Neste método, os pixels que possuem um vizinho com valor de intensidade de pixel
diferente do seu, é considerado como um dos pixels que compde a borda de uma regido, caso

contrario, onde sua vizinhanca possua 0 mesmo valor de intensidade de pixels, o conjunto de
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pixels é selecionado como parte integrante de uma mesma regido, a qual pode ser um ndcleo

isolado ou um cluster.

A (ltima técnica de segmentacédo foi 0 método de divisor de aguas, watershed (apresentado na
sessdo 3.1.3) para realizar a contagem de ndcleos presentes em cada regido. No método de
segmentacdo por divisor de aguas a imagem a ser segmentada € interpretada como uma
superficie topografica, em que as intensidades dos pixels correspondem a valores de altitude
dos pontos. Na pratica, esse procedimento separa objetos que estdo “unidos”, atribuindo uma
cor diferente para cada nucleo identificado. Ao converter as imagens oriundas da segmentacédo
por divisor de aguas em nivel de cinza e realizar a contagem de tons, obtivemos o numero de

ndcleos identificados em cada cluster presente na imagem.

Na etapa de extracdo de caracteristicas, a tarefa realizada foi a contagem de ndcleos em cada
cluster (ou regido de nucleos), tarefa realizada a partir do resultado da segmentacdo de cada

cluster.

Na etapa de classificacdo, utilizamos um classificador binario baseado em uma simples
estrutura condicional. Caso fossem detectados trés ou mais nucleos unidos (formando um
cluster), a imagem seria classificada como uma amostra “com glomerulopatia”, caso contrario

(menor do que trés) classificaria como “sem glomerulopatia”.

A Figura 5.8 mostra os resultados de cada etapa da Abordagem Preliminar (pré-
processamento e segmentacdo, extracdo de caracteristicas e classificacdo). Pelo fato da
imagem apresentada ser uma imagem com glomerulopatia e ter sido identificado um
aglomerado de nucleos composto por 4 nucleos, o exemplo apresentado na Figura 5.8 revela

um caso em que a classificagdo foi bem sucedida.
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Pré-processamento e Segmentacao
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Figura 5.8: Aplicacdo da abordagem preliminar em uma imagem exemplo. Etapa de pré-processamento (a),

Extracao de caracteristicas

etapa de extracdo de caracteristicas (b), etapa de classificacao (c).

Apesar do exemplo apresentado na Figura 5.8, de classificacdo bem sucedida, consideramos a
abordagem preliminar fragil, por ser bastante subjetiva. Os patologistas contam com sua
experiéncia prévia, e obviamente, a capacidade de compreensdo de formas e estruturas
complexas que, até o momento, s6 um humano tem. Além disto, esta abordagem é muito
sensivel a qualidade da segmentacéo, ja que, com 0s métodos testados, a identificacdo dos
clusters gerou muitos falsos positivos, por causa da dificuldade na escolha dos parametros

corretos de segmentacdo em funcédo da diversidade das imagens.

A Figura 5.9 mostra a etapa inicial e final da aplicacdo da abordagem preliminar em uma
imagem onde a classificagdo ndo é realizada com sucesso, pelo fato do algoritmo de
segmentacdo por divisor de aguas segmentar excessivamente o cluster identificado. Nesse
caso especifico, uma regido onde ha apenas dois nucleos (que ndo caracteriza uma lesao
histologica) é reconhecida como tendo trés ndcleos. A esse acontecimento se da o nome de
segmentacdo excessiva (over segmentation). Na Figura 5.9 ainda € possivel observar 0s

nacleos (enumerados), na imagem original dos clusters e como a abordagem preliminar
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contou os nucleos, em nivel de cinza.

Segmentacao excessiva

Resultado do Watershed

Maior cluster identificado

4 nucleos

Figura 5.9: Segmentacdo excessiva. Imagem original (a), segmentacéo ideal (b) e segmentacéo realizada pela

abordagem preliminar (c).

Para as 811 imagens que compdem o atual do conjunto de dados do sistema (300 sem
glomerulopatia e 511 com glomerulopatia) obteve-se uma sensibilidade de 81%,
especificidade de 19% e acuracia de 58%. Esse resultado nos fez concluir que a abordagem
preliminar é inadequada e extremamente sensivel & variacdo de imagens com diferentes

aspectos. A matriz de confusao desta abordagem pode ser visualizada na Tabela 5.1

Tabela 5.1: Matriz de confusdo da abordagem preliminar.

Resultado da

Classificagéo

Amostras com

glomerulopatia

Amostras sem

glomerulopatia

(511) (300)
Positivo TP=418 FP=241
Negativo FN=93 TN=59

Através dos resultados obtidos, pode-se constatar alguns problemas na abordagem preliminar,
como a alta subjetividade do principio utilizado para realizar a classificacdo e o fato da
segmentacdo por divisor de aguas ser sensivel a ruidos, influenciando assim na contagem dos
nacleos. Sendo assim, descartamos a abordagem preliminar como uma arquitetura adequada,
porém entendemos que a sua elaboragdo foi importante para amadurecermos 0 processo de
construcdo do PathoSpotter, pois serviu para testarmos 0s primeiros métodos a serem

experimentados, principalmente nas etapas de pré-processamento, segmentacéo e extracdo de
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caracteristicas.

5.4 Abordagem Atual

A abordagem atual do PathoSpotter foi obtida ap0s a realizacdo de experimentos com técnicas
de processamento de imagem e de modelagem do classificador, visando aumentar a precisao
final do sistema. Na etapa de pré-processamento e segmentacdo foram experientados duas
propostas. Na etapa de extracdo de caracteristicas, investigamos quatro diferentes
caracteristicas, até escolher as que apresentaram potencial para discriminar as amostras. Por
fim, na etapa de classificacdo, testamos duas abordagens, baseadas em regressdo logistica e

classificador kNN.

54.1 Pré-processamento e segmentacao

As etapas de pré-processamento e segmentacdo tiveram como objetivo aperfeicoar a imagem
e selecionar as regides onde houvesse nucleos. Os métodos de pré-processamento e
segmentacdo foram avaliados de maneira conjunta, pelo fato das duas etapas estarem
intimamente relacionadas. Portanto, apresentaremos o pré-processamento e a segmentacdo em

conjunto.

ApoOs investigar técnicas classicas do campo de processamento de imagens e métodos
utilizados comumente em trabalhos similares, criamos duas propostas de pré-processamento e
segmentacdo. Para avaliar cada proposta, um subconjunto de 50 imagens foi selecionado do
conjunto de dados do sistema e realizamos a contagem manual de regides de nucleos
presentes nas imagens desse subconjunto de amostras. O subconjunto de avaliacdo das
propostas de pré-processamento e segmentacgéo foi divido em 25 imagens sem glomerulopatia

e 25 imagens com glomerulopatia, com diferentes caracteristicas de resolucéo e corante.

Os resultados obtidos através da contagem manual foram considerados como o padrdo ouro
para a avaliagdo das respectivas propostas de pré-processamento e segmentacdo. A contagem
considerou cada nucleo isolado, e cada cluster, como uma regido, exatamente como as regies
foram identificadas através dos métodos automaticos. Logo, a contagem ndo ofereceu um
resultado da quantidade de ndcleos presentes em cada amostra, mas a quantidade de regifes

de nucleos, que inclui tanto nucleos isolados quanto clusters.

A qualidade das propostas de pré-processamento e segmentacdo foi avaliada através da
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medida de qudo proxima a contagem automatica ficou da contagem manual. Em alguns casos
a contagem automaética superou a contagem manual (over segmentation), contudo, isso ndo
influenciou no resultado final, pois a avaliacdo foi realizada a partir da proximidade entre o
resultado da contagem automatica e o resultado da contagem manual. O calculo da taxa de
erro de cada proposta foi realizado pela Equacdo 5.1, onde ca é o resultado da contagem
automatica e cm o resultado da contagem manual.

|cm — cal
—_—

100 (5.1)

taxa de erro =
cm

Apresentamos a seguir as tarefas realizadas e também as razGes que nos fizeram utilizar os

métodos empregados, bem como os testes realizados na escolha desses métodos.

54.11 Propostal

As imagens a seguir mostram as atividades que compdem a proposta 1 (Figura 5.10) e

ilustram a aplicacdo dos métodos em uma imagem exemplo (Figura 5.11).

Pré-processamento

- Imagem em RGB

- Selecao do canal Red (R)

- Escolha e Ajuste do métado de suavizacao
- Realce logaritimico

Segmentacao

- Testes de Limiarizacao.

Figura 5.10: Pré-processamento e segmentagéo, proposta 1.
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Figura 5.11: Exemplo de aplicagdo da proposta 1 em uma imagem. Imagem original (a), selecdo do canal Red

(b), aplicacdo do filtro de suavizagdo (c), realizacdo de realce de partes escuras (d), limiarizacdo automatica por

Otsu (e), calculo da inversa da imagem (f).

Assim como na abordagem preliminar, a primeira tarefa realizada na proposta 1 foi a

utilizacdo do canal R da imagem, a qual estava representada no espaco de cor RGB. Entre 0s

canais que compdem uma imagem RGB, o canal R se mostrou como 0 mais adequado para

iniciar a abordagem de pré-processamento e segmentacdo, justamente pelo fato desse canal

representar as informacdes de tonalidade vermelha, presentes nas imagens.

As imagens do conjunto de dados possuem como caracteristica a tonalidade azulada ou preta

nas regides dos nucleos, branca na borda do glomérulo e tonalidade vermelha nas demais

regides

da imagem.

Apbs a escolha do canal R como primeiro passo da etapa de pré-processamento, foi necessario

reduzir ruidos relacionados & textura. Para isso realizou-se a suavizacdo das imagens, tarefa

que diminuiu a variacdo de intensidade entre os pixels.

Dois tipos de filtros de suavizacdo foram testados. O primeiro filtro de suavizagéo testado foi

o filtro de média. A Figura 5.12 mostra o resultado da aplicacdo do filtro de média, na qual

cada imagem diz respeito a um tamanho de janela de convolugéo (kernel) utilizado, 2x2, 3x3,

4x4, 5x5, 6x6 e 7X7 pixels, respectivamente.
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400 500

Figura 5.12: Filtro de média, aplicacdo de diferentes tamanhos de janela de convolucdo. Resultados da
utilizacdo dos filtros de tamanho 2x2 (a), 3x3 (b), 4x4 (c), 5x5 (d), 6x6 (e), 7x7 (f).

O segundo filtro de suavizacéo testado nas imagens foi o filtro de mediana. A mesma variacao
de tamanho de janela de convolucéo realizada no teste com filtro de média foi realizada com o
filtro de mediana. A Figura 5.13 mostra as imagens resultantes da aplicacdo do filtro de

mediana.
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kernel 2X2

Y A

Figura 5.13: Filtro de mediana, aplicagdo de diferentes tamanhos de janela de convolugdo. Resultados da
utilizacdo dos filtros de tamanho 2x2 (a), 3x3 (b), 4x4 (c), 5x5 (d), 6x6 (e), 7x7 (f).

A escolha do filtro de suavizagdo mais adequado se deu através do fato de que o filtro de
mediana tem como caracteristica preservar informac6es de bordas [Davies, 2012, p.44], algo
importante para o PathoSpotter, pois o objetivo da suavizacdo nessa abordagem € reduzir a
variacdo de intensidade de pixels sem interferir drasticamente nos nucleos. Este fato pode ser
observado nos testes de suavizacdo atraves da Figura 5.14, que compara o filtro de média e

mediana com um mesmo tamanho de janela de convolugao.
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Figura 5.14: Diferenca entre filtros de mediana (a) e média (b).

Pelo fato da literatura disponivel apresentar o filtro de mediana superior ao filtro de média no
que diz respeito a suscetibilidade ao efeito de bluring (ver secdo 3.1.2), a comparagédo
apresentada aqui objetivou simplesmente ilustrar as vantagens ao se utilizar o filtro de

mediana.

Apos a escolha do filtro de suavizagdo, foi necessario escolher o tamanho da janela de
convolugdo mais adequado para a realizacdo da suavizacdo. Os tamanhos de janela de
convolucdo testados nas imagens foram 3x3, 4x4, 5x5, 6x6 e 7x7 pixels. A partir do fato de
gue o crescimento da janela de convolucdo estad diretamente relacionado a perda de detalhes
em uma imagem e uma menor janela de convolucdo executa menos operacfes matematicas
computacionais (menos recurso computacional) [Burger e Burge, 2009, p.112], o tamanho de
janela de convolucdo escolhido para a suavizacdo foi a menor janela testada, 3x3. A Figura

5.15 mostra o resultado da aplicacdo de um filtro de mediana com janela de convolugdo 3x3.
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Suavizacao 3x3
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Figura 5.15: Imagem sem a suavizagdo (a) e com a suavizacao (b).

A suavizacdo das imagens é uma operacdo importante da etapa de pré-processamento, pois
influencia diretamente o processo de segmentacdo. A Figura 5.16 revela o impacto da
suavizacdo das imagens na etapa de segmentacdo ao mostrar o resultado final de
segmentacdo, com a suavizacao e sem a suavizacdo. Como é possivel observar nas imagens,
especialmente nas areas circuladas, a imagem cujo filtro de suavizacdo nédo foi aplicado antes
da segmentacdo, apresentou mais ruido, relacionado diretamente a informacdo de textura dos

nucleos, caracterizada justamente pela alta variacao de pixels nessas regides.

Com suavizacgao Sem suavizacgao

0 100 200 300 400 300 600 700 GO0 0 100 200 300 400 500 600 700 8OO

Figura 5.16: Imagens segmentadas com (a) e sem a suavizacédo (b).
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Como ja foi mencionado, a suavizagdo diminui o intervalo de intensidade de pixels, sendo
assim, permite que os nucleos sejam segmentados com maior qualidade, como é o caso da

imagem mostrada na Figura 5.16.

Antes de realizar a segmentacdo das imagens, foi necessario realgar os nucleos, facilitando
assim o processo de escolha do limiar de segmentacéo das imagens (nesse caso, binarizacéo),
que é um valor de intensidade de pixels pelo qual os pixels da imagem sdo classificados em

duas possiveis classes de pixels: regido de ndcleos e fundo.

Para realcar os nucleos foi realizada uma operacédo de realce logaritmico, também conhecida
como realce de partes escuras, operacdo utilizada, pois a imagem resultante desse momento
especifico da abordagem possuira nos nucleos um brilho menor, e um brilho maior no fundo.
A Figura 5.17 ilustra a imagem antes da aplicacdo do realce de partes escuras e apds o realce,

além de apresentar seus respectivos histogramas.

Imagem antes do real¢e logaritimico

pas )

Imagem apos o realce logaritimico

20000

Figura 5.17: Realce de partes escuras. Imagem antes do realce (a) e ap6s o realce (b).

Como pode ser observado através das imagens e histogramas o realce de partes escuras
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possibilitou 0 aumento de contraste na imagem, o que, por sua vez, facilitou a segmentagéo.
Assim como foi testado na suavizacéo, verificamos a influéncia do realce de partes escuras no
resultado final da segmentacdo da regido dos ndcleos. Ao observar a Figura 5.18 € possivel
perceber ruidos na imagem final segmentada sem a realizacdo prévia do realce. Por outro

lado, na imagem com o realce ha uma segmentacdo mais precisa dos nucleos.

Segmentagao com realizagdo de realce
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Figura 5.18: Influéncia do realce de partes escuras no final da segmentacdo. Imagem resultante do realce (a) e
resultado da limiarizacdo dessa imagem (a-1). Imagem sem realce (b) e o seu respectivo resultado de
limiarizagdo (b-1).

A Ultima operacdo realizada no proposta 1 foi a binarizacdo das imagens. Inicialmente,
experimentamos a utilizacdo de um limiar de binarizagdo (threshold) fixo. A Figura 5.19

exemplifica os resultados obtidos ao variar um limiar fixo em duas imagens.
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Testes com limiar de segmentacdo (threshold fixo)
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Figura 5.19: Testes com limiar de segmentacdo. Variando o valor do limiar (em duas imagens diferentes) de 60
a 140 (em um intervalo de 20 em 20).

No caso do PathoSpotter, onde a limiarizacdo deve funcionar bem para diversas imagens, as
quais possuem diferentes intervalos de intensidade de brilho, esta abordagem ndo se
demonstrou eficiente. Nas imagens apresentadas na Figura 5.19, o valor de limiar igual a 140,
por exemplo, proporciona um resultado relativamente aceitavel na imagem 1 (pouco ruido),
porém na imagem 2 o resultado é uma imagem com excesso de ruido. A estratégia mais
propicia para o caso do PathoSpotter foi a utilizacdo de um método automatico de
limiarizacéo, no qual fosse calculado um limiar especifico para cada imagem, tornando assim,

0 processo de segmentagdo dinamico.

A forma como o processo de segmentacdo do PathoSpotter foi modelado e desenvolvido, fez
com que os histogramas das imagens com realce apresentassem comumente duas classes
basicas de pixels, referentes as regides de nucleos e fundo. Portanto, 0 método apontado na
literatura como a provavel melhor solucdo foi o0 método automatico de Otsu, o qual pode ser
implementado de forma local ou global. A Figura 5.20 apresenta os resultados da aplicacdo do

método de limiarizagdo por Otsu na sua forma global e local. Como pode ser observado na
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Figura 5.20, 0 método de limiarizagdo global se apresentou como a melhor alternativa.
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Figura 5.20: Limiarizacdo por Otsu, na versao local (a) e global (b).

O método de Otsu local funciona melhor em casos onde os detalhes da imagem devem ser
preservados. No caso do PathoSpotter, o objetivo foi extrair apenas as regides de ndcleos,
regides de intensidade de brilno mais baixa, logo o método global que segmenta a imagem a

partir de um unico calculo de limiar, apresentou resultados mais satisfatorios.

Tendo em vista as informacgdes encontradas na literatura sobre as vantagens da utilizacdo do
método de Otsu em casos de histogramas com duas classes, além dos trabalhos com imagens
histolégicas que utilizaram esse método [Davies, 2012, p.108], resolvemos nos concentrar

apenas no método de Otsu.

Apbés a segmentacdo final, utilizou-se a propriedade regionprops da biblioteca de
processamento de imagens scikit-image, que utiliza 0 método de crescimento de regies para
identificar as regides de nucleos presentes na imagem (ver secéo 3.1.3). O metodo regioprops
realiza a contagem das regides detectadas, esta informacdo é o resultado final da contagem

automatica.

5.4.1.2 Proposta 2

A proposta 2 de pré-processamento e segmentacdo nos baseamos em diferentes trabalhos
similares com imagens histologicas, utilizando técnicas e métodos distintos dos métodos
utilizados no proposta 1. A Figura 5.21 mostra um quadro com as operac¢des que compdem o

proposta 2, e a Figura 5.22 mostra um exemplo da aplicagéo do proposta 2 em uma amostra.
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Pré-processamento

- Testes com outros espacos de cor
- Selecdo do canal H do espaco de cor HED
- Reconstrucao morfoldgica por fechamento

Segmentacao
- Limiarizacdo Otsu global
- Operacao morfoldgica de fechamento

Figura 5.21: Segundo proposta de pré-processamento e segmentacao.
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Figura 5.22: Aplicacdo do proposta 2 em uma imagem exemplo. Imagem original em rgb (a), conversao para o
espaco de cor hed (b), selecdo do canal Hematoxylin (c), resultado da reconstru¢do morfoldgica por fechamento

(d), limiarizacdo por Otsu global, e resultado final da segmentagdo com a operacdo morfolégica de fechamento
OF

A primeira tarefa no proposta 2 foi ampliar as possibilidades de observacdo da imagem
atraves de diferentes espacos de cor. Apesar do espaco de cor RGB apresentar bons resultados
no pré-processamento, procuramos outros espacos de cor que pudessem representar melhor a
regido dos ndcleos. A Figura 5.23 mostra um quadro com 0s espagos de cor testados e seus

respectivos canais de cor.
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Espacos de cor experimentados

Figura 5.23: Espacos de cor testados e seus respectivos canais. RGB (a), HED (b), HSV (c), LAB (d), LUV (e).

Ap0s separar 0s canais dos espacos de cor LUV (luminescence, saturation e hue angle), HSV
(hue, saturation e value), LAB (luminescence, a=red/green e b=Dblue/yellow) e HED
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(hematoxylin, eosin e DAB), observamos que alguns canais de cor se destacaram, ao
apresentar bons resultados de contraste entre 0s nucleos e as demais regides das imagens. A
Figura 5.24 apresenta os melhores canais escolhidos a partir de observacéo visual, 0s quais
foram os canais H (do HED), V (do HSV), L e B (do LAB). Adicionalmente a Figura 5.24
também apresenta os respectivos histogramas dos canais.
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Figura 5.24: Canais com maior contraste entre regides de nlcleos e fundo. Canal H do espaco de cor HED (a),
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canal V do espaco de cor HSV (b), canais de cor L e B do espacgo de cor LAB (c e d respectivamente).

Dos canais mostrados na Figura 5.24, o canal H (do espago de cor HED) apresentou o maior
contraste entre os nucleos e o fundo da imagem. O canal HED é resultado da aplicacdo do
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método deconvolucdo de cor, implementado por Vander Walt et al. [2014], na biblioteca
scikit-image e proposta originalmente por Ruifrok e Johnston [2001]. O histograma do canal
H possui duas classes bem definidas e maior contraste do que os demais canais. Portanto, o
canal de cor selecionado para compor o proposta 2 foi 0 H. Os trabalhos de Schéchlin et al.
[2014], Wang [2011] e Veillard et al. [2013], também utilizam a operacdo deconvolugdo de
cor para obter representacdes mais precisas das suas respectivas imagens histologicas. Os
bons resultados obtidos com a utilizacdo do canal H (Hematoxylin) podem ser explicados
justamente pelo fato desse canal armazenar informacdes referentes as regides coradas com
Hematoxylin, que é o corante que interage com 0s nucleos presentes nas amostras que

compdem o conjunto de dados do PathoSpotter.

Apbs selecionar o canal H, as tarefas realizadas no proposta 2 basearam-se no trabalho de
Miranda et al. [2012], que realiza a segmentacdo de ndcleos em imagens histologicas do colo
uterino para posterior classificacdo de neoplasias. Sendo assim, invertemos a imagem H e
aplicamos o método de reconstrugdo por fechamento, obtendo o resultado que pode ser

observado na Figura 5.25.
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Figura 5.25: Reconstrucdo por fechamento. Matriz referente ao canal Hematoxylin (a) e resultado da
reconstrugdo morfolégica por fechamento (b).

A imagem obtida apds a aplicacdo da técnica morfoldgica de reconstrucdo por fechamento
possui alto contraste e duas classes de intensidade de pixels muito bem definidas. Isso pode
ser facilmente observado no histograma da imagem resultante dessa reconstru¢do morfolédgica

mostrado na Figura 5.26.
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Figura 5.26: Imagem resultante da reconstrucdo morfoldgica (a) e o seu histograma (b).

Apo6s a aplicacdo dessas novas técnicas, como utilizacdo do espaco de cor HED e a
reconstrucdo morfoldgica, 0 método de limiarizagdo por Otsu foi mantido para a limiarizacdo
automatica das imagens, tendo em vista a utilizacdo com sucesso desse método nos trabalhos
de Schochlin et al. [2014] e Miranda et al. [2012]. Para aumentar ainda mais a qualidade das
imagens, ap6s a aplicacdo do método de Otsu, adicionamos uma nova técnica com proposito

de eliminar ruidos oriundos da binarizacéo das imagens.

A técnica utilizada foi a operagdo morfolégica de fechamento (closing), inspirada em
trabalhos similares com imagens histoldgicas [Miranda et al. 2012; Mathur et al. 2013 e
Prabusankarlal et al. 2015]. A Figura 5.27 ilustra o resultado final do proposta 2 apds a

aplicacdo do método de Otsu e a operacdo morfoldgica de fechamento (closing).
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Figura 5.27: Reconstrugdo morfolégica (a), limiarizagdo por Otsu (b) e fechamento morfoldgico (c).
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5.4.1.3 Escolha da proposta de pré-processamento e segmentacao

Apos a realizacdo da contagem manual e automatica do subconjunto de 50 imagens (25 sem
glomerulopatia e 25 com glomerulopatia), foi possivel calcular a taxa de erro geral na
contagem, além das taxas de acerto em relacdo as amostras sem glomerulopatia e as amostras

com glomerulopatia.

Os resultados finais obtidos com a proposta 1 (P1) foram de 14,4% de taxa de erro na
contagem de regides de nucleos presentes nas imagens sem glomerulopatia, 24,8% de taxa de
erro na contagem de regides de nucleos das imagens com glomerulopatia e uma taxa de erro
geral de 19,6%.

Os resultados obtidos na proposta 2 (P2) foram superiores ao da proposta 1, apresentando
taxas de erro menores, 15,1% de taxa de erro na contagem de regides de nicleos presentes nas
imagens sem glomerulopatia, 16,4% na contagem de regides de nucleos das imagens com

glomerulopatias e uma taxa de erro geral de 15,7%.

Os resultados obtidos com as propostas revelaram-se satisfatorios, tendo em vista a
diversidade de -caracteristicas das imagens que compdem o conjunto de dados do
PathoSpotter, e a comparagdo com o0s resultados observados em diferentes casos de
segmentacdo de nacleos em imagens histoldgicas, como 7,5% de taxa de erro na segmentacéo
de células com céncer em imagens da mama, 5,1% na segmentagdo de imagens do intestino
grosso ou 13,1% em imagens histologicas em geral [Belsare e Mushirif, 2012; Irshad et al.

2015], tendo como Unico objetivo a segmentacao.

A Tabela 5.2 apresenta os resultados obtidos com as duas propostas de pré-processamento e

segmentagé&o.
Tabela 5.2: Avaliagdo das propostas de pré-processamento e segmentagéo.
Propostas Taxa de erro Taxa de erro Taxa de erro geral
(imagens sem (imagens com
glomerulopatia) glomerulopatia)
P1 14,4% 24,8% 19,6%
P2 15,1% 16,4% 15,7%

Ao analisar os resultados apresentados nas duas propostas de pré-processamento e

segmentacdo (pipelines) concluimos que o P2 foi a proposta que apresentou o melhor
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resultado (15,7 de taxa de erro, equivalente a 84,3% de acurécia), portanto, assumimos essa
proposta para as etapas de pré-processamento e segmentacdo do PathoSpotter.

5.4.2 Extracdo de Caracteristicas

A etapa de extracdo de caracteristicas foi a etapa do trabalho em que investigamos
caracteristicas que pudessem discriminar quantitativamente as imagens com glomerulopatia
das imagens sem glomerulopatia. O padrdo histologico de glomerulopatias estudado neste
trabalho foi o de glomerulopatias proliferativas, as quais, de modo geral, podem ser

identificadas atraves da proliferacdo de nicleos em um glomérulo.

As caracteristicas testadas foram: densidade de nucleos presentes na imagem, quantidade de
regides de nucleos (que inclui nucleos isolados e clusters, contados como um unico elemento),
guantidade de aglomeracdes (que sdo 0s ndcleos que estdo préximos, mas ndo

necessariamente colados) e, por fim, a distancia entre as regides de ndcleos.

Para avaliar a capacidade discriminatéria das caracteristicas, realizamos a regressao logistica
(ver secdo 3.1.5) das amostras em relagdo a cada caracteristica extraida. De cada imagem que
compde o conjunto de imagens do PathoSpotter, extraimos a caracteristica estudada e
realizamos a regressdo logistica, classificando as imagens de acordo com cada caracteristica

em especial.

A estratégia de realizar a regressdo logistica para cada caracteristica extraida teve o proposito
de observar se as caracteristicas estudadas poderiam ser individualmente Gteis na etapa de
classificacdo das imagens. A seguir, n6s apresentaremos as analises de cada uma das quatro

caracteristicas avaliadas.

5.4.2.1 Densidade

A ideia inicial de utilizacdo da densidade como caracteristica partiu da hipotese de que se ha
uma proliferacdo de nucleos nas imagens com glomerulopatia, a taxa de ocupacao de pixels
que representem os nucleos deve aumentar. Adicionalmente, Irshad et al. [2014], aponta a
densidade como uma informacdo relevante em trabalhos com imagens histolégicas, como na
deteccdo de nucleos, por exemplo. A densidade de cada imagem foi extraida pela razdo de
pixels brancos (regibes dos nucleos) por pixels (pretos) fundos da imagem. A Equacéo 5.3
descreve a densidade, onde pxB € a quantidade de pixels brancos em uma imagem e pxP é a
quantidade de pixels pretos.
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. pxB
densidade = —

pxP (5.3)

Para analisar se a densidade seria uma informacdo capaz de caracterizar quantitativamente a
diferenca entre imagens com glomerulopatias das imagens sem glomerulopatias, observamos
a sua distribuicdo espacial em relacdo a ambas as amostras. Essa préatica € citada por James et
al. [2013, p.189], e a Figura 5.28 mostra um histograma que revela a distribuigdo das
amostras com glomerulopatia e sem glomerulopatia através do nimero de amostras com uma

determinada densidade.

Discriminacao das amostras a partir da densidade
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Figura 5.28: Histograma de densidade.

Ao realizar a matriz de confuséo do classificador baseado em regressdo, obtivemos 76% de
precisdo, 78% de recall e 77% de acuracia (Tabela 5.3).

Tabela 5.3: Matriz de confusdo, regressdo logistica da densidade.

Resultado da

Classificacdo

Amostras com

glomerulopatia

Amostras sem

glomerulopatia

(511) (300)
Positivo TP=389 FP=66
Negativo FN=122 TN=234
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5.4.2.2 Distancia

Medidas de distancia séo utilizadas com diferentes finalidades em trabalhos com imagens
histoldgicas, desde operagdes na etapa de segmentacdo até como caracteristica discriminante
para a classificacdo. Escolhemos neste trabalho a distancia euclidiana, por sua grande
aplicacdo em trabalhos com imagens histoldgicas, como pode ser constatado nos trabalhos de
revisdo de Irshad et al. [2014] e Lei He et al. [2012], ou ainda, no trabalho de Al-Kofahi et al.
[2010].

Por hipotese, consideramos que imagens com glomerulopatia poderiam ter distancia entre as
regibes de nucleos menores do que em imagens sem glomerulopatias. No entanto, apos 0s
experimentos essa hipdtese ndo se confirmou, pois se percebeu que a mesma nao funcionou
como um bom discriminante, como pode ser visto no histograma construido em relacdo a
distancia euclidiana entre as regifes de nucleos (Figura 5.29). O histograma mostra que
amostras com glomerulopatia se apresentam bem sobrepostas as imagens sem glomerulopatia,

0 que inviabiliza a construcdo de um classificador a partir desta.

Discriminacao das amostras a partir da distancia
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Figura 5.29: Histograma de distancia.

Os resultados obtidos a partir da matriz de confusdo para essa caracteristica (Tabela 5.4)
confirmam que ela ndo é adequada: 21% de preciséo 64% de recall e 37% de acuracia.
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Tabela 5.4: Matriz de confusdo, regressao logistica de distancia.

Resultado da
Classificacdo

Amostras com

glomerulopatia

Amostras sem

glomerulopatia

(511) (300)
Positivo TP=107 FP=108
Negativo FN=404 TN=192

5.4.2.3 Quantidade de regides de nucleos

A guantidade de clusters € uma caracteristica extraida através da propriedade regionprops da
biblioteca de processamento de imagens scikit-image. A propriedade regionprops utiliza o
método de crescimento por regides para identificar regiGes da imagem que estejam conectadas
por uma mesma intensidade de pixel. Além de identificar regides, o regionprops gera uma

lista de informacGes das areas identificadas.

No caso do PathoSpotter, a Unica informacdo utilizada foi a quantidade de regides
identificadas, a qual nés nomeamos de quantidade de regides de nucleos. A Figura 5.30
mostra o histograma dessa caracteristica. Nota-se que, apesar de uma area de sobreposicao, é

possivel observar uma boa separagédo entre as amostras.

120

Discriminacao das amostras a partir da gnt clusters
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Figura 5.30: Histograma de quantidade de regiGes de nucleos.

A matriz de confusdo para essa caracteristica (Tabela 5.5) apresentou 87% de precisdo, 85%

de recall e 83% de acuracia.
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Tabela 5.5: Matriz de confusdo, regressao logistica de quantidade de regifes de nucleos

Resultado da Amostras com Amostras sem
Classificacdo glomerulopatia glomerulopatia
(511) (300)
Positivo TP=239 FP=73
Negativo FN=61 TN=438

5.4.2.4 Quantidade de aglomeracdes

A quantidade de aglomerac¢Bes foi uma caracteristica extraida através de um algoritmo de
identificacdo de bolhas, o LoG (laplacian of gaussian). Nossa hipdtese foi utilizar como
discriminante as aglomeracdes de nucleos que estavam préximos, mas ndo necessariamente

colados, como no caso da quantidade de clusters.

O método de LoG foi aplicado através da biblioteca de processamento de imagens scikit-

image e a Figura 5.31 ilustra um exemplo de sua aplicacgéo.

Figura 5.31: Identificacdo de aglomeragdes.

A Figura 5.32 mostra o histograma construido a partir da distribuicdo das amostras em relacédo
a quantidade de aglomeracdes, no qual se pode observar que hd uma razoavel sobreposicao

entre as duas classes.
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Figura 5.32: Histograma de quantidade de aglomeracGes.

A matriz de confusdo para este caso (Tabela 5.6) apresentou precisdo de 78%, recall de 81% e

acuracia de 73%.

Tabela 5.6: Matriz de confusdo, regressdo logistica de gnt. aglomeragdes

Resultado da

Classificacao

Amostras com

glomerulopatia

Amostras sem

glomerulopatia

(511) (300)
Positivo TP=414 FP=117
Negativo FN=97 TN=183

5.4.25 Escolha das caracteristicas

Os resultados obtidos no processo de investigacéo e avaliacdo das caracteristicas indicaram as
caracteristicas densidade, quantidade de clusters e quantidade de aglomeragfes, como
caracteristicas com capacidade discriminatoria relevante para utilizacdo em um classificador.
Contudo, essa analise também mostrou que a capacidade discriminatoria da caracteristica
distdncia foi extremamente baixa, 0 que nos fez descartar a possibilidade de utilizar essa
caracteristica na etapa de classificagdo. A Tabela 5.7 os resultados obtidos com a regressao

logistica de todas as umas das quatro caracteristicas avaliadas.
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Tabela 5.7: Resultados obtidos com a regressdo logistica de cada caractistica avaliada

Caracteristica Acurécia Recall Precisdo
Densidade T7% 78% 76%
Distancia 37% 64% 21%
Qnt. Aglomerados 73% 81% 78%
Qnt. Regides de 83% 85% 87%
ndcleos

A Figura 5.33 mostra o espaco tridimensional composto pelas trés caracteristicas selecionadas
(densidade, quantidade de regides e quantidade de aglomerados) para compor a matriz de

caracteristicas do PathoSpotter.
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Figura 5.33: Espaco de caracteristicas formado pelas informacBes de densidade, quantidade de regides de

nlcleos e quantidade de aglomeragdes (3D).

5.4.3 Classificacdo e Avaliacéo

A etapa de classificagdo foi & Ultima etapa do sistema a ser implementada. Nesta etapa,
partimos do mesmo principio adotado em todo o sistema, trabalhando inicialmente com
métodos mais simples de classificagdo e depois testando abordagens mais robustas. As duas

abordagens testadas na etapa de classificacdo do PathoSpotter foram a regresséo logistica e a

KNN.
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5.4.3.1 Regressao logistica

A classificacdo das imagens foi realizada através de uma regressdao logistica aplicada ao
espaco tridimensional formado a partir das trés caracteristicas obtidas no processo de extracao
de caracteristicas descrito anteriormente (densidade, quantidade de aglomeracdes e

quantidade de regides de nucleos).

Nessa abordagem todas as amostras foram utilizadas para a busca da funcdo discriminante. Os
resultados obtidos com a regressdo foram de 89% de precisdo, 88% de recall e 86% de
acuracia. A Tabela 5.8 é a matriz de confusdo da classificacao realizada através da regressao

logistica das trés caracteristicas selecionadas.

Tabela 5.8: Matriz de confusdo, regressdo logistica das 3 caracteristicas.

Resultado da
Classificacao

Amostras com

glomerulopatia

Amostras sem

glomerulopatia

(511) (300)
Positivo TP=451 FP=52
Negativo FN=60 TN=248

Também realizamos testes com combinacdo das caracteristicas extraidas, observando o
comportamento da regressdo logistica em relagdo aos diferentes espacos de caracteristicas
formados a partir das combinacdes. A Figura 5.34 (a) mostra a distribuicdo espacial das
caracteristicas em relacdo a quantidade de regifes de nucleos e quantidade de aglomerados,
além do resultado da regressdo logistica. Do mesmo modo, a Figura 5.34 (b) realiza a
regressao relacionando as amostras a quantidade de aglomerados e densidade e a Figura 5.34
(c) realiza a regressdo em relacdo a quantidade de regies de nucleos e densidade, realizando
assim todas as combinagOes possiveis com duas caracteristicas. As retas em cor branca € a

fungéo Otima que discrimina as amostras.
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Figura 5.34: Realizagdo da regressdo logistica em diferentes espagos de caracteristicas formados pela

combinacéo das caracteristicas (densidade, quantidade de regides de nucleos e quantidade de aglomerados).

A Tabela 5.9 apresenta os resultados obtidos com a regressao logistica ao utilizar cada uma
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das combinacGes de caracteristicas apresentadas na Figura 5.34.

Tabela 5.9: Resultados da regressdo em diferentes combinacdes de caracteristicas.

Combinac6es de

caracteristicas Acurécia Precisdo Recall
Qnt. Regides
X 86% 89% 88%

Qnt. Aglomerados

Qnt. Aglomerados

X 73% 78% 80%
Densidade
Qnt. Regides
X 83% 87% 88%
Densidade

5432 kNN

Optamos pela utilizacdo do classificador KNN, que é citado na literatura disponivel como um
dos classificadores mais simples da area de aprendizado de maquina e que apresenta bons
resultados em espagos com poucas caracteristicas, como € o caso do PathoSpotter
[Harrington, 2012, p.21]. A implementacdo do kNN utilizada neste trabalho foi a disponivel
na biblioteca de aprendizado de maquina scikit-learn. A Figura 5.35 mostra 0 esquema geral

do que foi construido para testar essa técnica.
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Figura 5.35: Etapa de classificacdo do PathoSpotter. Estratificacdo de caracteristicas e validacdo dos resultados.

Dividimos o conjunto de dados em subconjuntos de amostras de teste e treinamento. Com o
objetivo de realizar uma avaliagdo confidvel e estratificacdo adequada das amostras do
conjunto de dados, realizamos a estratificacdo das amostras através do método de validacdo
cruzada k-fold estratificada, com fold igual a 10, valor sugerido por James et al. [2013, p.181]

e Japkowicz e Shah [2011, p.18] e também utilizado por Sirinukunwattana et al. [2014].

A estratificagcdo do conjunto de dados ocorreu em dois momentos. A primeira estratificagdo
foi realizada apenas com o objetivo de se adquirir um conjunto equivalente a 10% das
amostras do conjunto de dados. A esse conjunto demos o nome de conjunto de validagéo, o
qual foi utilizado para realizar um teste final do desempenho do classificador [James et al.
2013, p.176]. O conjunto de validagdo herdou exatamente 81 imagens (10% das amostras do
conjunto de dados, aproximadamente), dessas amostras 30 foram de imagens sem
glomerulopatias (equivalente a 10% das imagens sem glomerulopatias) e 51 imagens com
glomerulopatias (equivalente a 10% das imagens com glomerulopatia), o que tornou a divisao

balanceada, evitando a formagéo de um conjunto amostral desproporcional.

A segunda estratificagdo ocorreu com o conjunto restante de 90% das amostras do conjunto
de dados, o qual foi nomeado de conjunto de generalizacdo, responsavel por testar o

classificador com diferentes conjuntos de teste e treinamento através da validagéo cruzada.

Apobs a criacdo do conjunto de validacdo e o conjunto de generalizacdo realizamos a
classificagdo por meio do KNN e a validacdo cruzada com k-fold igual a 10, no conjunto de
generalizacdo. A Figura 5.36 ilustra o processo de testes com a validacdo cruzada k-fold igual

a 10 no conjunto de generalizacdo [James et al. 2013, p. 181].

Além do recall, precisdo e acuracia tambem calculamos o desvio padrdo com o objetivo de
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obter a informacdo da dispersdo dos resultados obtidos na validagdo cruzada, tendo como
fonte os resultados especificos obtidos a partir de cada subconjunto de teste e treinamento
(fold 1, fold 2, ..., fold 10). Pelo fato de utilizarmos a estratégia de validacdo cruzada
estratificada, os subconjuntos de testes e treinamento (folds) extraidos do conjunto de
generalizagdo foram divididos de forma balanceada, ou seja, a quantidade de amostras sem
glomerulopatias e com glomerulopatias foi igual em todos os folds.
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Figura 5.36: Conjunto de generalizacdo e validacdo cruzada k-fold igual al10.

Antes de obter um resultado final da classificacdo realizada com o kNN ainda foi necessario
escolher o0 modelo de classificagéo a ser utilizado por definitivo na classificagdo. O processo
de escolha de um modelo de classificacdo é uma abordagem realizada com diferentes
classificadores ou até mesmo diferentes pard@metros de um Unico classificador [Japkowicz e
Shah, 2011, p.18]. Analisamos trés parametros com o objetivo de obter o melhor modelo de
classificacdo com o kNN:

e Versao do algoritmo KNN.
e Medida de distancia.
e Melhor valor de k.

As versdes do algoritmo KNN que foram avaliadas na escolha do modelo de classificagdo
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foram Ball_tree, KD_tree e Brute Force. As medidas de distancia avaliadas foram, Euclidean,
Manhattan e Minkowski. Por fim, o intervalo testado para escolha de k foi de 3 a 80 [Kirk,
2015, p.27]. As versdes do algoritmo kNN e o calculo das medidas de distancia foram

métricas testadas através da biblioteca scikit-learn.

A métrica utilizada para o estudo dos parametros do classificador e a escolha do modelo de
classificacdo foi a taxa de erro [Kirk, 2015, p.49]. O processo de escolha do modelo de
classificacdo se iniciou através dos testes com as versdes do KNN. Em cada uma das trés
versdes do algoritmo KNN, nds variamos as trés medidas de distancia testadas e em cada uma
das trés medidas de distancia testadas nos avaliamos o k, variando-o no intervalo de 3 a 80
(3,4,5,6...80), intervalo de nimero de caracteristicas mais 1 até o total de amostras [Kirk,
2015, p.27]. A Figura 5.37 ilustra o processo de avaliacdo e escolha do modelo de

classificacao.

Sele¢cao do modelo de classificagao

Versdo do algoritmo kNN: Medidas de distancia: Valordo K:

|
VARVARY

Figura 5.37: Processo de escolha do modelo de classificacdo através da combinacdo dos parametros.

Apos realizar os testes de combinacdo de todos os pardmetros avaliadados foi possivel
construir um gréfico para cada versdo do algoritmo kNN (Ball_tree, KD _tree, Brute_force),

variando para cada versdo as medidas de distancia e o valor k.

Observamos que os graficos obtidos para cada versdo do algoritmo KNN foram idénticos.
Portanto, ndo houve variag¢fes nas taxas de erro de cada modelo de classificacdo em relacdo as

diferentes versdes do kNN (Ball_tree, KD_Tree, Brute Force). A figura 5.38 apresenta um
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dos trés graficos contruidos para avaliar as versdes do KNN.

Como as diferentes versdes do kNN n&o influenciaram na classificagdo das amostras,
utilizamos o pardmetro auto (automatico), disponivel na biblioteca de aprendizado de
maquina do scikit-learn, na verséo final do modelo de classificagdo. Esse parametro faz com
que o método do algoritmo KNN realize uma busca pela melhor versdo do KNN a ser utilizada
na classificagdo. Em relacdo aos demais parametros avaliados (medidas de distancia e valor

de k), ocorreram variagdes na taxa de erro da classificagéo.

O grafico apresentado na Figura 5.38 mostra os resultados de taxa de erro da classificacdo
obtidos de acordo com a varia¢do do valor de k (3 a 81, variando de 1 em 1) em funcdo das
trés medidas de distancias avaliadas (Manhattan, Euclidean e Minkowsk). Cada curva
apresentada no gréafico diz respeito a uma medida de distancia avaliada em relacdo aos valores
de k testados. A curva em azul representa a medida de distancia Manhatan, a curva em verde
representa a medida de distancia Euclidean e a curva vermelha representa a medida de
distancia Minkowsk. O ponto em destaque (em amarelo e preto) indica a melhor combinacgéo

(menor taxa de erro) de medida de distancia e valor de k.
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Figura 5.38: Gréafico de resultados de taxa de erro para cada valor de k. Cada curva diz respeito as medidas de

distancia avaliadas.

A Tabela 5.10 mostra os menores resultados de taxa de erro encontrados para cada medida de

distancia avaliada e seu respectivo melhor valor de k.
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Tabela 5.10: Menores taxas de erro obtidas a partir da combinagdo de medidas de distancia e valor de k.

Medida de Valor de k Taxa de Erro
Distancia
Manhatan 11 11,7%
Euclidean 15 12,5%
Minkowsk 11 12,6%

A partir dos resultados apresentados na Tabela 5.10 é possivel constatar que a melhor
combinacdo de medida de distancia e valor de k encontrados na avaliacdo e escolha do
modelo do kNN sdo: Medida de distancia Manhatan e valor de k igual a 11. Portanto,

assumimos estes parametros no modelo de classificagdo com o KNN.

Apos a escolha do melhor modelo de classificagdo tornou-se possivel observar os resultados

finais obtidos com o classificador kNN.

Os resultados finais obtidos com o conjunto de generalizacdo foram de 88,3% de acuracia,

88,0% de recall e 92,3% de precisdo, com desvio padréo de 3,6.

Apos a realizacdo dos testes com validacdo cruzada, aplicamos o kNN ao conjunto de
validacao final (que havia sido separado no inicio da etapa de classificacdo em uma primeira
estratificacdo). Nesse teste o conjunto de validacdo final foi utilizado como conjunto de teste e
0 conjunto que havia sido separado como conjunto de generalizagdo foi utilizado como
conjunto de treinamento. Os resultados obtidos nesse teste final foram de 85% de acurécia,

88% de recall e 88% de precisao.

O valor do desvio padrdo calculado a partir dos resultados de acuracia de cada subconjunto de
generalizacdo (3,6), revela que a dispersdo do resultado de acurécia final (de 88,3%, obtido
pela média dos 10 folds) pode variar entre 84,7% e 91,9% (88,3 +3,6). Esse resultado é
validado, justamente, através do conjunto de validacéo final, que foi previamente isolado e
ndo participou em nenhum momento do treinamento das amostras, este conjunto foi criado

exatamente com este propésito, validar o resultado final com um conjunto isolado.

O resultado de 85% de acuracia obtido na validacédo final confirma e valida o resultado final
da classificacdo, pois se encontra dentro do intervalo de dispersdo calculado através da

acuracia final e desvio padréo.

Através do conjunto de validacdo final e generalizacdo, tornou-se possivel avaliar a

classificacdo de uma maneira confiavel, mostrando a capacidade de generalizacdo do modelo
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de classificacdo e por fim validando o resultado final com um conjunto neutro, o qual ndo
havia sido utilizado anteriormente, em nenhum momento, como conjunto de treinamento do

sistema.

Enfim, os resultados finais, apresentados na Tabela 5.11 mostra a capacidade do PathoSpotter
de classificar imagens histoldgicas renais de glomérulos, como sem glomerulopatia ou com

glomerulopatia (proliferativa).

Tabela 5.11: Resultado final do PathoSpotter.

Quantidade Precisédo % Recall % Acuracia %
de amostras
811 92,8 88,0 88,3

No proximo capitulo nds apresentamos as consideracdes finais do trabalho e discutimos o

futuro do PathoSpotter.
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Capitulo 6

Consideracoes Finais

“Depois de escalar uma montanha
muito alta, descobrimos que ha
muitas outras montanhas por
escalar.”
-- Nelson Mandela
Neste capitulo nos discutimos e avaliamos os resultados obtidos com o PathoSpotter—K,
comparando-os a outros trabalhos de natureza similar. Adicionalmente, apontamos 0s

trabalhos futuros, relacionados diretamente e indiretamente ao PathoSpotter.

6.1 Conclusao

Este trabalho se propbs a desenvolver um sistema computacional para auxilio ao diagndstico
de glomerulopatias a partir da analise de imagens digitais. Como resultado, a partir de um
conjunto de dados (dataset) construimos o sistema PathoSpotter, que classifica imagens
histoldgicas de glomérulos renais como sem glomerulopatia ou com glomerulopatia. A versdo
do sistema apresentada neste trabalho analisou as glomerulopatias proliferativas (um entre os

diferentes padrdes histoldgicos de glomerulopatias).

Observou-se que ha& um grande numero de trabalhos publicados sobre sistemas
computacionais de apoio ao diagndstico para diferentes patologias, surgindo inclusive um
campo de estudo chamado de Patologia Digital. No entanto, também se constatou uma
enorme caréncia de trabalhos com propostas de sistemas de apoio com o foco nas
glomerulopatias. Isso faz com que o PathoSpotter, até 0 momento em que esse texto foi

escrito, seja o primeiro sistema dedicado a este fim.

O PathoSpotter atingiu 88,4% de acuracia, resultado considerado bom pelos médicos
patologistas que o validaram, além de ter sido compativel com os resultados encontrados em
sistemas similares de Patologia Digital. Os trabalhos de Kothari et al. [2013], Miranda et al.
[2012] e Sirinukunwattana et al. [2014], utilizando um nUimero menor de amostras, mais

caracteristicas (aumenta a possibilidade de realizar a classificacdo de maneira eficaz) e em
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alguns casos, métodos mais sofisticados, apresentaram acuracia menor do que no
PathoSpotter, de 77%, 73% e 86%, respectivamente. Adicionalmente, o PathoSpotter ainda
conseguiu resultados inferiores aos de Schochlin et al. [2014] e Mathur et al. [2013] (88,9% e
92% de acuracia, respectivamente), que tratavam de problemas mais simples de caracterizar,

pelo fato de partir de marcadores (caracteristicas) pré-estabelecidas por especialistas.

Os resultados obtidos neste trabalho apontaram o PathoSpotter como uma ferramenta
promissora para o apoio de diagnostico das glomerulopatias proliferativas, podendo ser
também uma ferramenta util para o treinamento e auxilio de estudantes em medicina ou
patologistas ndo familiarizados com essa patologia em especial. O sistema pode funcionar
como uma verificacdo preliminar da presenca de glomerulopatias em imagens de glomérulos

renais, até a realizacdo de um diagndstico mais acurado de um especialista.

O PathoSpotter se valeu de métodos computacionais robustos e consagrados na area de
reconhecimento de padrdes e processamento de imagens, sendo, N0 momento em que este
texto esta sendo escrito, o Unico sistema especializado em identificacdo de glomerulopatias
proliferativas. Todas as imagens usadas no desenvolvimento do sistema, bem como o0s
codigos fontes estdo disponiveis na pagina do grupo de pesquisa PathoSpotter, que pode ser

acessada em: http://www.pathospotter.uefs.br.

6.2 Trabalhos Futuros

O PathoSpotter pode ser considerado uma inovacao na Patologia Digital, ja que os sistemas
similares estdo voltados principalmente ao estudo de neoplasias. Sendo assim, as

possibilidades de trabalhos futuros sdo vastas.

Entre eles, destacam-se a melhoria da qualidade de predi¢do do sistema e a implantacdo da
capacidade de predizer outras patologias renais. Também serdo trabalhadas as patologias
hepaticas, fazendo com que o sistema evolua para a versdo PathoSpotter-KL (Kidney and

Liver).

Em relagdo ao aperfeicoamento do sistema, serdo investigadas novas caracteristicas e testados
novos métodos de extracdo e classificacdo das imagens. Faremos a ampliacdo do conjunto de
dados, incluindo mais imagens de aspecto normal, além de incluir as imagens para as novas
patologias que seréo trabalhadas, como as glomerulopatias

membranosas, membranoproliferativas e esclerdticas. Também serd criado o conjunto de
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dados especifico para o trabalho com patologias hepéticas.

Por fim, a pagina da internet do grupo PathoSpotter sera melhorada para armazenar todas as
informacdes sobre o desenvolvimento do sistema, para facilitar seu uso tanto por estudantes
de computacdo quanto por estudantes de medicina. Estuda-se a possibilidade de viabilizar o
uso do PathoSpotter como um Web Service, permitindo a exploragéo de seus recursos, e

também auxiliando sua melhora através das criticas de um grande nimero de usuarios.
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